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RESUMO
INTRODUCAO: As quedas podem ser uma das consequéncias do uso de farmacos de risco
e/ou de interacBes medicamentosas. O aprendizado de maquina possibilita novas abordagens
na identificacdo de riscos. Foi identificada somente uma ferramenta que avalia o risco de queda
relacionado ao uso de medicamentos. N&o foram identificados estudos que analisem os
medicamentos como fatores de risco para quedas por meio de aprendizado de maquina.
OBJETIVO: Avaliar o desempenho de modelos de predicdo do risco de quedas relacionado
aos medicamentos prescritos em adultos e idosos hospitalizados por meio de aprendizado de
méaquina. METODO: Estudo de caso-controle, retrospectivo, com adultos e idosos
hospitalizados no Hospital Nossa Senhora da Conceig¢do no ano de 2016. Foram investigados a
idade, os medicamentos prescritos e as classes medicamentosas. Os dados foram exportados
para 0 software RStudio para andlise estatistica. O projeto foi aprovado pela Comissdo
Cientifica da Escola de Medicina da Pontificia Universidade Catdlica do Rio Grande do Sul e
esta vinculado ao projeto guarda-chuva intitulado “Detecgdo automatica de eventos adversos
utilizando processamento de linguagem natural nos prontuarios eletrénicos de um hospital
terciario”, aprovado pelo Comité de Etica em Pesquisa. RESULTADOS: Os modelos de
predicdo desenvolvidos por meio de aprendizado de maquina apresentaram melhor desempenho
em relacdo a um modelo generalizavel existente. Os modelos desenvolvidos por meio do
algoritmo gradient boosting, em geral, apresentaram melhor performance em relacdo aos
demais. Os modelos com melhor performance na populacdo apresentaram queda no
desempenho, quando aplicados ao subgrupo de idosos. DISCUSSAO: O presente estudo
comprovou que, na populacgdo estudada, um modelo construido a partir de um conjunto de dados
de um hospital especifico apresenta resultados melhores em relacdo a uma ferramenta
generalizavel. Ferramentas como o Medication Fall Risk Score sdo restritas a algumas
variaveis, considerando que os préprios profissionais da salude devem avaliar e calcular o
escore. O preenchimento dessas ferramentas exige tempo e dedicacdo dos profissionais, que
poderiam ser aplicados na assisténcia. Destacaram-se 0os modelos construidos a partir do
algoritmo Gradient Boosting, tanto com o0s medicamentos como variaveis, quanto com as
classes medicamentosas. Quando aplicados na amostra de idosos, 0s modelos construidos com
base na populacéo apresentaram queda na performance. Portanto, optou-se por desenvolver um
modelo especifico para essa amostra. CONCLUSAO: Modelos de predicdo construidos por
meio de algoritmos de aprendizado de méquina podem auxiliar na identificacdo de riscos e
aprimorar a assisténcia prestada aos pacientes. O trabalho dos profissionais da saude ndo sera



substituido e o tempo despendido na aplicacao de escalas pode ser direcionado a outros aspectos
importantes da assisténcia a salde.

Palavras-chave: Uso de Medicamentos; Acidentes por Quedas; Seguranca do Paciente;
Aprendizado de Maquina Supervisionado; Idoso.



ABSTRACT

INTRODUCTION: Falls may be one of the consequences of the use of risky drugs and/or drug
interactions. Machine learning enables new approaches to risk stratisfication. Only one tool that
assesses the risk of fall related to medication use was identified. Studies analyzing drugs as risk
factors for falls through machine learning were not detected. OBJECTIVE: To evaluate the
performance of models for predicting the risk of falls related to drugs prescribed in hospitalized
adults and elderly people through machine learning. METHOD: Retrospective case-control
study with adults and elderly people hospitalized at Hospital Nossa Senhora da Conceicdo in
2016. Age, prescribed drugs and drug classes were investigated. Data were exported to RStudio
software for statistical analysis. The project was approved by the Scientific Committee of the
School of Medicine of Pontifical Catholic University of Rio Grande do Sul and is linked to the
umbrella project entitled “Deteccdo automatica de eventos adversos utilizando processamento
de linguagem natural nos prontuarios eletrdnicos de um hospital terciario”, approved by
Research Ethics Committee. RESULTS: Prediction models developed through machine
learning presented better performance when compared to an existing generalizable model. The
models developed through gradient boosting algorithm, in general, presented better
performance in relation to the others. The models that performed better in the population
showed a decrease in performance when applied to the elderly subgroup. DISCUSSION: The
present study proved that, in the study population, a model built from a dataset of a specific
hospital presents better results in relation to a generalizable tool. Tools such as the Medication
Fall Risk Score are restricted to a few variables, considering that health professionals must
evaluate and calculate the score. Filling out these tools requires time and dedication from
professionals, which could be applied in assistance. The models built through the gradient
boosting algorithm stood out, with both drugs and drug classes variables. When applied to the
elderly sample, the models built based on the population showed a decrease in performance.
Therefore, it was decided to develop a specific model for this sample. CONCLUSION:
Prediction models built through machine learning algorithms can help identify risk and improve
patient care. The work of health professionals will not be replaced and the time spent on the
application of scales can be directed to other important aspects of health care.

Keywords: Drug Utilization; Accidental Falls; Patient Safety; Supervised Machine Learning;
Aged.
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1 INTRODUCAO

O tema seguranca do paciente tem sido extensivamente estudado, principalmente, desde
a publicacéo do relatorio To Err is Human, que divulgou os achados relacionados aos cuidados
de satde nos Estados Unidos (KOHN; CORRIGAN; DONALDSON, 2000). No Brasil, foi
lancado o Programa Nacional de Seguranca do Paciente (PNSP), que inclui o objetivo
especifico de “promover e apoiar a implementagao de iniciativas voltadas a seguranga do
paciente por meio da implantacdo da gestdo de risco e de Nucleos de Seguranca do Paciente
(NSP) nos estabelecimentos de satide” (BRASIL; MINISTERIO DA SAUDE, 2013a).

Em um ambiente complexo, como o meio hospitalar, varios fatores podem contribuir
para os incidentes relacionados a assisténcia a saude, tornando imperiosa a identificacdo e
definicdo de estratégias para reduzir os riscos aos quais os pacientes sao submetidos (BRASIL;
AGENCIA NACIONAL DE VIGILANCIA SANITARIA, 2017). Entre os incidentes, a queda
¢ amplamente conhecida pelos potenciais danos decorrentes da sua ocorréncia.

A mobilidade é uma das principais funcGes corporais e 0 seu comprometimento pode
levar a queda, podendo acarretar consequéncias gravissimas, principalmente em idosos
(MORAES; MARINO; SANTOS, 2010). As quedas ocorrem devido a perda de equilibrio e
tanto podem ser decorrentes de problemas primarios do sistema osteoarticular e/ou neurolégico,
quanto de uma condic¢do clinica adversa que afete secundariamente os mecanismos do equilibrio
e estabilidade (SOCIEDADE BRASILEIRA DE GERONTOLOGIA E GERONTOLOGIA,
2008). Elas sdo o resultado de uma interacdo complexa de fatores de risco, que sao
categorizados em bioldgicos, comportamentais, ambientais e socioeconémicos, segundo a
Organizacdo Mundial de Saide (OMS), e em intrinsecos, extrinsecos e comportamentais pela
Sociedade Brasileira de Geriatria e Gerontologia (SBGG) (SOCIEDADE BRASILEIRA DE
GERONTOLOGIA E GERONTOLOGIA, 2008; WORLD HEALTH ORGANIZATION,
2007).

Fatores de risco como a idade, sexo e raca ndo sdo modificaveis (SOCIEDADE
BRASILEIRA DE GERONTOLOGIA E GERONTOLOGIA, 2008). Entre os fatores de risco
modificaveis, destacam-se 0s medicamentos. A deterioracdo gradativa que ocorre durante o
processo de envelhecimento gera maior suscetibilidade a doencas e a polifarméacia é comum,
devido a presenca de multiplas condi¢es clinicas cronicas em idosos (KANE; OUSLANDER,;
ABRASS; RESNICK, 2015). Os medicamentos que potencializam o risco de queda causam
efeitos como hipotensdo ortostatica, disfuncdo cognitiva, distdrbios de equilibrio, tontura,

sonoléncia, disfuncdo motora, alteracfes visuais e parkinsonismo. Também € possivel que
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determinados medicamentos contribuam indiretamente para quedas. O uso de diurético, por
exemplo, est& associado as quedas devido a polilria, sobretudo, se ocasionar também nictdria
(DYKS; SADOWSKI, 2015).

A European Geriatric Medicine Society (EuGMS) Task and Finish group on fall-risk-
increasing drugs (FRIDs), em conjunto com o EuGMS Special Interest group on
Pharmacology e a European Union of Medical Specialists (UEMS) Geriatric Medicine Section
se posicionaram em relacdo ao conhecimento e disseminacdo dos medicamentos que aumentam
o0 risco de queda (FRIDs) (SEPPALA; VAN DER VELDE; MASUD; BLAIN et al., 2019).
Entretanto, o enfoque é na populacgao europeia.

Outros estudos desenvolveram modelos de predicdo de risco de queda (CHOI;
STALEY; HENRIKSEN; XU et al., 2018; SEVERO; KUCHENBECKER; VIEIRA; PINTO
et al., 2019). O uso de modelos de predicao baseados em dados tem-se tornado cada vez mais
popular. O aumento do poder computacional, de armazenamento, memoria e geracdo de
grandes volumes de dados permite a realizagdo de atividades complexas com performances
impressionantes (JORDAN; MITCHELL, 2015; SIDEY-GIBBONS; SIDEY-GIBBONS,
2019). O aprendizado de maquina é uma colecdo de técnicas que possibilita a execucdo de
tarefas complexas e tem o potencial de aprimorar o cuidado em satde por meio do fornecimento
de ferramentas de predicdo para diagndstico, prognostico e tratamento (JORDAN;
MITCHELL, 2015; SIDEY-GIBBONS; SIDEY-GIBBONS, 2019; SPEISER; CALLAHAN;
HOUSTON; FANNING et al., 2020). Desta forma, esta investigacdo tem como objeto de
estudo a avaliacdo do desempenho de modelos de predicdo do risco de quedas relacionado aos
medicamentos prescritos em adultos e idosos hospitalizados, por meio de aprendizado de

maquina.
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2 REFERENCIAL TEORICO

O referencial foi composto por capitulos relacionados a seguranca do paciente,
principalmente o idoso; as alteracdes fisioldgicas e fisiopatoldgicas do envelhecimento; quedas
e seus fatores associados; o uso de medicamentos e 0s riscos associados, a relagéo entre

medicamentos e a ocorréncia de quedas e a inteligéncia artificial na satde.

2.1 SEGURANCA DO PACIENTE

A Organizacdo Mundial de Saude (OMS) define alguns conceitos-chave na
Classificacdo Internacional de Seguranca do Paciente (BRASIL; MINISTERIO DA SAUDE;
FUNDACAO OSWALDO CRUZ; AGENCIA NACIONAL DE VIGILANCIA SANITARIA,
2014; WORLD HEALTH ORGANIZATION, 2009):

Seguranga do paciente: reduzir a um minimo aceitavel, do risco de dano
desnecessario associado ao cuidado de salde;

Dano: Comprometimento da estrutura ou funcéo do corpo e/ou qualquer efeito
dele oriundo, incluindo-se doengas, lesdo, sofrimento, morte, incapacidade ou
disfuncéo, podendo, assim, ser fisico, social ou psicoldgico.

Incidente é classificado como evento ou circunstancia que poderia ter
resultado, ou resultou, em dano desnecessario ao paciente.

Evento adverso: Incidente que resulta em dano ao paciente.

O Programa Nacional de Seguranca do Paciente (PNSP) foi instituido no Brasil em 2013
com o objetivo de contribuir para a qualificacdo do cuidado em salde em todos 0s
estabelecimentos de salde do territorio nacional (BRASIL; MINISTERIO DA SAUDE,
2013a). Apds a instituicdo do PNSP, a Agéncia Nacional de Vigilancia Sanitaria (ANVISA)
publicou a Resolucédo da Diretoria Colegiada (RDC) n° 36, que institui acfes para a promog¢ao
da seguranga do paciente e a melhoria da qualidade nos servigos de saude (BRASIL;
MINISTERIO DA SAUDE, 2013b). O Nucleo de Seguranga do Paciente (NSP) é a “instancia
do servico de saude criada para promover e apoiar a implementacdo de acOes voltadas a
seguranga do paciente” (BRASIL; MINISTERIO DA SAUDE, 2013b). Compete ao NSP
“promover acdes para a gestdo de risco no servigo de satde” e “estabelecer barreiras para a
prevencio de incidentes nos servigos de satde” (BRASIL; MINISTERIO DA SAUDE, 2013b).
A RDC n° 36 caracteriza gestdo de risco como a (BRASIL; MINISTERIO DA SAUDE, 2013b):

aplicacao sistémica e continua de politicas, procedimentos, condutas e recursos
na identificacdo, analise, avaliagdo, comunicagao e controle de riscos e eventos
adversos que afetam a seguranca, a salde humana, a integridade profissional,
0 meio ambiente e a imagem institucional.

A medida que as pessoas envelhecem, elas estio mais suscetiveis a vivenciar diversas

condigdes a0 mesmo tempo e as suas necessidades de satde tendem a se tornar mais complexas
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(WORLD HEALTH ORGANIZATION, 2018a). A hospitalizagdo do idoso fréagil esta
associada a um risco elevado de complicagdes (ASSOCIACAO NACIONAL DE HOSPITAIS
PRIVADOS, 2018). A mobilidade, uma das principais funcdes corporais, € afetada com a perda
de massa muscular e alteracdes da marcha pela permanéncia por tempo excessivo no leito
(ASSOCIACAO NACIONAL DE HOSPITAIS PRIVADOS, 2018; MORAES; MARINO;
SANTOS, 2010). Outras complicacbes como delirium, queda, lesdo por presséo,
broncoaspiracdo e iatrogenia medicamentosa sdo frequentes e podem levar a internacdes
prolongadas, dependéncia funcional e qualidade de vida prejudicada (ASSOCIACAO
NACIONAL DE HOSPITAIS PRIVADOS, 2018).

2.2 MUDANCAS FISIOLOGICAS E PATOLOGICAS ASSOCIADAS AO PROCESSO
DE ENVELHECIMENTO

O envelhecimento é um processo multifatorial e apresenta grande heterogeneidade entre
a populacdo, assim como entre células, tecidos, érgdos e sistemas de um unico individuo
(KANE; OUSLANDER; ABRASS; RESNICK, 2015; THIMIRAS, 2007). As idades
cronoldgicas e fisiolégicas nem sempre coincidem (THIMIRAS, 2007).

N&o ha definicdo precisa sobre o que constitui o envelhecimento normal (KANE;
OUSLANDER; ABRASS; RESNICK, 2015) (KANE; OUSLANDER; ABRASS; RESNICK,
2015, p. 5). Profissionais da area da salde e pesquisadores encontram dificuldade em isolar os
efeitos do envelhecimento daqueles causados por doencas (THIMIRAS, 2007). Apesar disso,
existem algumas alteragdes conhecidas que ocorrem durante o envelhecimento nos sistemas
cardiovascular, neurolégico, respiratdrio, tegumentar, gastrointestinal, urinario, reprodutivo,
musculoesquelético, sensorial e enddcrino (KANE; OUSLANDER; ABRASS; RESNICK,
2015).

O envelhecimento estd associado ao aumento da incidéncia de doencas que afetam
simultaneamente os idosos (THIMIRAS, 2007). Essas doencas tendem a ser cronicas e
debilitantes e podem apresentar manifestacfes atipicas relacionadas a resposta reduzida dos
idosos ao estresse (KANE; OUSLANDER; ABRASS; RESNICK, 2015; THIMIRAS, 2007).

O Brasil, assim como outros paises, vive um periodo de acelerado envelhecimento
demografico (INSTITUTO BRASILEIRO DE GEOGRAFIA E ESTATISTICA, 2021). A
populagdo idosa (> 60 anos) vem aumentando desde o ultimo censo, em 2010 (Figuras 1 e 2),
e a tendéncia é que o numero de idosos cresga ainda mais (Figura 3) (INSTITUTO
BRASILEIRO DE GEOGRAFIA E ESTATISTICA, 2021). E urgente a necessidade de
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desenvolver novas estratégias para contribuir com a identificacdo precoce e a prevencao de
riscos relacionados a satde do idoso.

Figura 1 - Populacéo do Brasil e Rio Grande do Sul em 2010
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Figura 2 - Populacéo do Brasil e Rio Grande do Sul em 2021
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Figura 3 - Populagdo do Brasil e Rio Grande do Sul em 2060
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A salde do idoso esta diretamente relacionada com a sua funcionalidade global, mesmo
que tenha doencas (MORAES; MARINO; SANTOS, 2010) (MORAES; MARINO; SANTOS,
2010, p.54). A perda da autonomia e da independéncia resulta nas grandes sindromes geriatricas
(MORAES; MARINO; SANTOS, 2010). Entre elas, destaca-se a instabilidade postural, que
pode acarretar a ocorréncia do incidente queda (MORAES; MARINO; SANTOS, 2010).

2.3 O INCIDENTE DE SEGURANCA QUEDA

As quedas sdo definidas como vir a inadvertidamente ficar no solo ou em outro nivel
inferior (WORLD HEALTH ORGANIZATION, 2018b). Algumas alteracdes fisioldgicas
decorrentes do envelhecimento podem favorecer a ocorréncia de quedas; entretanto, ndo séo a
sua causa (MORAES; MARINO; SANTOS, 2010). Mudangas musculoesqueléticas,
vestibulares e visuais podem comprometer o equilibrio do individuo (MORAES; MARINO;
SANTOS, 2010).

Segundo a OMS (WORLD HEALTH ORGANIZATION, 2018b), a queda é a segunda
causa de morte por lesdo acidental ou ndo intencional no mundo e, a cada ano,
aproximadamente 646.000 quedas fatais ocorrem. No Brasil, foi o quarto incidente de
seguranca mais frequentemente notificado entre setembro de 2019 e agosto de 2020, precedido

apenas pelos incidentes classificados como “falhas durante a assisténcia a saude”, “tlcera por

pressdo” e “falhas envolvendo cateter venoso”. A queda foi o terceiro incidente de seguranga
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que mais acarretou 6bito (AGENCIA NACIONAL DE VIGILANCIA SANITARIA, 2020).
Adultos com mais de 65 anos de idade sofrem o maior nimero de quedas fatais (WORLD
HEALTH ORGANIZATION, 2018b).

Aspectos associados a ocorréncia de quedas descritos na literatura envolvem fatores
intrinsecos, extrinsecos e comportamentais. Os fatores intrinsecos envolvem a historia prévia
de quedas, idade, sexo, condicdo clinica, disturbio da marcha e equilibrio, sedentarismo, estado
psicolégico (medo de cair, estado depressivo), deficiéncia nutricional, declinio cognitivo,
deficiéncia visual, doencas ortopédicas, estado funcional e uso de dispositivos intravenosos
(MORSE, 2009; SOCIEDADE BRASILEIRA DE GERONTOLOGIA E GERONTOLOGIA,
2008; WORLD HEALTH ORGANIZATION, 2007). Os fatores extrinsecos sdo a iluminacao
inadequada, superficies escorregadias, auséncia de barra de protecdo, roupas e sapatos
inadequados e obstaculos no caminho (SOCIEDADE BRASILEIRA DE GERONTOLOGIA E
GERONTOLOGIA, 2008; WORLD HEALTH ORGANIZATION, 2007). Os fatores
comportamentais estdo relacionados a superestimacdo da préopria capacidade e ao grau de
exposi¢do ao risco (MORSE, 2009; SOCIEDADE BRASILEIRA DE GERONTOLOGIA E
GERONTOLOGIA, 2008). Outro fator intrinseco de extrema importancia que pode estar
relacionado a ocorréncia de quedas é o uso de medicamentos (SOCIEDADE BRASILEIRA DE
GERONTOLOGIA E GERONTOLOGIA, 2008; WORLD HEALTH ORGANIZATION,
2007).

2.4 MEDICAMENTOS E A SEGURANCA DOS PACIENTES IDOSOS

Préticas inseguras de medicacdo e erros de medicagdo sao algumas das principais causas
de danos evitaveis nos sistemas de salde em todo o mundo (WORLD HEALTH
ORGANIZATION, 2017). Globalmente, o custo associado com erros de medicacdo foi
estimado em US$ 42 bilhGes anuais (WORLD HEALTH ORGANIZATION, 2017). Erros de
medicacdo ocorrem quando sistemas fracos e/ou fatores humanos, como fadiga, condigdes
ambientais precérias ou escassez de pessoal, afetam a prescrigcdo, transcri¢do, dispensacéo,
administracdo e praticas de monitoramento, 0 que pode resultar em danos graves, deficiéncia e
até a morte. Erros ocorrem mais frequentemente durante a administracdo, no entanto, existem
riscos em diferentes fases do processo (WORLD HEALTH ORGANIZATION, 2017).

No Brasil, foi publicado em 2013 o “Protocolo de Seguranca na Prescricdo, Uso e
Administragdo de Medicamentos”, com a finalidade de promover praticas seguras no uso de

medicamentos em estabelecimentos de salde (BRASIL; AGENCIA NACIONAL DE
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VIGILANCIA SANITARIA; FUNDACAO OSWALDO CRUZ, 2013). O protocolo define o
uso seguro de medicamentos como a “inexisténcia de injaria acidental ou evitavel durante o
uso de medicamentos”; erro de medicagdo como “qualquer evento evitavel que possa levar ao
uso inadequado de medicamento quando o medicamento se encontra sob o controle de
profissionais de saude, de paciente ou do consumidor, podendo ou ndo provocar dano ao
paciente”, e erro de prescricdo como o “erro de medicag@o que ocorre durante a prescricao de
um medicamento, em decorréncia tanto de redacdo da prescri¢do, como do processo de decisao
terapéutica” (BRASIL; AGENCIA NACIONAL DE VIGILANCIA SANITARIA;
FUNDACAO OSWALDO CRUZ, 2013) (BRASIL, 2013, p.44-45).

Erros de medicacdo sdo preveniveis e o Desafio Global de Seguranca do Paciente
“Medicacdo sem danos” foi langado pela OMS em 2017 com o objetivo de fazer melhorias em
cada etapa do processo de medicacdo, incluindo prescricdo, dispensacdo, administracéo,
monitoramento e uso (WORLD HEALTH ORGANIZATION, 2017). O impacto dos erros de
medicacdo é maior em certas circunstancias clinicas, como nos pacientes hospitalizados
(WORLD HEALTH ORGANIZATION, 2017). Isso pode estar relacionado as situacdes
clinicas mais agudas ou graves nesses ambientes e ao uso de regimes medicamentosos mais
complexos (WORLD HEALTH ORGANIZATION, 2017). Os idosos sdo mais suscetiveis a
resultados adversos, bem como aqueles com doenca renal ou hepéatica concomitante. Entender
as situacbes em que as evidéncias mostram que h& maior risco de danos causados por
medicamentos especificos é fundamental para esse desafio (WORLD HEALTH
ORGANIZATION, 2017).

Todos os estdgios da jornada de um medicamento pelo corpo humano podem ser
afetados pelo envelhecimento (TURNHEIM, 2003). Mudancas na fisiologia gastrica e
intestinal, na composicéo corporal e no nivel de proteinas plasmaticas, no fluxo sanguineo e
massa hepética e na fisiologia renal causadas pelo envelhecimento podem gerar alteraces na
absorcédo, distribuicdo, metabolismo e excrecdo de medicamentos (MASSOUD; AGHA,;
TALEB, 2017; TURNHEIM, 2003). Alteragdes nas propriedades dos receptores
farmacoldgicos e nos mecanismos homeostaticos podem aumentar ou diminuir a sensibilidade
aos farmacos (MASSOUD; AGHA; TALEB, 2017). Essas modificagdes podem afetar a
farmacocinética e farmacodindmica dos medicamentos e levar a ocorréncia de reagdes adversas
medicamentosas. A presenca de comorbidades e sindromes geriatricas pode potencializar essas
alteracdes (ASSOCIAQAO NACIONAL DE HOSPITAIS PRIVADOQS, 2018; INSTITUTO
PARA PRATICAS SEGURAS NO USO DE MEDICAMENTOS, 2017b). A multimorbidade

e a polifarméacia trazem desafios complexos, aumentando o risco de interacdo medicamentosa
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(ASSOCIACAO NACIONAL DE HOSPITAIS PRIVADOS, 2018) (ASSOCIACAO
NACIONAL DE HOSPITAIS PRIVADOS, 2018, p. 28). Prescrever para o idoso da mesma
forma que se faz para um adulto pode trazer prejuizos em populacdes de idade mais avancada,
com sindrome da fragilidade, sarcopenia, instabilidade postural e comprometimento cognitivo
(ASSOCIACAO NACIONAL DE HOSPITAIS PRIVADOS, 2018) (ASSOCIACAO
NACIONAL DE HOSPITAIS PRIVADOS, 2018, p.30).

Estudo realizado nas cinco regifes brasileiras incluiu 9.019 idosos (60 anos ou mais) e
identificou a prevaléncia do uso de medicamentos crénicos para oito condi¢cGes de salde:
hipertensdo arterial, diabetes mellitus, doencas do coracéo, colesterol alto, historico de acidente
vascular cerebral (AVC), doencas pulmonares cronicas, reumatismo e depressdo. Foi
identificada a prevaléncia de 93% do uso de, pelo menos, um medicamento especifico para uma
dessas doencas, com 23% utilizando apenas um medicamento, 23% utilizando dois, 29%
utilizando trés ou quatro medicamentos e 18% utilizando pelo menos cinco. A prevaléncia do
uso de cinco ou mais medicamentos foi de 3% entre os que referiram apenas uma das doengas,
13% entre os idosos com duas doencas, 37% entre 0os com trés doencas e 60% entre 0s que
referiram pelo menos quatro doencas. Entre os idosos que referiram pelo menos uma das oito
condic@es de saude, foi identificado o uso de 583 farmacos especificos para o tratamento dessas
doencas que, em diferentes apresentaces, totalizaram 17.634 relatos. A maioria dos farmacos
referidos era para hipertensdo ou doencas cardiacas e controle do colesterol (63%), diabetes
(13%) e psicoativos (13%) (RAMOS; TAVARES; BERTOLDI; ROCHA et al., 2016).

O potencial para ocorrerem erros relacionados ao uso de medicamentos € proporcional
ao nimero de medicamentos utilizados e as multiplas patologias que podem acometer 0s idosos
podem ter como consequéncia a polifarmécia (KOHN; CORRIGAN; DONALDSON, 2000).
N&o h& um consenso na literatura quanto a defini¢do de polifarmécia, entretanto, a OMS define
como 0 uso rotineiro de quatro ou mais medicamentos simultdneos com ou sem prescricao
(WORLD HEALTH ORGANIZATION, 2017).

Erros relacionados ao uso de medicamentos ocorrem frequentemente em hospitais. O
processo de uso de medicamentos envolve varias etapas e a prescri¢cdo inapropriada foi
identificada como um importante fator na contabilizacdo de erros de medicagdo (KOHN;
CORRIGAN; DONALDSON, 2000).

Algumas ferramentas de rastreio de medicamentos potencialmente inadequados foram
desenvolvidas para orientar os profissionais de satde. Destacam-se o Beers Criteria (BY THE
2019 AMERICAN GERIATRICS SOCIETY BEERS CRITERIA® UPDATE EXPERT
PANEL, 2019), 0 Screening Tool of Older Person’s Prescriptions (STOPP) and Screening Tool
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to Alert Doctors to Right Treatment (START) Medication Criteria (KHODYAKOV; OCHOA,;
OLIVIERI-MUI; BOUWMEESTER et al., 2017). O Beers Criteria ¢ uma lista de
medicamentos potencialmente inapropriados que devem ser evitados por idosos na maioria das
circunstancias ou em situacbes especificas, como em certas doencas ou condi¢cbes, por
apresentarem mais risco do que beneficios (BY THE 2019 AMERICAN GERIATRICS
SOCIETY BEERS CRITERIA® UPDATE EXPERT PANEL, 2019). O STOPP Medication
Criteria (KHODYAKOV; OCHOA; OLIVIERI-MUI; BOUWMEESTER et al., 2017) é uma
lista de 80 critérios para identificar prescricdes potencialmente inadequadas para idosos da
comunidade e o START Medication Criteria € um conjunto de 34 provas que indicam
prescricdes validadas para doencas comuns em idosos da comunidade. No Brasil, foram
validados os conteudos dos Critérios de Beers 2012 e STOPP 2006 para a obtencdo de critérios
nacionais de classificacdo de medicamentos potencialmente inapropriados (MPI) para idosos
(OLIVEIRA; AMORIM; OLIVEIRA; COQUEIRO et al., 2016).

2.5 MEDICAMENTOS E QUEDAS

As quedas podem ser uma das consequéncias do uso de farmacos de risco e/ou de
interacdes medicamentosas e a hospitalizagdo aumenta consideravelmente o risco entre 0s
idosos (ASSOCIACAO NACIONAL DE HOSPITAIS PRIVADOS, 2018). Farmacos com
efeito em sistema nervoso central, como opioides, hipnoticos, ansioliticos, antidepressivos,
antipsicoticos e sedativos para procedimentos, aumentam significativamente o risco de quedas
(ASSOCIA(;AO NACIONAL DE HOSPITAIS PRIVADQS, 2018).

Foram identificadas trés revisdes sistematicas e metanalises (DE VRIES; SEPPALA;
DAAMS; VAN DE GLIND et al., 2018; SEPPALA, LOTTA J.; WERMELINK, ANNE M.
A.T; DE VRIES, MAX; PLOEGMAKERS, KIMBERLEY J. et al., 2018; SEPPALA, LOTTA
J.; WERMELINK, ANNE M. A. T.; DE VRIES, MAX; PLOEGMAKERS, KIMBERLEY J.
et al., 2018) que investigaram medicamentos que aumentam o risco de queda. A maioria das
metanalises resultou em heterogeneidade substancial.

As ferramentas mais utilizadas para estratificar o risco de quedas no ambiente hospitalar
sdo a Morse Fall Scale (MFS) (MORSE, 2009), a St Thomas's Risk Assessment Tool in Falling
Elderly Inpatients (STRATIFY) (OLIVER; BRITTON; SEED; MARTIN et al., 1997) e a
Johns Hopkins Fall Risk Assessment Tool (JH-FRAT) (MARTINEZ; IWAMOTO; LATORRE;
NORONHA et al., 2016). A Morse Fall Scale (MFS) foi adaptada transculturalmente para o

Brasil, passando a denominar-se Morse Fall Scale — verséo brasileira (MFS-B) e abrange os
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itens histdrico de quedas, diagnostico secundario, auxilio na deambulac&o, terapia endovenosa,
marcha e estado mental (URBANETTO; CREUTZBERG; FRANZ; OJEDA et al., 2013). Entre
elas, somente a JH-FRAT (MARTINEZ; IWAMOTO; LATORRE; NORONHA et al., 2016)
contempla medicamentos de alto risco. Além disso, escalas mais completas quanto ao escopo
dos fatores de risco avaliados, como a JH-FRAT, sdo também as que tomam maior tempo e
apresentam maior dificuldade nos métodos de pontuac&o.

A Unica ferramenta encontrada na literatura que avalia o risco de queda relacionado ao
uso de medicamentos foi 0 Medication Fall Risk Score (MFRS) (BEASLEY; PATATANIAN,
2009). Para desenvolver este escore, medicamentos associados a queda na literatura foram
designados a uma categoria especifica com base na frequéncia da ocorréncia na literatura e no
perfil de eventos adversos do medicamento. Os medicamentos foram categorizados, de acordo
com o American Hospital Formulary Service (AHFS) Pharmacologic-Therapeutic Class
(MCEVOY, 2008), como de alto, médio ou baixo risco, conforme o perfil de evento adverso, e
valores numéricos foram atribuidos a cada classe medicamentosa para criar um sistema de
escore (Figura 4). Neste escore, cada medicamento serd pontuado conforme o seu grau de risco,
podendo ser baixo (1 ponto), médio (2 pontos) e alto (3 pontos) (BEASLEY; PATATANIAN,
2009).

Figura 4 - Medication Fall Risk Score

Tahle 1. Medication Fall Risk Score

Point Value AHFS Class Covntients
(Risk Level)
3 Analgesics, antipsychotics, anticonvulsants, Sedation, dizziness, postural disturbances,
(High) benzodiazepines altered gait and balance, impaired cognition
2 Antihypertensives, cardiac drugs, Induced orthostasis, impaired cerebral
(Medium) annarrhythmics, antidepressants perfusion, poor health stats
1 Diuretics Increased ambularion, induced orthoseasis
(Lo )
Score = 6 Higher risk for fall; evaluate patient
AHFS = American Hospital Formulary Service.

Fonte: Beasley, 2009

Um estudo analisou a validade preditiva do uso da Morse Fall Scale (MFS) com o
Medication Fall Risk Score (MFRS). Os resultados apontaram melhora na especificidade, sem
comprometimento da sensibilidade no uso da MFS em conjunto com o MFRS em relacédo ao
uso individual da MFS (YAZDANI; HALL, 2017).
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2.6 INTELIGENCIA ARTIFICIAL NA SAUDE

A gestdo de risco deve integrar-se as atividades organizacionais, adaptar-se ao contexto
interno e externo das organizacdes e considerar os fatores humanos (ASSOCIACAO
BRASILEIRA DE NORMAS TECNICAS, 2009; BRASIL; AGENCIA NACIONAL DE
VIGILANCIA SANITARIA, 2017). O uso de prontuério eletrdnico vem aumentando em
hospitais e, na maioria dos casos, ferramentas de avaliacdo de risco sdo construidas como uma
versdo correspondente da ferramenta baseada em papel, que exige que os profissionais coletem
e insiram os dados de avaliacdo de risco (LEE; JIN; PIAO; LEE, 2016). O prontuério eletrénico
contém diversas informacBGes sobre o estado de salde do paciente e possibilita novas
abordagens para identificar fatores de risco (LUCERO; LINDBERG; FEHLBERG;
BJARNADOTTIR et al., 2019).

Houve um répido crescimento no volume e na diversidade de dados na area da satde. O
uso de aprendizagem de maquina permite a utilizacdo de novas fontes de informacdo, como
dados de registros eletronicos em satde (LUO; PHUNG; TRAN; GUPTA et al., 2016; TRAN;
LUO; PHUNG; HARVEY et al., 2014). Algoritmos de aprendizagem de maquina
supervisionada e ndo supervisionada tém mostrado grande potencial na aquisicdo de
conhecimento a partir de grandes conjuntos de dados. A aprendizagem supervisionada reflete a
capacidade de um algoritmo para generalizar o conhecimento dos dados disponiveis em relacdo
a uma variavel-alvo, para que 0 mesmo possa ser utilizado para prever novos casos (BERRY;
MOHAMED; YAP, 2020).

Aprendizado de maquina é uma area da inteligéncia artificial na qual o sistema obtém
conhecimento automaticamente, sem programacdo explicita (SARAVANAN; SUJATHA,
2018). Refere-se ao desenvolvimento de programas de computador que acessem e detectem
automaticamente padrdes significativos nos dados (OSISANWO; AKINSOLA; AWODELE;
HINMIKAIYE et al., 2017; SARAVANAN; SUJATHA, 2018). Técnicas de aprendizado de
maquina podem ser classificadas em quatro tipos, incluindo aprendizado supervisionado, ndo
supervisionado, semissupervisionado e por reforco. O aprendizado supervisionado foi a técnica
aplicada no presente estudo, descrito nas proximas se¢oes.

O aprendizado supervisionado reflete a capacidade de um algoritmo para generalizar o
conhecimento dos dados disponiveis em relacdo a uma variavel-alvo, para que 0 mesmo possa
ser utilizado para prever novos casos (BERRY; MOHAMED; YAP, 2020). O aprendizado
supervisionado pode ser dividido em problemas de regresséo e classificagédo (SEN; HAJRA,

GHOSH, 2020). Em problemas de classificacdo, a variavel-alvo é categorica. Algoritmos de
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classificacdo sdo os que aprendem a partir de um conjunto de dados de treino e atribuem uma
classe a novos dados (SEN; HAJRA; GHOSH, 2020).

Um modelo de classificacdo pode ser construido seguindo algumas etapas. A primeira
etapa envolve a coleta dos dados e selecéo das varidveis. A segunda etapa engloba a preparacéo
e 0 pré-processamento dos dados. A preparacdo e 0 pré-processamento dos dados incluem a
identificagdo e remocao de outliers, tratamento de dados faltantes, transformacéo e construgéo
de variaveis. A terceira etapa consiste no desenvolvimento (treinamento do modelo), seguida
da avaliacdo nos dados de teste. Nesta etapa, os dados de teste serdo apresentados ao modelo
para que o mesmo faca predi¢cbes. Em classificadores binarios, qualquer probabilidade
determinada pelo modelo maior do que 0.5 seria transformada na classe positiva, entretanto,
esse ponto de corte pode ser alterado para aprimorar a performance do modelo. Se necessario,
os parametros dos modelos serdo ajustados e as etapas anteriores podem ser revisadas
(AYODELE, 2010; SIDEY-GIBBONS; SIDEY-GIBBONS, 2019). O processo para a
aplicacdo de aprendizado de maquina esta descrito na Figura 5 (AYODELE, 2010).
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Figura 5 - Processo de aprendizado de méaquina
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Fonte: (AYODELE, 2010)

O uso de modelos de predicéo baseados em dados tem-se tornado cada vez mais popular.
Estudos prognosticos utilizam uma abordagem multivariada para determinar preditores
importantes para o desfecho estudado (MOONS; ROYSTON; VERGOUWE; GROBBEE et
al., 2009). Existem diversos estudos de desenvolvimento de modelos de predigdo de queda na
literatura (LEE; JIN; PIAO; LEE, 2016; LUCERO; LINDBERG; FEHLBERG,;
BJARNADOTTIR et al., 2019; YOKOTA; OHE, 2016). Os resultados de dois estudos foram
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melhores, quando comparados com a Morse Fall Scale (LEE; JIN; PIAO; LEE, 2016;
LUCERO; LINDBERG; FEHLBERG; BJARNADOTTIR et al., 2019). O modelo de predicéo
realizado em outro estudo ndo superou o resultado de outros modelos (YOKOTA,; OHE, 2016).
Os trés estudos identificados dependem da qualidade do registro nos prontuarios eletrénicos e
a sua generalidade é limitada, considerando que foram avaliados em uma Unica instituicao
(LEE; JIN; PIAO; LEE, 2016; LUCERO; LINDBERG; FEHLBERG; BJARNADOTTIR et al.,
2019; YOKOTA; OHE, 2016). N&o foram identificados estudos voltados para o
desenvolvimento de modelos de predi¢do de queda relacionados ao uso de medicamentos até

entao.
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3 JUSTIFICATIVA

O envelhecimento e o surgimento de variadas doengas tornam as pessoas mais
suscetiveis a usar alguns medicamentos. Diversos estudos identificaram medicamentos
potencialmente inapropriados e outros relacionaram o uso de medicamentos com a ocorréncia
do incidente queda. N& ha um consenso sobre quais realmente instituem esse risco,
principalmente em idosos.

A aplicacdo de escalas ainda exige tempo e interpretacao dos profissionais, sendo mais
um entre os diversos processos que envolvem a assisténcia a saude. O desenvolvimento de
modelos de predi¢cdo por meio do aprendizado de maquina pode trazer informag6es importantes
e uma assisténcia ainda mais qualificada, sem depender da aplicacdo correta de escalas. Nao
foram identificados modelos de predicdo de risco de quedas com base nos medicamentos,
desenvolvidos por meio de algoritmos de aprendizado de maquina.

Este projeto foi desenvolvido em parceria com o Grupo Interdisciplinar de Pesquisa em
Seguranca do Paciente (GIPESP) da Escola de Ciéncias da Saude e da Vida e o Grupo de
Inteligéncia Artificial na Saude (GIAS) da Escola Politécnica, ambos da Pontificia
Universidade Catolica do Rio Grande do Sul, e esta vinculado a um projeto de doutorado do
Programa de Pés-Graduacdo em Ciéncias da Computacdo (PPGCC) da Escola Politécnica da
PUCRS, intitulado “Detecgdo automatica de eventos adversos utilizando processamento de
linguagem natural nos prontudrios eletronicos de um hospital tercidrio”. O GIPESP tem como
objetivo desenvolver pesquisas que contribuam para o conhecimento e evidéncias das
tecnologias e da gestdo do cuidado em saude e suas interfaces com a seguranca do paciente. O
GIAS é um grupo multidisciplinar que desenvolve trabalhos de inteligéncia artificial na satde
com foco na formacédo de pessoas e producado cientifica e tecnoldgica. Desta forma, com este
projeto de pesquisa cria-se uma interface entre os dois Programas de Pos-Graduacgdo, o
Programa de P6s-Graduacdo em Ciéncia da Computacdo e o Programa de Pds-Graduagdo em
Gerontologia Biomédica (PPGGB).

Considerando o Terceiro Desafio Global de Seguranga do Paciente “Medication without
Harm”, a inexisténcia de estudos no ambito quedas e medicamentos com abordagem de
aprendizado de méaquina, a limitagdo relacionada a aplicacdo de escalas na area da saude e as
vantagens oferecidas pelo uso da inteligéncia artificial na saude, constroi-se a justificativa deste

estudo.
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4 OBJETIVOS

4.1 OBJETIVO GERAL

Avaliar o desempenho de modelos de predicdo do risco de quedas relacionado aos

medicamentos prescritos em adultos e idosos hospitalizados por meio de aprendizado de

maquina.

4.2 OBJETIVOS ESPECIFICOS

Especificamente, tem-se 0s seguintes objetivos nesta amostra de adultos e idosos

hospitalizados:

Identificar caracteristicas demogréficas;

Identificar a prevaléncia de quedas;

Identificar os medicamentos e classes medicamentosas prescritos, incluindo a
polifarmacia e hiperpolifarmacia;

Comparar a performance de modelos de aprendizado de maquina com o Medication
Fall Risk Score (MFRS) na predicéo do risco de queda relacionado aos medicamentos
prescritos;

Desenvolver e validar, por meio de algoritmos de aprendizado de maquina, modelos de
predicdo de risco de quedas relacionado aos medicamentos prescritos;

Analisar a capacidade preditiva dos modelos de predicdo de risco de quedas relacionado
aos medicamentos prescritos;

Analisar a performance do modelo de risco de quedas relacionado aos medicamentos
prescritos por subgrupo de adultos e idosos;

Desenvolver e validar, por meio de algoritmos de aprendizado de maquina, um modelo
de predig&o de risco de quedas relacionado aos medicamentos prescritos especifico para
idosos;

Comparar a performance do modelo desenvolvido com base na populacdo e 0 modelo
desenvolvido com base na amostra de idosos;

Verificar quais medicamentos prescritos, classes medicamentosas, polifarméacia e

hiperpolifarmacia apresentam maior importancia no desenvolvimento dos modelos.
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5 QUESTAO DE PESQUISA

Qual o desempenho de modelos de predicdo do risco de quedas relacionado aos medicamentos

prescritos em adultos e idosos hospitalizados, por meio de aprendizado de maquina?
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6 METODO

Este estudo foi relatado conforme as recomendagfes do Transparent reporting of a
multivariable prediction model for individual prognosis or diagnosis (TRIPOD) (COLLINS;
REITSMA; ALTMAN; MOONS, 2015), pois as recomendacdes especificas para modelos
desenvolvidos a partir de aprendizado de méaquina ainda estdo em constru¢cdo (COLLINS;
MOONS, 2019).

6.1 DELINEAMENTO

Estudo de caso-controle vinculado a um projeto de doutorado intitulado “Deteccao
automatica de eventos adversos utilizando processamento de linguagem natural nos prontuarios
eletrénicos de um hospital terciario”, aprovado pelo Comité de Etica em Pesquisa (CAEE:

71571717.7.0000.5530).

6.2 LOCAL

O estudo foi realizado no Hospital Nossa Senhora da Conceicdo, que integra a rede de
hospitais vinculados ao Grupo de Inteligéncia Artificial na Satde, da Escola Politécnica da
PUCRS.

6.3 POPULACAO

A populagdo foi composta por 9.037 pacientes adultos (> 18 anos) e idosos (> 60 anos)
gue estiveram hospitalizados no ano de 2016. No grupo quedas (caso), foram incluidos
pacientes com notificacdo de quedas e prescri¢cdo médica de 48 horas antes da queda. No grupo
ndo quedas (controle), foram incluidos todos os pacientes sem notificacdo de quedas.

6.4 VARIAVEIS EM INVESTIGACAO

Foram investigados a idade, os medicamentos prescritos e as classes medicamentosas.
Alguns medicamentos e classes prescritos com maior frequéncia, tanto no grupo queda, quanto
no grupo ndo queda, podem ter sido prescritos como “se necessario”. A classificacdo do

American Hospital Formulary Service (AHFS) Pharmacologic-Therapeutic Classification
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System (AMERICAN SOCIETY OF HEALTH SYSTEM PHARMACISTS (ASHP), 2019) foi
adotada para atender ao objetivo especifico de comparar a performance de modelos de
aprendizado de maquina com o MFRS, e o sistema de classificacdo Anatomical Therapeutic
Chemical (ATC), da Organizacdo Mundial de Saide (OMS), no terceiro nivel, subgrupo
farmacologico (WHO COLLABORATING CENTRE FOR DRUG STATISTICS
METHODOLOGY, 2020), para atender ao desenvolvimento e validagdo dos modelos de

predicao.

6.5 COLETA DE DADOS

Todas as varidveis foram extraidas de um banco de dados, previamente estabelecido,
proveniente do prontudrio eletrdnico dos pacientes. As quedas foram extraidas do sistema de
notificacdo informatizado da instituicdo. Os medicamentos foram extraidos a partir da
prescricdo médica eletronica. Foram identificados os medicamentos prescritos 48 horas antes
da queda para o grupo gqueda e, para 0 grupo nao queda, foi realizada a média de dias apds a
internacdo em que os participantes do grupo gqueda cairam e foram extraidos os medicamentos

utilizados 48 horas antes desta média.

6.6 ANALISE DOS DADOS

Os dados coletados foram organizados em planilhas do Microsoft Excel 2010 e importados
para o software RStudio, edicdo 1.3.1093, para analise estatistica (R CORE TEAM, 2020;
TEAM, 2020). As quedas foram analisadas como dicotdmicas (Sim e ndo). Foram analisados
0s medicamentos individualmente e pela classe medicamentosa. Foram calculados dados
descritivos com frequéncias absolutas e relativas para variaveis categéricas e medidas de
tendéncia central e variabilidade, para as numéricas. A analise da simetria da distribuigéo foi
realizada pelo teste Kolmogorov-Smirnov.

Foram desenvolvidos modelos voltados para toda a populagéo e especificos para a amostra
de idosos, a fim de comparar a performance dos modelos nesse subgrupo. Foram criados
modelos diferentes para a andlise dos medicamentos e das classes medicamentosas. As
variaveis “até trés medicamentos prescritos”, “polifarmacia” e “hiperpolifarmacia” foram
analisadas com os medicamentos e com as classes medicamentosas. O desenvolvimento e
validacdo dos modelos realizaram-se por meio do pacote caret, versdo 6.0-86 (KUHN, 2020),

para o ajuste dos hiperparametros, e dos pacotes glmnet, verséo 4.1-1 (FRIEDMAN; HASTIE;
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TIBSHIRANI, 2010), naivebayes, versdo 0.9.7 (MAJKA, 2019), randomForest, versédo 4.6-24
(LIAW; WIENER, 2002), e gbm, versio 2.1.8 (GREENWELL; BOEHMKE;
CUNNINGHAM; GBM DEVELOPERS, 2020) para ajuste dos modelos. Para a defini¢do do
melhor ponto de corte foi utilizado o pacote cutpointr, versao 1.1.0 (THIELE, 2020). Seguiram-

Se estas etapas:

6.6.1Preparacao e pré-processamento dos dados

Foram identificados e excluidos sete registros duplicados. Foram excluidos 23 itens da
prescricdo de medicamentos de uso dermatoldgico e cinco itens que ndo eram medicamentos.
Antes da exclusdo, os medicamentos dermatolégicos foram avaliados para verificar a presenca
de algum componente que se configurasse como um fator de risco para queda. Os
medicamentos de uso otoldgico e oftalmoldgico foram mantidos, considerando a possibilidade
de alteragdes no equilibrio e na visdo. A partir das variaveis existentes, foi criada a variavel
com o numero total de medicamentos prescritos por internacdo. A partir dessa variavel, foram
criadas outras trés variaveis binarias, sendo essas a prescri¢cdo de até trés medicamentos,
prescricdo de quatro a nove medicamentos (polifarméacia) e prescricdo de 10 ou mais
medicamentos (hiperpolifarmécia). A OMS define polifarméacia como o uso de quatro ou mais
medicamentos (WORLD HELATH ORGANIZATION, 2019). Ndo hd uma definicdo de
hiperpolifarmacia estabelecida pela OMS, entretanto, uma revisdo sistematica e metanalise
identificou 17 estudos que analisaram hiperpolifarmécia e definiram como o uso de 10 ou mais
medicamentos (PALMER; VILLANI; VETRANO; CHERUBINI et al., 2019).

Duas classificagdes de medicamentos foram adotadas com a finalidade de atender aos
objetivos especificos deste estudo: a classificagdo do American Hospital Formulary Service
(AHFS) Pharmacologic-Therapeutic Classification System para o objetivo de comparar a
performance de modelos de aprendizado de maquina com 0 MFRS (AMERICAN SOCIETY
OF HEALTH SYSTEM PHARMACISTS (ASHP), 2019) e o sistema de classificacdo
Anatomical Therapeutic Chemical (ATC), da OMS, no terceiro nivel, subgrupo farmacoldgico
(WHO COLLABORATING CENTRE FOR DRUG STATISTICS METHODOLOGY, 2020)
para atender ao desenvolvimento e validacdo dos modelos de predicdo. Optou-se pela
classificacdo da OMS por apresentar acesso livre, diferente do sistema de classificacdo do
AHFS. Na classificagdo da OMS, os medicamentos com mais de um cddigo foram classificados
conforme indicagéo de uso na instituicdo. O 6leo mineral é considerado de uso dermatoldgico

na classificacdo da OMS, entretanto, foi classificado como um medicamento para constipacao.
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Os medicamentos e as respectivas classificacdes conforme o ATC, da OMS, no terceiro nivel,
subgrupo farmacoldgico (WHO COLLABORATING CENTRE FOR DRUG STATISTICS
METHODOLOGY, 2020) encontram-se no Apéndice A.

Os medicamentos ndo pertencentes as classes medicamentosas analgésicos,
antipsicoticos, anticonvulsivantes, benzodiazepinicos, anti-hipertensivos, medicamentos
cardiacos, antiarritmicos, antidepressivos e diuréticos foram excluidos para o objetivo
especifico de comparacdo dos modelos de predicdo com base em algoritmos de aprendizado de
méaquina com o Medication Fall Risk Score, pois ndo séo considerados de risco para 0s autores
da ferramenta (BEASLEY; PATATANIAN, 2009). No desenvolvimento dos modelos de
predicdo voltados para o objetivo geral deste estudo, os medicamentos prescritos com
frequéncia relativa menor que 1% foram excluidos. Entre os 239 medicamentos prescritos,
foram excluidos 118 medicamentos e, entre as 96 classes identificadas, 31 foram excluidas.
Optou-se por esse ponto de corte para a exclusdo de varidveis com baixa frequéncia, pois um
dos algoritmos a ser utilizado ndo funciona quando uma varidvel apresenta apenas uma
categoria. Na divisdo dos dados de treino e teste, esse ponto de corte possibilitou o

funcionamento de todos os algoritmos, pois todas as variaveis apresentavam as duas categorias.

6.6.2 Dados de treino e teste

Os dados foram divididos em treino e teste, 80% e 20% respectivamente, para evitar a
superestimacdo da performance dos modelos. Os dados de treino foram utilizados para a criagdo
do modelo, e os dados de teste, para avaliagdo da performance. A divisdo ocorreu
randomicamente, com base no desfecho queda. Na andlise da populacdo, a amostra de treino
foi igual a 7.230 internacOes e a amostra de teste foi de 1.807 internacGes. Na analise dos idosos,
0s dados de treino e teste foram compostos por 3.915 e 953 internagdes, respectivamente. A
divisdo dos dados ocorreu por meio do codigo explicitado na Figura 6. A funcédo set.seed foi
utilizada para garantir que a divisdo serd a mesma, se reproduzida em outra maquina.

Figura 6 - Cadigo para divisdo dos dados em treino e teste

# CRIANDO FILTRO COM DADDS DE TREINOD IGUAIS A 20%
set, seed( 2
filtro <- createDataPartition(y = BANCOIQUEDA, p = 0.8, 1ist = FALSE

# DIVISAD DOS DADOS EM TREIND E TESTE
treino <- BANCO[filtro,]
teste «<- BANCO[-filtro,]

Fonte: dados da pesquisa.
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6.6.3 Algoritmos selecionados

As variaveis foram analisadas nos seguintes algoritmos: Logistic Regression, Naive
Bayes, Random Forest e Gradient Boosting. Foram realizadas andlises diferentes para
medicamentos e classes medicamentosas.

O algoritmo Logistic Regression ¢ um método estatistico baseado na probabilidade
utilizado para problemas de classificacdo. O objetivo é criar uma reta que melhor se ajuste aos
dados. Para que o resultado de saida fique entre zero e 1, é aplicada a funcdo Sigmoide,

matematicamente representada por:

fx) =
Nessa equacdo, e € a constante de Euler e x € o valor para normalizacdo entre zero e 1

(KOBYLARZ; SANTOS; BARLETTA; SILVA et al., 2020).

O algoritmo Naive Bayes é um algoritmo probabilistico, baseado no Teorema de Bayes,

e X

para atribuir um conjunto de dados a uma classe especifica. A formula matemaética é a seguinte:
P(D|H)
P(D)

P(H) é a probabilidade de H acontecer. P(D|H) é a probabilidade de D acontecer, dado
que H ja ocorreu. P(D) é a probabilidade de D ocorrer (ALLOGHANI; AL-JUMEILY;
MUSTAFINA; HUSSAIN et al., 2020).

Os algoritmos Random Forest e Gradient Boosting sdo dois métodos ensemble.

P(H|D) = P(H) *

Métodos ensemble combinam varios algoritmos de aprendizado de maquina para tomar uma
decisdo. A combinacdo de multiplos modelos permite que o erro de um Unico algoritmo seja
compensado pelos outros, tendo como resultado melhor performance em relagéo aos modelos
simples (SAGI; ROKACH, 2018).

O algoritmo Radom Forest constroi varios modelos de arvore de decisdo, cada modelo
vota por uma deciso e a escolha do resultado é de acordo com a maioria dos votos. Arvores de
decisdo classificam objetos conforme o valor das variaveis. Cada né em uma arvore de decisdo
representa uma varidvel e os ramos representam o0s valores que 0 nO pode assumir
(MUHAMMAD; YAN, 2015).

O algoritmo Gradient Boosting também ¢é o resultado de mdltiplas arvores de deciséo,
entretanto, a construcdo de cada arvore depende das &rvores construidas anteriormente. Cada

nova arvore ira aprender com os erros da arvore anterior (MUHAMMAD; YAN, 2015).
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6.6.4 Validacao

A validacao dos algoritmos foi realizada por meio de 10 cross-fold validation. Cross-
validation € um método de reamostragem dos dados para avaliar a capacidade de generalizacdo
de modelos de predicdo e evitar o overfitting (quando o modelo se adapta muito bem aos dados
de treino, mas a performance reduz significativamente na analise de novos dados). Os dados de
treino sdo divididos aleatoriamente em 10 subconjuntos (folds), o modelo é treinado em nove
subconjuntos e testado no remanescente. Esse procedimento se repete até que cada subconjunto
seja utilizado como teste (BERRAR, 2019). A Figura 7 ilustra esse processo.

Figura 7 - Processo de cross-fold validation
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Os codigos utilizados no desenvolvimento de cada modelo encontram-se no Apéndice

6.6.5Avaliacdo dos modelos

O método de maximizacdo da funcdo métrica selecionada como um resumo dos pontos
de corte ideais em cada reamostragem foi utilizado para a determinagdo do melhor ponto de
corte em cada modelo. Nos modelos criados para fins de comparacdo entre aprendizado de
maquina e o0 MFRS, a métrica selecionada foi o indice de Youden, por ter sido a métrica
selecionada no artigo que avaliou 0 MFRS (YAZDANI; HALL, 2017). O indice de Youden é
uma fungéo da sensibilidade e especificidade geralmente utilizada para avaliar a eficacia geral
de um diagnostico (SCHISTERMAN; PERKINS; LIU; BONDELL, 2005; YAZDANI; HALL,
2017). As Figuras 8 e 9 apresentam os codigos utilizados para especificacdo manual do ponto
de corte igual a 6 para 0 MFRS e para a identificacdo do melhor ponto de corte do MFRS, tendo

como métrica o indice de Youden.
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Figura 8 - Codigo utilizado para a especificacdo manual do ponto de corte igual a 6 para o
MFRS

Tibrarvi{cutpointr)

set.seed(34454674)
cutpoint_MFR5_6& «<- cutpointr(testeiMFRS_escore, testeiQUEDA, method = oc_manual,
cutpoint = &, pos_class = "1", neg_class = "0")%=%
add_metric(list(Fl_score, precision, recall, wouden))

Fonte: dados da pesquisa.
Figura 9 - Codigo utilizado para identificacdo do melhor ponto de corte do MFRS, tendo como

métrica o indice de Youden

# cutpointr
library{cutpointr)

cutpoint_MFRS <- cutpointr(testeiMFRS_escore, testefQUEDA,
method = maximize_boot_metric, metric = wouden,
boot_runs = 300, pos_class = "1", neg_class = "0")%=%
add_metric(list(Fl_score, precision, recall))

Fonte: dados da pesquisa.

As Figuras 10, 11, 12 e 13 apresentam os codigos utilizados para determinacdo do
melhor ponto de corte para cada modelo desenvolvido, tendo como métrica o indice de Youden,
Figura 10 - Cdédigo utilizado para identificacdo do melhor ponto de corte para a classificacdo

de risco de queda com o modelo de regressao logistica, tendo como métrica o indice de Youden

# Probabilidades

probpredRL <- predict(RL, teste, tvpe = "prob™)

probpredRL <- probpredRLi™1
# cutpointr
Tibrary(cutpointr)

set.seed(336567)
cutpoint_RL =- cutpointr{teste, probpredRL, QUEDA,method = maximize_boot_metric,
metric = wouden, boot_runs 300,
pos_class = "1", neg_class "0 )%
add_metric(list(Fl_score, precision, recall))

Fonte: dados da pesquisa.
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Figura 11 - Cddigo utilizado para identificacdo do melhor ponto de corte para a classificacdo
de risco de queda com o modelo de Naive Bayes, tendo como métrica o indice de Youden

# Probabilidades

probpredNB <- predict(NB, teste, twvpe = "prob™)

probpreddB <- probpredNBi™1

# cutpointr

Tibrary(cutpointr)

cutpoint_NB =- cutpointr{teste, probpredNB, QUEDA,method = maximize_boot_metric,
metric = yvouden, boot_runs 500,

pDS_E]aSS = II:I--Il |‘IEEI_C1E155 “':'“:l::':\-::
add_metric(1ist(Fl_score, precision, recall))

Fonte: dados da pesquisa
Figura 12 - Cdédigo utilizado para identificacdo do melhor ponto de corte para a classificacdo

de risco de queda com o modelo de Random Forest, tendo como métrica o indice de Youden

# Probabilidades

probpredRF <- predict(RF, teste, twvpe = "prob™)

probpredRF <- probpredRF:"1"

# cutpointr

Tibrary(cutpointr)

cutpoint_RF <- cutpointr{teste, probpredRF, QUEDA,method = maximize_boot_metric,
metric = wouden, boot_runs = 500,

pos_class = "1", neg_class = "0")%=%
add_metric(1ist(Fl_score, precision, recall))

Fonte: dados da pesquisa.
Figura 13 - Cddigo utilizado para identificacdo do melhor ponto de corte para a classificacdo

de risco de queda com o0 modelo de Gradient Boosting, tendo como métrica o indice de Youden

# Probabilidades

probpredGE <- predict(GB, teste, tvpe = "prob™)

probpredGE «<- probpredGBi™1™

# cutpointr

Tibrary{cutpointr)

cutpoint_GB «<- cutpointr(teste, probpredGB,QUEDA, method = maximize_boot_metric,
metric = youden, boot_runs 300,

pos_class = "1", neg_class g 8
add_metric(list(Fl_score, precision, recall))

Fonte: dados da pesquisa.

Nos modelos criados para a populacdo e para o subgrupo de idosos, a métrica
selecionada foi a sens constrain, do pacote cutpointr, que maximiza a sensibilidade dado um
valor minimo de especificidade. Optou-se por essa métrica porque, quanto maior a
sensibilidade, menor a probabilidade de um paciente de risco ser classificado como sem risco.
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A validade preditiva dos modelos foi analisada pela sensibilidade, especificidade, preciséo,
escore F1 e Curva ROC (Receiving Operating Characteristic). A sensibilidade é a proporg¢éo
de verdadeiros positivos, o resultado era positivo e 0 modelo identificou como positivo. A
especificidade € a proporcao de verdadeiros negativos. A curva ROC ilustra a relacdo entre a
sensibilidade e especificidade do modelo. A curva ROC pode ser interpretada por meio do
calculo da &rea sob a curva (AUC). A area sob a curva apresenta a probabilidade de uma amostra
aleatéria ser classificada corretamente por cada modelo (SIDEY-GIBBONS; SIDEY-
GIBBONS, 2019). Um exemplo do cddigo utilizado para identificacdo do melhor ponto de corte
para a classificagdo do risco de quedas com base no modelo Gradient Boosting, para a
populacdo, com as varidveis medicamentos, tendo como métrica a sens contrain, encontram-se
na Figura 14. Para a identificacdo do melhor ponto de corte para os demais modelos, basta
inserir outro modelo.

Figura 14 - Cddigo utilizado para identificacdo do melhor ponto de corte para a classificacdo
do risco de quedas com base no modelo Gradient Boosting, para a populagéo, com as variaveis

medicamentos, tendo como métrica a sens contrain

# Probabilidades

probpredGE <- predict(GB, teste, type = "praoh™)

probpredGE <- probpredGBi™l’

# cutpointr

Tibrary(cutpointr)

cutpoint_GB =- cutpointr(teste,probpredGB, QUEDA, method = maximize_boot_metric,
metric = sens_constrain, boot_runs = 500,

pos_class = "1", neg_class = "0")%=%
add_metric(list(Fl_score, precision, recall, youden)’

Fonte: dados da pesquisa.

6.7 ASPECTOS ETICOS

O projeto foi aprovado pela Comissdo Cientifica da Escola de Medicina da Pontificia
Universidade Catolica do Rio Grande do Sul (ANEXO A) e estd vinculado ao projeto de
doutorado intitulado “Deteccdo automatica de eventos adversos utilizando processamento de
linguagem natural nos prontudrios eletronicos de um hospital tercidrio”, aprovado pelo Comité
de Etica em Pesquisa (CAEE: 71571717.7.0000.5530) (ANEXO B). A privacidade dos dados
foi preservada e as informacdes foram utilizadas Unica e exclusivamente para o presente projeto.
Os riscos com a execucdo deste projeto estdo relacionados com a exposicao de dados sigilosos
do prontuario dos pacientes. No entanto, 0s pesquisadores assinaram o termo de compromisso

com a utilizagdo de dados (ANEXO C), comprometendo-se e responsabilizando-se pelo
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manuseio e guarda das informacgdes, com o objetivo exclusivo da analise proposta e sigilo
absoluto quanto a identificacdo dos pacientes e profissionais envolvidos. Os beneficios
esperados estdo relacionados ao desenvolvimento de um modelo de predicdo que oportunize a
identificacdo precoce do risco de quedas relacionado a medicamentos, minimizando a
ocorréncia deste incidente e contribuindo para o processo de trabalho dos profissionais de

saude.
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7 RESULTADOS

Os resultados serdo apresentados em quatro subseces. A se¢do 7.1 apresenta 0S
resultados relacionados aos objetivos especificos de caracterizacdo da populacdo estudada
quanto as variaveis demogréaficas e as relacionadas a quedas e medicamentos. A secdo 7.2
apresenta os resultados relacionados ao objetivo especifico de comparar a performance de
modelos de aprendizado de maquina com o Medication Fall Risk Score (MFRS) na predi¢do
do risco de queda relacionado aos medicamentos prescritos em adultos e idosos hospitalizados.
A secdo 7.3 apresenta os resultados dos modelos desenvolvidos com base em todos os
medicamentos prescritos e a se¢do 7.4 apresenta um modelo de predicdo de quedas com base

nos medicamentos prescritos para idosos.

7.1 CARACTERIZACAO DA POPULACAO ESTUDADA QUANTO AS VARIAVEIS
IDADE, QUEDAS E MEDICAMENTOS

A populacdo foi composta por 9.037 pacientes adultos e idosos internados no ano de
2016 em um hospital publico de grande porte de Porto Alegre. Desses, 4,9% (n = 442)
compuseram o grupo quedas e 95,1% (n = 8.595), o grupo ndo quedas. As varidveis continuas
(idade e numero de medicamentos prescritos) estdo apresentadas na Tabela 1, por meio da
mediana e amplitude, em funcdo da assimetria da distribuicdo dos dados (Kolmogorov-Smirnov
< 0,001).
Tabela 1 - Caracterizacdo da populacdo total e por grupos quedas e ndo quedas em relacéo a

idade e nimero de medicamentos prescritos. Porto Alegre, 2016. N = 9.037

Quedas N&o quedas Total
Variaveis (n=442) (n =8.595) (N =9.037)
Mediana Amplitude Mediana Amplitude Mediana Amplitude
Idade 65 18 - 90 60 18 - 101 61 18 -101
NUmero de
12 3-24 10 1-26 10 1-26

medicamentos

Fonte: Dados da pesquisa.

Na analise dos medicamentos, conforme o Medication Fall Risk Score (MFRS), os
mesmos foram categorizados em alto risco, médio risco e baixo risco. Entre os medicamentos
de risco, 24 pertenciam a categoria de alto risco, 19 pertenciam a categoria de médio risco, e
trés pertenciam a categoria de baixo risco. A mediana do Medication Fall Risk Score foi de 9

pontos (0-26). A maioria dos pacientes (83,9%) foi classificada como de alto risco para quedas
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conforme o MFRS. No grupo quedas, a mediana do MFRS foi de 10 pontos (2 — 25). A Tabela
2 apresenta as frequéncias absolutas e relativas dos medicamentos considerados no Medication
Fall Risk Score (MFRS) na populacgéo e conforme os grupos quedas e ndo quedas (BEASLEY;
PATATANIAN, 2009).

Tabela 2 - Frequéncias absolutas e relativas dos medicamentos prescritos considerados no
Medication Fall Risk Score na populacdo e conforme os grupos quedas e ndo quedas. Porto
Alegre, 2016. N = 9.037

Quedas  Nao quedas Totzil

Grau de risco Medicamento (n=442) (n=8.595) -

9.037)

n % n % n %

Alto Risco Acido Valproico 14 32 184 21 198 22
Carbamazepina 14 32 165 19 179 20
Clonazepam 115 26,0 870 10,1 985 10,9
Clorpromazina 29 66 305 35 334 37
Clozapina 3 07 12 01 15 0,2
Diazepam 72 16,3 1022 11,9 1094 121
Dipirona 377 853 7363 85,7 7741 85,7
Fenitoina 9 20 145 1,7 155 1,7
Fenobarbital 8 18 105 12 113 13
Fentanila 0 00 265 31 265 29
Flunitrazepam 0O 00 14 102 14 0,2
Gabapentina 6 14 57 07 63 07
Haloperidol 62 140 592 69 654 7.2
Levomepromazina 1 02 23 03 24 03
Metadona 7 16 71 08 78 09
Midazolam 3 07 25 30 259 29
Morfina 165 37,3 2926 34,0 3091 34,2
Olanzapina 6 14 42 05 48 05
Paracetamol Codeina 32 72 714 83 746 83
Paracetamol 188 42,5 3538 41,2 3727 41,2

Petidina Meperidina 0 00 4 0,0 4 0,0
Risperidona 11 25 181 21 192 21




Topiramato
Tramadol
Médio Risco Amiodarona
Amitriptilina
Atenolol
Captopril
Carvedilol
Clonidina
Digoxina
Dobutamina
Doxazosina
Enalapril
Fluoxetina
Hidralazina
Imipramina
Lanatosideo Deslanosideo
Metildopa
Metoprolol
Nitroprussiato de Sédio
Propranolol
Verapamil
Baixo Risco Espironolactona
Furosemida

Hidroclorotiazida

0
13
4
49
16
78
18
35
12
0
18
99
41
24
0
2
1
90
0
11
3
23
89
33

0,0
2,9
0,9
111
3,6
17,6
4,1
7,9
2,7
0,0
4,1
22,4
9,3
5,4
0,0
0,5
0,2
20,4
0,0
2,5
0,7
5,2
20,1
7,5

8
307
128
399
364

1536
267
749
184

231
1538
475
396
26
39
84
1221
17
306
78
280
1429
802

0,1
3,6
1,5
4,6
4,2
17,9
31
8,7
2,1
0,1
2,7
17,9
5,9
4,6
0,3
0,5
1,0
14,2
0,2
3,6
1,5
3,3
16,6
9,3

320
132
448
380
1614
285
784
196

249
1637
516
420
26
41
85
1311
17
317
81
303
1518
835

0,1
3,5
1,5
5,0
4,2
17,9
3,2
8,7
2,2
0,1
2,8
18,1
5,7
4,6
0,3
0,5
0,9
14,5
0,2
3,5
0,9
3,4
16,8
9,2

Fonte: dados da pesquisa.
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Foram analisados 0os medicamentos prescritos conforme grupos e total. A Tabela 3

apresenta as frequéncias absolutas e relativas dos medicamentos mais prescritos (presentes em

até 10% das prescricbes) e das prescricdes com até trés medicamentos, quatro a nove

medicamentos (polifarmacia) e 10 ou mais medicamentos (hiperpolifarmécia).
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Tabela 3 - Frequéncias absolutas e relativas dos medicamentos presentes em até 10% das

prescricdes, prescricdes com até trés medicamentos, polifarméacia e hiperpolifarmécia. Porto

Alegre, 2016. N = 9.037

Quedas N&o quedas Total
Variaveis (N =442) (N = 8.595) (N =9.037)
n % n % N %
Caodigo ATC* - Medicamento
N02BB02 — Dipirona 378 855 7.364 857 7.742 857
AO03FAQ1 — Metoclopramida 380 86,0 7.203 838 7.583 839
BO1ABO01 — Heparina 319 72,2 6247 72,7 6.566 72,7
A02BCO01 — Omeprazol 226 51,1 4030 46,9 4.256 47,1
NO2BEOQ1 — Paracetamol 189 42,8 3538 41,2 3727 41,2
A10ABOL1 - Insulina humana regular 217 49,1 3480 405 3.697 40,9
BO5BAO03 — Glicose 216 48,9 3471 40,4 3.687 40,8
NO02AAQ1 — Morfina 165 37,3 2926 34,0 3.091 34,2
B01ACO06 — Acido acetilsalicilico 159 36,0 2252 26,2 2411 26,7
BO5XAO03 — Cloreto de sodio 117 26,5 1722 20,0 1839 204
A04AA01 — Ondansetrona 83 18,8 1719 20,0 1.802 199
C10AAO03 — Pravastatina 110 249 1632 19,0 1.742 193
C09AA02 — Enalapril 99 224 1538 179 1637 181
C09AA01 — Captopril 78 17,7 1536 179 1614 179
C03CAO01 — Furosemida 89 20,1 1429 16,6 1518 16,8
C07AB02 — Metoprolol 90 204 1221 142 1311 145
JO1CRO5 — Piperacilina Tazobactam - - 1204 14,0 1.247 138
A10ACO1 — Insulina humana NPH 66 149 1089 12,7 1155 128
AOBBBO_l — Hioscina butilbrometo de i i 1081 126 1112 123
escopolamina
NO5BAO1 — Diazepam 72 16,3 1022 119 1094 121
AO06AD11 — Lactulose 65 14,7 1020 119 1.085 12,0
CO08CAO01 — Anlodipino 62 140 1010 118 1072 119
C10AAOQ5 — Atorvastatina 70 158 979 11,4 1049 116
NO3AEO01 - Clonazepam 115 26,0 870 10,1 985 10,9
NO5ADO1 — Haloperidol 62 14,0 - - - -
NO6AAQ9 — Amitriptilina 49 11,1 - - - -
RO5DA04 — Codeina 49 111 - - - -
Numero de medicamentos prescritos
Até 3 medicamentos 1 0,2 92 1,1 93 1,0
Polifarmacia (4 a 9 medicamentos) 130 29,4 3827 445 3957 438
Hiperpolifarmacia (> 10 medicamentos) 311 70,4 4676 544 4987 5572

* Anatomic Therapeutic Chemical (ATC).
Fonte: Dados da pesquisa.

A Tabela 4 apresenta as frequéncias absolutas e relativas das classes medicamentosas

mais frequentes (presentes em até 10% das prescrigdes).
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Tabela 4 - Frequéncias absolutas e relativas das classes medicamentosas presentes em até 10%

das prescricoes. Porto Alegre, 2016. N=9.073

S . Quedas Né&o quedas Total
CasasS;slfrﬁgg?coaﬁzriosas (N =442) (N=8595) (N=9.037)
n % n % N %

NO2B — Other analgesics and antipyretics 424 959 8363 97,3 8787 97,2
AO3F — Propulsives 382 864 7227 84,1 7609 84,2
BO1A — Antithrombotic agents 380 860 7002 815 7382 817
BO5X — L.V. solution additives 274 62,0 4468 52,0 4742 525
A02B — Drugs for peptic ulcer and gastro- 245 554 4442 517 4687 519
oesophageal reflux disease (gord)
NO2A — Opioids 187 42,3 3590 41,8 3777 418
A10A — Insulins and analogues 218 49,3 3519 40,9 3737 414
C09A — ACE inhibitors, plain 170 385 2913 339 3083 34,1
C10A — Lipid modifying agents, plain 180 40,7 2623 30,5 2803 31,0
CO7A — Beta blocking agents 134 30,3 2154 25,1 2288 25,3
JOlQ - _Beta—lactam antibacterials, 84 100 2104 245 2188 24.2
penicillins
AO06A — Drugs for constipation 99 224 1897 22,1 1996 22,1
AO04A — Antiemetics and antinauseants 83 18,8 1719 20,0 1802 19,9
NO3A — Antiepileptics 154 348 1373 16,0 1527 16,9
C03C — High-ceiling diuretics 89 20,1 1429 16,6 1518 16,8
JO1D — Other beta-lactam antibacterials - - 1287 15,0 1343 149
;glzr;b\ — Corticosteroids for systemic use, 74 167 1237 144 1311 145
C08C - Se!ectlve_ calcium channel 66 149 1187 138 1253 139
blockers with mainly vascular effects
AO03B — Belladona and derivates, plain - - 1088 12,7 1119 124
NO5B — Anxiolytics 72 16,3 1022 11,9 1094 121
NO5A — Antipsychotics 91 206 963 112 1054 117
JO1X — Other antibacterials 56 12,7 966 11,2 1022 11,3
NOGA — Antidepressants 78 17,7 - - 905 10,0
C_OlD — Vasodilators used in cardiac 58 13.1 i i i i
diseases
RO5D — Cough suppressants, excl. 49 111 i i i i
combinations with expectorants '
RO6A - Antihistamines for systemic use 47 10,6 - - - -

* Anatomic Therapeutic Chemical (ATC).
Fonte: Dados da pesquisa.

As variaveis também foram analisadas em um subconjunto de dados somente com

idosos (idade > 60 anos). Pertenciam a faixa etaria de 60 anos ou mais, aproximadamente,

52,8% (n = 4.768) dos pacientes. Entre os caidores, 64,9% (n = 287) eram idosos. A amostra

de idosos abrangeu 4.768 pacientes, sendo 6% (n = 287) do grupo quedas e 94% (n = 4.481) do

grupo nao quedas. As variaveis idade e nimero de medicamentos prescritos estdo apresentadas

na Tabela 5, por meio da mediana e amplitude, em funcdo da assimetria da distribuicdo dos

dados (Kolmogorov-Smirnov < 0,005).
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Tabela 5 - Caracterizacdo da amostra de idosos total e por grupos quedas e ndo quedas em

relacdo a idade e nmero de medicamentos prescritos. Porto Alegre, 2016. n = 4.768

Quedas N&o quedas Total
Variaveis (n=287) (n=4.481) (n=4.768)
Mediana Amplitude Mediana Amplitude Mediana Amplitude
Idade 71 60 - 90 71 60 - 101 71 60 - 101
Numero de 12 3-24 11 2-26 11 2-26

medicamentos

Fonte: Dados da pesquisa.

A Tabela 6 apresenta as frequéncias absolutas e relativas dos medicamentos mais

prescritos para os pacientes idosos (presentes em até 10% das prescrices) e das prescrigdes

com até trés medicamentos, quatro a nove medicamentos (polifarmacia) e acima de 10

medicamentos (hiperpolifarmacia).

Tabela 6 - Frequéncias absolutas e relativas dos medicamentos presentes em até 10% das

prescricdes dos pacientes idosos, prescricbes com até trés medicamentos, polifarmacia e

hiperpolifarmécia. Porto Alegre, 2016. n = 4.768

Quedas N&o quedas Total
Variaveis (n=287) (n=4.481) (n =4.768)
n % n % n %
Codigo ATC* - Medicamento

N02BB02 — Dipirona 202 70,4 3848 859 4093 85,8
AO03FA01 — Metoclopramida 201 70,0 3794 84,7 4036 84,7
BO1ABO01 — Heparina 174 60,6 3528 78,7 3738 78,4
A02BCO01 — Omeprazol 135 47,0 2358 52,6 2521 52,9
A10ABOL1 - Insulina humana regular 134 46,7 2321 51,8 2480 52,0
BO5X — Glicose 117 40,8 2204 49,2 2351 49,3
NO2BEO1 — Paracetamol 102 355 1716 38,3 1839 38,6
BO1ACO6 - Acido acetilsalicilico 111 38,7 1667 37,2 1801 37,8
NO02AAQ1 — Morfina 89 31,0 1469 32,8 1576 33,1
C10AAO03 — Pravastatina 83 289 1239 27,7 1332 27,9
C09AA02 — Enalapril 71 24,7 1070 239 1153 24,2
C03CAO01 — Furosemida 57 199 991 22,1 1057 22,2
BO5XAO03 - Cloreto de sodio 56 195 952 21,3 1023 21,5
C07AB02 — Metoprolol 70 244 924 20,6 1006 21,1
C09AA01 — Captopril 50 174 920 20,5 981 20,6
A04AA01 — Ondansetrona 35 122 816 182 864 18,1
C10AAOQ5 — Atorvastatina 52 18,1 736 16,4 798 16,7
A10ACO01 - Insulina humana NPH 50 174 708 158 762 16,0
CO08CAO01 — Anlodipino 43 150 682 152 733 154
JO1CRO5 - Piperacilina Tazobactam - - 700 156 722 15,1
AO06AD11 — Lactulose 35 12,2 584 13,0 622 13,1
C03AAO03 — Hidroclorotiazida - - 559 12,5 582 12,2
CO09CAO01 — Losartan - - 533 119 554 11,6
NO5BAO1 — Diazepam 30 105 485 10,8 526 11,0
NO3AEOQL — Clonazepam 68 23,7 - - 511 10,7
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C02ACO01 — Clonidina - - 460 10,3 486 10,2
NO5ADO01 — Haloperidol 34 119 - - - -

RO5DA04 — Codeina 32 112 - - - -
Numero de medicamentos prescritos

Até 3 medicamentos 1 0,4 19 0,4 20 0,4

Polifarmacia (4 a 9 medicamentos) 72 251 1595 356 1.667 35,0

Hiperpolifarmacia (> 10 medicamentos) 214 74,6 2.867 64,0 3.081 64,6

* Anatomic Therapeutic Chemical (ATC).
Fonte: Dados da pesquisa.

A Tabela 7 apresenta as frequéncias absolutas e relativas das classes medicamentosas
mais frequentes (presentes em até 10% das prescri¢des) nas prescri¢cdes dos pacientes idosos.
Tabela 7 - Frequéncias absolutas e relativas das classes medicamentosas presentes em até 10%

das prescricdes dos pacientes idosos. Porto Alegre, 2016. n = 4.768

e * Quedas N&o quedas Total
Cg;?;frﬁgg?gaﬁgriosas (n =287) (n=4.481) (n =4.768)
n % n % N %

NO2B — Other analgesics and antipyretics 225 784 4374 97,6 4646 974
BO1A — Antithrombotic agents 218 76,0 4003 89,3 4266 89,5
AO3F — Propulsives 202 70,4 3806 84,9 4049 849
BO5X — L.V. solution additives 138 48,1 2681 59,8 2858 59,9
A02B — Durgs for peptic ulcer and gastro- 142 495 258 58 2760 57.9
oesophageal reflux disease (gord)
A10A — Insulins and analogues 134 46,7 2340 52,2 2500 524
C10A — Lipid modifying agents, plain 135 47,0 1980 44,2 2135 448
CO09A — ACE inhibitors, plain 116 40,4 1890 42,2 2029 42,6
NO2A — Opioids 97 33,8 1790 40,0 1907 40,0
CO7A — Beta blocking agents 96 335 1542 344 1656 34,7
JOlQ - _Beta-lactam antibacterials, 45 157 116 26 1230 258
penicillins
AO06A — Drugs for constipation 52 18,1 1053 235 1114 234
C03C — High-ceiling diuretics 57 199 991 22,1 1057 22,2
AO4A — Antiemetics and antinauseants 35 122 816 182 864 181
C08C - Se!ectlve_ calcium channel 45 157 739 165 794 167
blockers with mainly vascular effects
JO1D — Other beta-lactam antibacterials 32 11,2 702 157 743 156
NO3A — Antiepileptics 84 29,3 640 143 735 154
FI;II(;IZ;]A — Corticosteroids for systemic use, 33 115 681 152 719 151
CO03A — Low Ceiling Diuretics Thiazides - - 559 125 582 122
JO1X — Other antibacterials 31 10,8 530 11,8 566 11,9
C09C — Angiotensin 11 Receptor Blockers
(ARBS), plain - - 533 119 554 116
NO5A — Antipsychotics 49 17,1 484 10,8 541 114
NO5B — Anxiolytics 30 105 485 10,8 526 11,0

C01D - Vasodilators used in cardiac
diseases

C02A — Antiadrenergic Agents Centrally
Acting

40 139 467 104 519 109

- 463 10,3 490 10,3
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NO6A — Antidepressants 40 13,9 - - - -
RO5D — Cough suppressants, excl.

. - 32 11,2 - - - -
combinations with expectorants

* Anatomic Therapeutic Chemical (ATC).
Fonte: Dados da pesquisa.

7.2 COMPARACAO DA PERFORMANCE DE MODELOS DE APRENDIZADO DE
MAQUINA E O MEDICATION FALL RISK SCORE (MFRS)

Os quatro algoritmos foram treinados e, quando testados, 0 modelo que apresentou
melhor performance foi 0 Naive Bayes. Os modelos baseados nho MFRS foram gerados com o
ponto de corte 6, recomendado pelos autores (BEASLEY; PATATANIAN, 2009), e 11, o
melhor ponto de corte para a maximizagdo do indice de Youden. Os resultados relacionados
aos modelos sdo apresentados na Tabela 8 e na Figura 15. A Tabela 8 apresenta as métricas
para andlise da performance do modelo, conforme o indice de Youden, AUC, sensibilidade e
especificidade, e a Figura 15 apresenta as curvas ROC dos modelos gerados a partir dos
algoritmos e do MFRS.

Tabela 8 - Area sob a curva (AUC), indice de Youden, sensibilidade e especificidade dos
modelos de aprendizado de maquina e do MFRS com os dois pontos de corte aplicados. Porto
Alegre, 2016. n =1.807

Modelo Youden AUC Precisdo Sensibilidade Especificidade

Logistic Regression 0,267 0,666 0,104 0,477 0,789
Naive Bayes 0,274 0,678 0,097 0,523 0,752
Random Forest 0,196 0,607 0,108 0,341 0,855
Gradient Boosting 0,260 0,656 0,091 0,534 0,726
Medication Fall Risk Score -

0,218 0,603 0,080 0,534 0,684
MFRS (ponto de corte = 11)
Medication Fall Risk Score -

0,045 0,603 0,051 0,886 0,159

MFRS (ponto de corte = 6)

Fonte: Dados da pesquisa.
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Figura 15 - Curvas ROC dos modelos gerados a partir dos algoritmos e do MFRS. Porto Alegre,
2016. n =1.807
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Fonte: dados da pesquisa.
O Apéndice C apresenta o artigo submetido relacionado aos resultados apresentados

nesta secdo. O Anexo D apresenta a confirmacdo de submissdo do artigo para uma revista

cientifica.

7.3 MODELOS DE PREDICAO DE QUEDAS COM BASE NOS MEDICAMENTOS E
CLASSES PRESCRITOS PARA ADULTOS E IDOSOS HOSPITALIZADOS

Os resultados sé@o apresentados na Tabela 9 e nas Figuras 16 e 17. A Tabela 10 apresenta
as métricas escore F1, AUC, sensibilidade e especificidade. A Figura 16 apresenta as curvas
ROC dos modelos de predigdo com base nos medicamentos, e a Figura 17 apresenta as curvas
ROC dos modelos de predi¢cdo com base nas classes medicamentosas.

Tabela 9 - Escore F1, AUC, sensibilidade e especificidade dos modelos de predicéo de risco de

quedas com base nos medicamentos e classes medicamentosas. Porto Alegre, 2016. n = 1.807

Modelo F1  AUC Precisdo Sensibilidade Especificidade
Modelos medicamentos
Logistic Regression 0,121 0,660 0.067 0,671 0,520
Naive Bayes 0,120 0,647 0.066 0,659 0,524

Random Forest 0,129 0,657 0.071 0,682 0,543



Gradient Boosting

Modelos

medicamentosas

classes

Logistic Regression

Naive Bayes
Random Forest

Gradient Boosting

0,124

0,130
0,121
0,130
0,130

0,675 0.068
0,677 0.071
0,640 0.066
0,674 0.072
0,682 0.071

0,682

0,739
0,682
0,705
0,727

0,522

0,505
0,509
0,533
0,515
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Fonte: dados da pesquisa.

Figura 16 - Curvas ROC dos modelos

de predicdo do risco de queda com base nos

medicamentos. Porto Alegre, 2016. n = 1.807
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0.004

Fonte: dados da pesquisa.
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Figura 17 - Curvas ROC dos modelos de predi¢do do risco de queda com base nas classes

medicamentosas. Porto Alegre, 2016. n = 1.807
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Fonte: dados da pesquisa.
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As Tabelas 10 e 11 apresentam a importancia relativa (IR) das principais variaveis (IR

> 15%) conforme os modelos que apresentaram melhor performance na analise dos

medicamentos e das classes medicamentosas. A importancia relativa de todos os medicamentos

e de todas as classes é apresentada nos Apéndices D e E.

Tabela 10 - Importancia relativa (IR) das variaveis medicamentos, até trés medicamentos

prescritos, polifarméacia e hiperpolifarméacia para a populacdo, conforme o modelo Gradient

Boosting

Variavel Importancia Relativa
Clonazepam 100
Alopurinol 56,6
Fluoxetina 45,3
Amitriptilina 44,9
Haloperidol 38,3
Risperidona 36,7
Ipratropio 34,2
Doxazosina 334
Acido Acetilsalicilico 26,2
Prometazina 25,2



Poliestirenossulfonato de Célcio
Hiperpolifarmacia

Insulina Humana Regular
Loperamida

Albendazol

Carbamazepina

Tiamina Vitamina B1

Acido Folinico

Tenofovir Lamivudina

Hidrocortizona

24,3
24,2
23
22,9
21,9
21,3
20,4
19,2
16,4
15,3

Fonte: dados da pesquisa

54

Tabela 11 - Importancia relativa (IR) das variaveis classes medicamentosas, até trés

medicamentos, polifarméacia e hiperpolifarmacia para a populacdo, conforme o modelo

Gradient Boosting

Variavel

Importéncia Relativa

Antiepileptics

Antigout preparations

Antipsychotics

Antidepressants

Antipropulsives

Lipid modifying agents, plain
Antiadrenergic agents, peripherally acting
All other therapeutic products

Insulins and analogues

Hiperpolifarmacia

I.V. solutions

Beta blocking agents

Beta-lactam antibacterials, penicillins
Macrolides, lincosamides and streptogramins
Direct acting antivirals

Vasodilators used in cardiac diseases

Ace inhibitors, plain

Other plain vitamin preparations

100
72,4
58,3
52,5
39,2
31,7
29,6
27,1
25,4
24,6
24,3
23,7
21,9
21,9
20,6
20,4
17,1
17
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Antihistamines for systemic use 16,2
Potassium-sparing agents 15,9
Polifarmécia 15

Fonte: dados da pesquisa
Os subgrupos adultos (idade < 60 anos) e idosos (idade > 60 anos) foram analisados no

modelo desenvolvido por meio do algoritmo Gradient Boosting, com base nas classes
medicamentosas, por ter apresentado melhor performance. Os resultados por subgrupo séo
apresentados na Tabela 12 e na Figura 18.

Tabela 12 - Escore F1, AUC, sensibilidade e especificidade por subgrupo do modelo de
predicdo do risco de queda desenvolvido por meio do algoritmo Gradient Boosting, com base

nas classes medicamentosas. Porto Alegre, 2016. n = 1.807

Subgrupo F1  AUC Precisdo Sensibilidade Especificidade
Adultos  0.114 0.743 0.062 0.750 0.561
Idosos 0.151 0.644 0.085 0.696 0.525

Fonte: dados da pesquisa.
Figura 18 - Curvas ROC do modelo de predi¢do do risco de queda desenvolvido por meio do

algoritmo Gradient Boosting, com base nos medicamentos. Porto Alegre, 2016. n = 1.807

1.004

Sensibilidade

Subgrupo

Adultos
— Idosos

Especuiﬁgidade
Fonte: dados da pesquisa.
O melhor modelo apresentou uma queda na performance quando aplicado ao subgrupo

de idosos. Portanto, optou-se por desenvolver um modelo especifico para essa amostra.
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7.4 MODELO DE PREDICAO DE QUEDAS COM BASE NOS MEDICAMENTOS

PRESCRITOS PARA IDOSOS HOSPITALIZADOS

Os resultados relacionados aos modelos desenvolvidos para 0s idosos sdo apresentados

na Tabela 13 e nas Figuras 19 e 20. A Tabela 13 apresenta as métricas escore F1, AUC,

sensibilidade e especificidade. A Figura 19 apresenta as curvas ROC dos modelos de predi¢do

com base nos medicamentos, e a Figura 20 apresenta as curvas ROC dos modelos de predigédo

com base nas classes medicamentosas.

Tabela 13 - Escore F1, AUC, sensibilidade e especificidade dos modelos de predigédo de risco

de quedas para idosos com base nos medicamentos e classes medicamentosas. Porto Alegre,

AUC Precisdo Sensibilidade Especificidade

2016. n =953

Modelo F1

Modelos medicamentos
Logistic Regression 0,171
Naive Bayes 0,163
Random Forest 0,169
Gradient Boosting 0,184

Modelos classes

medicamentosas

Logistic Regression 0,169
Naive Bayes 0,152
Random Forest 0,150
Gradient Boosting 0,163

0,726
0,698
0,684
0,736

0,716
0,689
0,664
0,703

0,096
0,092
0,095
0,103

0,094
0,085
0,085
0,092

0,790
0,754
0,754
0,860

0,790
0,702
0,667
0,737

0,527
0,523
0,555
0,522

0,518
0,520
0,541
0,537

Fonte: dados da pesquisa.
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Figura 19 - Curvas ROC dos modelos de predi¢éo do risco de queda para idosos com base nos

medicamentos. Porto Alegre, 2016. n = 953
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Sensibilidade
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Fonte: dados da pesquisa.
Figura 20 - Curvas ROC dos modelos de predicdo do risco de queda para idosos com base nas

classes medicamentosas. Porto Alegre, 2016. n = 953
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Fonte: dados da pesquisa.
As Tabelas 14 e 15 apresentam a importancia relativa (IR) das principais varidveis (IR

> 15%) conforme os modelos dos idosos que apresentaram melhor performance na analise dos
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medicamentos e das classes medicamentosas. A importancia relativa de todos os medicamentos

e de todas as classes é apresentada nos Apéndices F e G.

Tabela 14 - Importancia relativa (IR) das varidveis medicamentos, até trés medicamentos

prescritos, polifarmacia e hiperpolifarmacia para a amostra de idosos, conforme o modelo

Gradient Boosting

Medicamento

Importancia Relativa

Clonazepam
Haloperidol
Varfarina

Fluoxetina
Anlodipino
Alopurinol

Enalapril

Isossorbida Dinitrato
Amitriptilina
Heparina

Morfina

Paracetamol

Cloreto de sadio
Glicose

Acido Acetilsalicilico
Cloreto de Sodio
Omeprazol

Tiamina Vitamina B1
Metoprolol
Doxazosina

Insulina Humana NPH
Captopril

Furosemida
Loperamida

Sulfato Ferroso
Glicose e Cloreto de Sodio

Amoxicilina Clavulanato

100,0
61,9
57,1
48,7
46,2
43,6
42,9
39,6
38,0
36,7
36,4
36,1
35,6
31,9
30,4
30,1
29,3
29,1
28,1
27,7
26,7
25,8
25,8
25,0
23,9
23,7
23,6



Pravastatina
Hidroclorotiazida
Diazepam

Acido Fdlico

Insulina Humana Regular
Prometazina

Codeina

Enoxaparina
Piperacilina Tazobactam
Atorvastina

Lactulose

Polimixina B

Ondansetrona

23,6
23,5
22,8
22,2
21,4
20,8
20,0
19,2
18,0
17,9
17,0
16,8
15,7

Fonte: dados da pesquisa
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Tabela 15 - Importancia relativa (IR) das varidveis classes medicamentosas, até trés

medicamentos prescritos, polifarmacia e hiperpolifarmacia para a amostra de idosos, conforme

0 modelo Logistic Regression

Variaveis

Importancia Relativa

Hypnotics and sedatives

Antiepileptics

Antigout preparations

Sulfonamides and trimethoprim

Iron preparations

Other analgesics and antipyretics
Antipropulsives

Cardiac stimulants excl. Cardiac glycosides
Antipsychotics

Vasodilators used in cardiac diseases
Antidepressants

Calcium

Angiotensin Il receptor blockers (arbs), plain
Macrolides, lincosamides and streptogramins
Potassium-sparing agents

100,0
96,2
92,2
81,1
79,4
64,9
60,2
49,9
48,0
41,6
36,3
33,1
32,3
30,9
29,9



Other drugs for obstructive airway diseases, inhalants

Vitamin B1, plain and in combination with vitamin B6 and B12
Thyroid preparations

Vitamin B-complex, incl. Combinations

Low-ceiling diuretics, thiazides

Cough suppressants, excl. Combinations with expectorants
Anticholinergic agents

Antithrombotic agents

Antihistamines for systemic use

Beta-lactam antibacterials, penicillins

29,0
27,5
26,7
25,0
24,6
23,3
22,6
19,9
18,6
15,1

Fonte: dados da pesquisa

60
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8 DISCUSSAO

A maioria da populacdo pertencia a faixa etaria de 60 anos ou mais. Esses resultados
vao ao encontro do crescente envelhecimento populacional evidenciado pela OMS (WORLD
HEALTH ORGANIZATION, 2018a) e pelo Instituto Brasileiro de Geografia e Estatistica
(IBGE) (INSTITUTO BRASILEIRO DE GEOGRAFIA E ESTATISTICA, 2021). A mediana
da idade no grupo queda foi maior em relacao ao grupo nao queda. Outros estudos encontraram
resultados semelhantes (DE GROOT; AL-FATTAL; SANDVEN, 2020; DE SOUZA;
MAESTRI; ROHSIG; LORENZINI et al., 2019; SATO; HASE; OSAKA; SAIRYO et al.,
2018). Outro estudo, assim como a presente investigacdo, identificou a mediana de 9 pontos
na populacdo, conforme o Medication Fall Risk Score (YAZDANI; HALL, 2017). Da mesma
forma, a mediana entre os caidores foi maior em relacdo aos nao caidores (YAZDANI; HALL,
2017).

Alguns medicamentos e classes prescritos com maior frequéncia, tanto no grupo queda,
quanto no grupo ndo queda, podem ser prescritos como “‘se necessario”. Portanto, a andlise
relacionada a esses medicamentos deve ser cautelosa. A polifarmacia e a hiperpolifarméacia
foram identificadas frequentemente. Um estudo de caso-controle identificou polifarmécia
(cinco ou mais medicamentos em uso) em 85% dos participantes que tiveram queda e em 80%
dos participantes que ndo cairam (NAJAFPOUR; GODARZI; ARAB; YASERI, 2019).

No grupo quedas, 64,9% dos participantes eram idosos. A polifarmacia foi identificada
frequentemente, nos idosos caidores, e o percentual de idosos caidores com 10 ou mais
medicamentos prescritos foi ainda maior. A polifarmacia revelou-se comum em idosos em
outros dois estudos, apesar de os autores adotarem defini¢des diferentes, como o0 uso de cinco
ou mais e 10 ou mais medicamentos (SGANGA; VETRANO; VOLPATO; CHERUBINI et al.,
2014; VETRANO; LANDI; DE BUYSER; CARFI et al., 2014).

O uso do Medication Fall Risk Score resultou em uma area sob a curva ROC de 0.603.
Utilizando o ponto de corte de 6 pontos, especificado pelos autores do escore, o indice de
Youden resultou em 0.045, chegando ao maximo de 0.218 com o valor do ponto de corte igual
a 11. Estudo que avaliou a validade preditiva do MFRS identificou o indice de Youden igual a
0.156, quando o ponto de corte foi o definido pelos autores do escore (YAZDANI; HALL,
2017). No presente estudo, o0 melhor ponto de corte para maximizacao do indice de Youden
também foi de 11 pontos, aumentando essa métrica para 0.259.

O Medication Fall Risk Score, apesar de apresentar baixa capacidade discriminatoria,

foi desenvolvido com o objetivo de ser um complemento a outras formas de avalia¢do do risco
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de quedas (YAZDANI; HALL, 2017). Quando aplicado em conjunto com a Morse Fall Scale
(escala de avaliacdo do risco de queda), apresentou melhor performance em relacéo ao uso da
Morse Fall Scale individualmente. O MFRS, entretanto, é limitado a algumas classes
medicamentosas. Relaxantes musculares, quimioterapicos, insulina e medicamentos
oftalmoldgicos, identificados como fatores de risco em outros estudos, ndo sdo incluidos
(INSTITUTO PARA PRATICAS SEGURAS NO USO DE MEDICAMENTOS, 2017a;
MALY; DOSEDEL; KUBENA; MALA-LADOVA et al., 2020; NAJAFPOUR; GODARZI;
ARAB; YASERI, 2019; O’NEIL; KRAUSS; BETTALE; KESSELS et al., 2018).

Quando os mesmos medicamentos aplicados para calculo do MFRS foram analisados
nos quatro algoritmos de aprendizado de maquina, o que apresentou melhor performance foi o
modelo desenvolvido por meio do algoritmo Naive Bayes. A area sob a curva ROC foi 0.678 e
o indice de Youden alcancado foi 0.274, superando os respectivos escores de 0.603 e 0.218. O
resultado do algoritmo Naive Bayes apresentando melhor performance em relacdo aos dois
métodos enemble surpreendeu os autores. Geralmente métodos ensemble apresentam melhor
performance preditiva (SAGI; ROKACH, 2018).

InstituicOes diferentes podem receber populacdes com caracteristicas diferentes.
Ferramentas de predicdo de risco generalizaveis podem ndo funcionar apropriadamente, por
ndo atenderem as individualidades de cada instituicdo (YU; FAROOQ; VAN ESBROECK;
FUNG et al., 2015). O presente estudo comprovou que, na populacdo estudada, um modelo
construido a partir de um conjunto de dados de um hospital especifico apresenta resultados
melhores em relacdo a uma ferramenta generalizavel. Dois estudos desenvolveram modelos de
predicdo de risco de readmissao hospitalar e realizaram analise comparativa com um método
amplamente utilizado para calcular o risco de readmissao. Ambos identificaram que os modelos
desenvolvidos apresentaram melhor performance (TUKPAH; CAWI; WOLF; NEHORAI et
al., 2021; YU; FAROOQ); VAN ESBROECK; FUNG et al., 2015).

Ferramentas como o Medication Fall Risk Score séo restritas a algumas variaveis,
considerando que os proprios profissionais da salde devem avaliar e calcular o escore
(OBERMEYER; EMANUEL, 2016). O crescimento do volume de dados presente em
prontuérios eletrénicos permite que os modelos considerem maior nimero de variaveis
preditoras. Alem disso, o preenchimento dessas ferramentas exige tempo e dedicacdo desses
profissionais, que poderiam ser aplicados na assisténcia.

Atendendo o objetivo principal deste estudo, foram desenvolvidos modelos incluindo
variaveis adicionais as utilizadas no Medication Fall Risk Score. Destacaram-se 0s modelos

construidos a partir do algoritmo Gradient Boosting, tanto com 0s medicamentos como
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variaveis, quanto com as classes medicamentosas. A importancia relativa das variaveis foi
analisada, entretanto, ndo € possivel concluir quais medicamentos e classes se relacionam com
os desfechos queda e ndo queda. Medicamentos como tramadol, fenitoina, atenolol, carvedilol
e furosemida ndo tiveram importancia no modelo desenvolvido, apesar de pertencerem a classes
medicamentosas consideradas de risco por outros estudos (DE VRIES; SEPPALA; DAAMS;
VAN DE GLIND et al., 2018; SEPPALA; VAN DER VELDE; MASUD; BLAIN et al., 2019;
SEPPALA, LOTTA J.; WERMELINK, ANNE M. A. T., DE VRIES, MAX;
PLOEGMAKERS, KIMBERLEY J. et al., 2018). A frequéncia com gue esses medicamentos
foram prescritos pode ter influenciado esse resultado.

Os dois modelos foram aplicados nos subgrupos adultos e idosos, apresentando
diminuicdo da performance nos idosos. Esperava-se que os modelos apresentassem melhor
performance nos idosos, por constituirem mais da metade da populacdo e a maioria entre 0s
participantes do grupo queda, além do maior nimero de medicamentos prescritos. No entanto,
as quedas, por sua caracteristica multifatorial, e 0 envelhecimento, por agregar também varios
outros fatores, podem vir acompanhados de diversos fatores de risco (SOCIEDADE
BRASILEIRA DE GERONTOLOGIA E GERONTOLOGIA, 2008; WORLD HEALTH
ORGANIZATION, 2007; 2018a). Considerando que os melhores modelos apresentaram
reducdo da performance nos idosos, optou-se por desenvolver modelos especificos para essa
amostra.

Na amostra de idosos, 0 modelo que apresentou melhor performance foi o de Logistic
Regression e incluia as variaveis medicamentos, até trés medicamentos prescritos, polifarméacia
e hiperpolifarmacia. A performance desse modelo superou 0 melhor modelo desenvolvido para
a populacdo na amostra de idosos. Neste modelo, alguns medicamentos e classes
medicamentosas tidos como de risco para queda também ndo foram considerados.

Modelos de predicdo de risco de queda foram desenvolvidos por meio de aprendizado
de maquina (LEE; JIN; PIAO; LEE, 2016; LUCERO; LINDBERG; FEHLBERG;
BJARNADOTTIR et al., 2019; YOKOTA,; OHE, 2016). Entretanto, esses modelos dependem
da qualidade dos registros eletronicos. Um estudo analisou a qualidade do registro de quedas
no prontuario eletrdnico em comparacdo com as notificagcdes e identificou uma lacuna no
registro, assim como incongruéncias entre 0s registros no sistema de notificacbes e no
prontuario eletrénico (MACIEL; BURIN; SILVA; SANTOS et al., 2020). Outros estudos
identificaram falhas nos registros em prontuarios eletrénicos e relataram barreiras pessoais ou
organizacionais para o registro de incidentes (BANAKHAR; TAMBOSI; ASIRI; BANJAR et
al., 2017; PALOJOKI; MAKELA; LEHTONEN; SARANTO, 2016).
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O presente estudo desenvolveu e validou modelos de predigéo de risco de queda com
base nos medicamentos prescritos passiveis de reproducdo em outras instituicdes. As quedas
sdo multifatoriais e somente os medicamentos foram incluidos, o que confere a principal
limitacdo deste estudo. Entretanto, sugere-se a aplicacdo dos modelos como um complemento
as escalas de predicdo de risco de queda existentes. Outra limitacdo € a inclusdo de
medicamentos prescritos, ndo necessariamente administrados. N&o foram analisadas interagdes
medicamentosas, somente uma prescricao por internacdo foi incluida e ndo foram incluidas as

doses dos medicamentos.
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9 CONCLUSAO

Ferramentas de predi¢do de risco que dependem da correta aplicacdo e registro dos
profissionais requerem tempo e atencdo que poderiam ser direcionados a assisténcia dos
pacientes. Respondendo a questdo de pesquisa e atendendo aos objetivos desta investigacdo, o
desempenho dos modelos de predi¢do construidos por meio do algoritmo Gradient Boosting,
na maioria das vezes, foi superior. O modelo de predicdo desenvolvido especialmente para a
populacdo que frequenta a instituicdo estudada apresentou melhor performance em relacéo ao
Medication Fall Risk Score. A inclusdo de outros medicamentos além dos que fazem parte do
MFRS melhorou ainda mais a performance dos modelos. Nesta investigacdo foi necesséria a
construcdo de modelos voltados exclusivamente para os idosos. O envelhecimento da
populacdo é uma realidade mundial, demandando cuidados especificos para esses individuos.

Modelos de predicdo construidos por meio de algoritmos de aprendizado de maquina
podem auxiliar na identificacdo de riscos para aprimorar a assisténcia prestada aos pacientes.
O trabalho dos profissionais da satde nédo sera substituido e o tempo despendido na aplicacéo
de escalas pode ser direcionado a outros aspectos importantes da assisténcia a salde.

Os autores identificaram a necessidade de novos estudos que analisem outros aspectos
relacionados aos medicamentos, como as interacdes medicamentosas, doses administradas e a
analise de uma série de prescricBes. Ainda, sugere-se que 0s modelos construidos sejam
aplicados e analisados como complementares as escalas de predicdo de quedas utilizadas nas

instituicoes.
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APENDICE A - Medicamentos e as respectivas classificagdes conforme o Anatomical

Therapeutic Chemical (ATC), da Organizacdo Mundial de Saude (OMS), no terceiro nivel,

subgrupo farmacologico

Medicamento

Classe medicamentosa

Captopril
Enalapril
Salbumatol
Fenoterol

Metronidazol comprimido

Acido folinico

Flumazenil
Poliestirenossulfonato de célcio
Amicacina

Estreptomicina

Gentamicina

Cetamina

Propofol

Bupivacaina

Lidocaina injetavel

Losartan

Hidrdxido de aluminio hidroxido de magnésio

dimeticona

Hidroxido de aluminio hidroxido de magnésio

dimeticona

Hidrdoxido de magnésio
Clonidina

Metildopa

Doxazosina
Amiodarona
Biperideno

Amitriptilina

Ace inhibitors, plain
Ace inhibitors, plain
Adrenergics for systemic use

Adrenergics, inhalants

Agents against amoebiasis and other

protozoal diseases

All other therapeutic products
All other therapeutic products
All other therapeutic products
Aminoglycoside antibacterials
Aminoglycoside antibacterials
Aminoglycoside antibacterials
Anesthetics, general
Anesthetics, general
Anesthetics, local

Anesthetics, local

Angiotensin ii receptor blockers (arbs),

plain
Antacids

Antacids

Antacids

Antiadrenergic agents, centrally acting
Antiadrenergic agents, centrally acting
Antiadrenergic agents, peripherally acting

Antiarrhythmics, class i and iii
Anticholinergic agents

Antidepressants

Fonte: dados da pesquisa
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Continuacdo do APENDICE A - Medicamentos e as respectivas classificagdes conforme o

Anatomical Therapeutic Chemical (ATC), da Organizagdo Mundial de Saude (OMS), no

terceiro nivel, subgrupo farmacolégico

Medicamento

Classe medicamentosa

Fluoxetina
Imipramina
Dimenidrato  piridoxina glicose
frutose

Acido Valproéico

Carbamazepina

Clonazepam

Fenitoina

Fenobarbital

Gabapentina

Topiramato

Acido tranexamico

Acetazolamida

Alopurinol

Colchicina

Dexclorfeniramina

Prometazina

Ciprofloxacina solucéo
oftalmoldgica
Dexametasona solugéo
oftalmoldgica

Ciprofloxacina dexametasona

Cetoprofeno

Diclofenaco

Cloroquina

Anfotericina

Fonte: dados da pesquisa

Antidepressants
Antidepressants

Antiemetics and antinauseants

Antiepileptics

Antiepileptics

Antiepileptics

Antiepileptics

Antiepileptics

Antiepileptics

Antiepileptics

Antifibrinolytics

Antiglaucoma preparations and miotics
Antigout preparations

Antigout preparations
Antihistamines for systemic use
Antihistamines for systemic use
Antiinfectives

Antiinflammatory agents
Antiinflammatory agents and antiinfectives in
combination

Antiinflammatory and antirheumatic products, non-
steroids

Antiinflammatory and antirheumatic products, non-
steroids

Antimalarials

Antimycotics for systemic use
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Continuacdo do APENDICE A - Medicamentos e as respectivas classificacdes conforme o
Anatomical Therapeutic Chemical (ATC), da Organizagdo Mundial de Saude (OMS), no

terceiro nivel, subgrupo farmacolégico

Medicamento Classe medicamentosa
Fluconazol Antimycotics for systemic use
Itraconazol Antimycotics for systemic use
Micafungina Antimycotics for systemic use
Voriconazol Antimycotics for systemic use
Albendazol Antinematodal agents
Ivermectina Antinematodal agents
Loperamida Antipropulsives
Clorpromazina Antipsychotics

Clozapina Antipsychotics

Droperidol Antipsychotics

Haloperidol Antipsychotics
Levomepromazina Antipsychotics

Litio carbonato Antipsychotics

Olanzapina Antipsychotics

Risperidona Antipsychotics

Acido acetilsalicilico Antithrombotic agents
Clopidogrel Antithrombotic agents
Enoxaparina Antithrombotic agents
Heparina Antithrombotic agents
Varfarina Antithrombotic agents

Tiamazol metimaxol
Diazepam

Hidralazina

Nitroprussiato de sédio

Atropina

Hioscina Butilbrometo de Escopolamina

Atenolol

Carvedilol

Fonte: dados da pesquisa

Antithyroid preparations

Anxiolytics

Arteriolar smooth muscle, agents acting on
Arteriolar smooth muscle, agents acting on
Belladonna and derivatives, plain
Belladonna and derivatives, plain

Beta blocking agents

Beta blocking agents
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Continuacdo do APENDICE A - Medicamentos e as respectivas classificacdes conforme o

Anatomical Therapeutic Chemical (ATC), da Organizagdo Mundial de Saude (OMS), no

terceiro nivel, subgrupo farmacolégico

Medicamento

Classe medicamentosa

Metoprolol

Propranolol

Amoxicilina clavulanato
Amoxicilina clavulanato
Ampicilina sulbactam
Ampicilina sulbactam
Benzilpenicilina benzatina
Oxacilina

Albumina Humana
Gelatina

Glibenclamida
Metformina

Carbonato de calcio
Gluconato de calcio
Digoxina

Lanatosideo deslanosideo
Adrenalina

Dobutamina
Noradrenalina
Betametasona acetato fosfato
Dexametasona solucéo
oftalmoldgica
Fluorhidrocortisona
Hidrocortisona
Metilprednisolona

Prednisolona

Codeina

Abacavir

Fonte: dados da pesquisa

Beta blocking agents

Beta blocking agents

Beta-lactam antibacterials, penicillins
Beta-lactam antibacterials, penicillins
Beta-lactam antibacterials, penicillins
Beta-lactam antibacterials, penicillins
Beta-lactam antibacterials, penicillins
Beta-lactam antibacterials, penicillins

Blood and related products

Blood and related products

Blood glucose lowering drugs, excl. Insulins
Blood glucose lowering drugs, excl. Insulins
Calcium

Calcium

Cardiac glycosides

Cardiac glycosides

Cardiac stimulants excl. Cardiac glycosides
Cardiac stimulants excl. Cardiac glycosides
Cardiac stimulants excl. Cardiac glycosides
Corticosteroids for systemic use, plain

Corticosteroids for systemic use, plain

Corticosteroids for systemic use, plain
Corticosteroids for systemic use, plain
Corticosteroids for systemic use, plain
Corticosteroids for systemic use, plain
Cough suppressants, excl. Combinations with
expectorants

Direct acting antivirals
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Continuacdo do APENDICE A - Medicamentos e as respectivas classificagdes conforme o

Anatomical Therapeutic Chemical (ATC), da Organizagdo Mundial de Saude (OMS), no

terceiro nivel, subgrupo farmacolégico

Medicamento

Classe medicamentosa

Aciclovir

Atazanavir

Efavirenz

Ganciclovir
Lamivudina

Lopinavir ritonavir
Raltegravir

Ritonavir

Tenofovir

Tenofovir lamivudina efavirenz
Zidovudina lamivudina
Cabergolina

Levodopa carbidopa
Bisacodil

Glicerina

Lactulose

Mucildide de psyllium
Oleo mineral
Simeticona dimeticona

Omeprazol

Dapsona

Etambutol

Isoniazida

Pirazinamida

Rifampicina isoniazida pirazinamida
etambutol

Fonte: dados da pesquisa

Direct acting antivirals
Direct acting antivirals
Direct acting antivirals
Direct acting antivirals
Direct acting antivirals
Direct acting antivirals
Direct acting antivirals
Direct acting antivirals
Direct acting antivirals
Direct acting antivirals
Direct acting antivirals
Dopaminergic agents

Dopaminergic agents

Drugs for constipation
Drugs for constipation
Drugs for constipation
Drugs for constipation
Drugs for constipation

Drugs for functional gastrointestinal disorders

Drugs for peptic ulcer and gastro-oesophageal reflux

disease (gord)

Drugs for treatment of lepra

Drugs for treatment of tuberculosis
Drugs for treatment of tuberculosis
Drugs for treatment of tuberculosis

Drugs for treatment of tuberculosis
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Continuacdo do APENDICE A - Medicamentos e as respectivas classificacdes conforme o
Anatomical Therapeutic Chemical (ATC), da Organizagdo Mundial de Saude (OMS), no

terceiro nivel, subgrupo farmacolégico

Medicamento

Classe medicamentosa

Metadona

Sais para reidratacdo oral
Furosemida

Flunitrazepam

Midazolan

Octreotida

Bicarbonato de sddio

Cloreto de potassio

Cloreto de sddio 20%

Fosfato monoacido diacido de potéssio
Solucdo de reposicédo de célcio
Sulfato de magnésio

Cloreto de sédio 0,9%

Glicose 5% e Cloreto de sddio 0,9%
Glicose

Manitol

Ringer com lactato de sddio
Filgrastima

Azatioprina

Insulina lispro

Insulina humana NPH

Insulina Humana Regular
Nistatina

Ferro coloidal

Sulfato ferroso

Atorvastatina

Colestiramina

Hidroclorotiazida

Fonte: dados da pesquisa

Drugs used in addictive disorders
Electrolytes with carbohydrates
High-ceiling diuretics
Hypnotics and sedatives
Hypnotics and sedatives
Hypothalamic hormones

I.v. solution additives

I.v. solution additives

I.v. solution additives

I.v. solution additives

I.v. solution additives

I.v. solution additives

I.v. solutions

I.v. solutions

l.v. solutions

l.v. solutions

I.v. solutions
Immunostimulants
Immunosuppressants

Insulins and analogues

Insulins and analogues

Insulins and analogues
Intestinal antiinfectives

Iron preparations

Iron preparations

Lipid modifying agents, plain
Lipid modifying agents, plain
Low-ceiling diuretics, thiazides
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Continuacdo do APENDICE A - Medicamentos e as respectivas classificagdes conforme o
Anatomical Therapeutic Chemical (ATC), da Organizagdo Mundial de Saude (OMS), no

terceiro nivel, subgrupo farmacolégico

Medicamento

Classe medicamentosa

Azitromicina
Claritromicina
Clindamicina
Oligoelementos

Polivitaminico

Macrolides, lincosamides and streptogramins
Macrolides, lincosamides and streptogramins
Macrolides, lincosamides and streptogramins
Multivitamins, combinations

Multivitamins, combinations

Baclofeno Muscle relaxants, centrally acting agents
Atracurio Muscle relaxants, peripherally acting agents
Pancurdnio Muscle relaxants, peripherally acting agents
Rocuronio Muscle relaxants, peripherally acting agents
Fentanila Opioids

Tramadol Opioids

Dipirona Other analgesics and antipyretics
Linezolida Other antibacterials

Metronidazol solu¢do injetavel

Other antibacterials

Vancomicina Other antibacterials
Hidroxiureia Other antineoplastic agents
Tretinoina Other antineoplastic agents
Cefalexina Other beta-lactam antibacterials
Cefalotina Other beta-lactam antibacterials
Cefazolina Other beta-lactam antibacterials
Cefepima Other beta-lactam antibacterials
Ceftazidima Other beta-lactam antibacterials
Ceftriaxona Other beta-lactam antibacterials
Cefuroxima Other beta-lactam antibacterials
Ertapenem Other beta-lactam antibacterials

Imipenem cilastatina

Meropenem

Fonte: dados da pesquisa

Other beta-lactam antibacterials

Other beta-lactam antibacterials
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Continuacdo do APENDICE A - Medicamentos e as respectivas classificacdes conforme o

Anatomical Therapeutic Chemical (ATC), da Organizagdo Mundial de Saude (OMS), no

terceiro nivel, subgrupo farmacolégico

Medicamento

Classe medicamentosa

Beclometasona

Ipratropio

Metilcelulose

Piridoxina vitamina B6

Aminofilina

Cloreto de potéssio solu¢do aquosa com

adocante artificial
Espironolactona
Domperidona
Metoclopramida
Ciprofloxacina
Norfloxacina
Ofloxacina

Verapamil

Anlodipino

Metronidazol suspensdo oral
Sulfadiazina

Sulfametaxol trimetoprima
Doxiciclina

Tigeciclina

Lidocaina aerossol

L Tiroxina

Isossorbida

Other drugs for obstructive airway diseases,
inhalants

Other drugs for obstructive airway diseases,
inhalants

Other ophthalmologicals

Other plain vitamin preparations

Other systemic drugs for obstructive airway
diseases

Potassium

Potassium-sparing agents

Propulsives

Propulsives

Quinolone antibacterials

Quinolone antibacterials

Quinolone antibacterials

Selective calcium channel blockers with direct
cardiac effects

Selective calcium channel blockers with mainly
vascular effects

Stomatological preparations

Sulfonamides and Trimethoprim

Sulfonamides and Trimethoprim

Tetracyclines

Tetracyclines

Throat preparations

Thyroid preparations

Vasodilators Used in Cardiac Diseases

Fonte: dados da pesquisa
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Continuacdo do APENDICE A - Medicamentos e as respectivas classificagdes conforme o

Anatomical Therapeutic Chemical (ATC), da Organizagdo Mundial de Saude (OMS), no

terceiro nivel, subgrupo farmacolégico

Medicamento

Classe medicamentosa

Isossorbida dinitrato
Isossorbida mononitrato
Propatilnitrato

Vitamina D + Vitamina A
Vitaminas do complexo B
Tiamina Vitamina B1

Vitamina B1 + Vitamina B6 +
Vitamina B12

Acido Fdlico

Cianocobalamina vitamina B12

Fitomenadiona Vitamina K

Vasodilators Used in Cardiac Diseases

Vasodilators Used in Cardiac Diseases

Vasodilators Used in Cardiac Diseases

Vitamin A and D, Incl. Combinations of the two
Vitamin B-Complex, Incl. Combinations

Vitamin B1, Plain and in combination with Vitamin
B6 and B12

Vitamin B1, Plain and in Combination With Vitamin
B6 and B12

Vitamin B12 and Folic Acid

Vitamin B12 and Folic Acid

Vitamin K and Other Hemostatics

Fonte: dados da pesquisa
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APENDICE B — Cédigos para o desenvolvimento dos modelos de aprendizado de méquina por

meio dos algoritmos logistic regression, naive bayes, random forest e gradient boosting

Modelo de logistic regression com base na populacdo e com as variaveis medicamentos, até
trés medicamentos prescritos, polifarmacia e hiperpolifarmacia.

# REGRESSAD LOGISTICA - RL #
Tibrary(glmnet)

# CRIANDO O MODELO - RL
zet.seed(l)
RL <- train(QUEDA ~ .,
data = treino,
method = "glmnet”,
trControl = trainControl{method =
number = 10))

Fonte: os autores.

Modelo de naive bayes com base na populacdo e com as varidveis medicamentos, até trés
medicamentos prescritos, polifarmécia e hiperpolifarmécia.

# NAIVE BAYES

Tibrary(naivebayes)

# CRIANDD O MODELO - RL
zet.zead(11)
NB <- train(QUEDA ~ .,
data = treino,
method = "naive_bayes”,
trControl = trainControl{method = "cv",
number = 10))

Fonte: os autores.
Modelo de random forest com base na populacdo e com as variaveis medicamentos, até trés
medicamentos prescritos, polifarmacia e hiperpolifarmacia.

# RANDOM FOREST - RF #

Tibrary(randomForest)

# CRIANDO O MODELO - RL
set.seed(1)
RF «<- train(QUEDA ~ .,
data = treino,
method = "rf",
trControl = trainControl (methad = "cv",
number = 10,
verboseIter = TRU

Fonte: os autores.

Modelo de gradient boosting com base na populacdo e com as variaveis medicamentos, até trés
medicamentos prescritos, polifarmécia e hiperpolifarmécia.
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# GRADIENT BOOSTING

Tibrary(gbm)

# CRIANDOD O MODELO - RL
set.seed(11)
GEB <- train(QUEDA ~ .,
data = treino,
method = “gbm",
tuneGrid = expand.grid(interaction.depth = 2:4,
n.trees = seq(50,500,50),
shrinkage = c(0.1, 0.05, 0.01),
n.mincbsinnode = <(1,5,10)),
trControl = trainControl(method = "cv",
number = 10,
verboselter = TRUE))

Fonte: os autores.
Modelo de logistic regression com base na populacdo e com as varidveis classes

medicamentosas, até trés medicamentos prescritos, polifarméacia e hiperpolifarmécia.

# REGRESSAD LOGISTICA - RL #
Tibrary(glmnet)

# CRIANDD O MODELO - RL
set.seed(1)
RL «<- train{QUEDA ~ .,
data = treino,
method = “"glmnet"”,
tunelLength = 5,
trControl = trainControl(method

o,
number )

nn
= oz
k=)

Fonte: os autores.
Modelo de naive bayes com base na populacdo e com as variaveis classes medicamentosas, até

trés medicamentos prescritos, polifarmécia e hiperpolifarméacia.

# NAIVE BAYES

Tibrary(naivebayes)

# CRIANDO O MODELO - RL
zet.seed(11)
MB «<- train(QUEDA ~ .,
data = treino,
method = "naive_bayes",
trControl = trainControl{method
number

"o,
103)

Fonte: os autores.

Modelo de random forest com base na populacdo e com as varidveis classes medicamentosas,

até trés medicamentos prescritos, polifarmécia e hiperpolifarmacia.

# RANDOM FOREST - RF #

Tibrary(randomForest)

# CRIANDO O MODELO - RL
set.seed(l)
RF «<- train(QUEDA ~ .,
data = treino,
method = “rf",
tuneLength = 10,
trControl = trainControl(method "ow",
number = 10,
verboseIter = TRUE))

Fonte: os autores.
Modelo de gradient boosting com base na populacdo e com as variaveis classes

medicamentosas, até trés medicamentos prescritos, polifarmécia e hiperpolifarmacia.
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# GRADIENT BOOSTING

Tibrary(gbm)

# CRIANDO O MODELO - RL
set.seed(11)
GB <- train(QUEDA ~ .,

data = treino,
method = "gbm™,

trControl = trainControl(method =
number =
verboseIter = TRUE))

e,
10,

Fonte: os autores.

Modelo de logistic regression com base na amostra de idosos e com as variaveis medicamentos,

até trés medicamentos prescritos, polifarméacia e hiperpolifarmécia.

RL #

# REGRESSAQ LOGISTICA -

Tibrary(glmnet)

# CRIANDO O MODELO - RL
set.seed(l)
RL =- train(QUEDA ~ .,

data = treino,
method = "glmnet”,
tuneLength = 10,
trControl =

trainContraol(

method
number

”CV",
j_{):.:.

Fonte: os autores.

Modelo de naive bayes com base na amostra de idosos e com as variaveis medicamentos, até

trés medicamentos prescritos, polifarmacia e hiperpolifarmacia.

# MNAIVE BAYES
Tibrary(naivebayes)
# CRIANDO O MODELO - RL
zet.seed(11)
NB <- train(QUEDA ~ .,
data = treino,
method = "naive_bayes",
trControl = trainControl{method = "cv",
number = 10))

Fonte: os autores.

Modelo de random forest com base na amostra de idosos e com as varidveis medicamentos, até

trés medicamentos prescritos, polifarmacia e hiperpolifarmacia.

# AN

OREST - RF #
Tibrary(randomForest)
# CRIANDO O MODELO - RL
zet.seed(l)

RF «<- train{QUEDA ~ .,

data = treino,
method = “rf",
tuneLength = 5,

trControl = trainControl(method

"ew™,
number = 10,
verboseIter = TRUE))

Fonte: os autores.

Modelo de gradient boosting com base na amostra de idosos e com as variaveis medicamentos,

até trés medicamentos prescritos, polifarmécia e hiperpolifarmacia.
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# GRADIENT BOOSTING
Tibrary(ghm)

# CRIANDO O MODELO - RL
zet.seed(1l)
GE =<- train{QUEDA -~ .,
data = treino,
method = "gbhm”,
verbose = FALSE,
tuneGrid = expand.grid(interaction.depth = 2:4,
n.trees = seq(50,500,507,
shrinkage = c{0.1, 0.05, 0.01),
n.minocbsinnode = c(1,5,10)),
trControl = trainControl(method = "cv",
number = 10,
verboselter = TRUE))

Fonte: os autores.
Modelo de logistic regression com base na amostra de idosos e com as variaveis classes

medicamentosas, até trés medicamentos prescritos, polifarméacia e hiperpolifarmécia.

# REGRESSAD LOGISTICA - RL #
Tibrary({gimnet)

# CRIANDO O MODELO - RL
set.seed(l)
RL <- train(QUEDA ~ .,
data = treino,
method = “"glmnet”,
trControl = trainControl(method
number

ey,
107))

# Ajustes finos a

seq(0.1, 1, length.out = 5)

lambda «<- RL8%bestTuneSlambda

alpha <- seq(0.1, 1, length.out = 53)

ajuste <- expand.grid(alpha = alpha,
Tambda = Tambda)

# RL
zet.zeed(9)

RL <- train(QUEDA ~ .,
data = treino,
method = "glmnet”,
tuneGrid = ajuste,
trControl = trainControl (method = "cv™,
number = 10))

Fonte: os autores.
Modelo de naive bayes com base na amostra de idosos e com as varidveis classes

medicamentosas, até trés medicamentos prescritos, polifarméacia e hiperpolifarmacia.

# MNAIVE BAYES
Tibrary(naivebayes)

# CRIANDO O MODELO - RL
set.seed(1l)
NB <- train({QUEDA ~ .,
data = treino,
method = "naive_bayes”,
trControl = trainControl (method
number

v,
103)

Fonte: os autores.
Modelo de random forest com base na amostra de idosos e com as variaveis classes

medicamentosas, até trés medicamentos prescritos, polifarméacia e hiperpolifarmacia.



# RANDOM FOREST - RF #

Tibrary(randomForest)

# CRIANDO O MODELO - RF

zet.zeed(l)

RF =- train(QUEDA ~ .,
data = treino,
method = “rf"™,

trControl = trainControl{method = "cv",

number = 10,
verboselter = TRUE))

Fonte: os autores.
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Modelo de gradient boosting com base na amostra de idosos e com as varidveis classes

medicamentosas, até trés medicamentos prescritos, polifarméacia e hiperpolifarmécia.

# GRADIENT BOOSTING
Tibrary({gbm)

# CRIANDO O MODELO - RL

zet.zeed(11)

GBE <- train{QUEDA ~ .,
data = trei
method = "g
tuneLength
tuneGrid =

trControl =

no,
bm",
=5,
expand. grid(interaction.depth = 2:4,
n.trees = seq(50,500,50),
shrinkage = c(0.1, 0.05, 0.01)
n.minobsinnode = c{1,5,100),
trainControl{method = "cv",
number = 10,
verboseIter = TRUE))

Fonte: os autores.
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Abstract
Objective: to compare the performance of machine-learning models with the Medication Fall
Risk Score (MFRS) in predicting fall risk related to prescription medications.
Methods: This is a retrospective case-control study of adult and elderly patients in a tertiary
hospital in Porto Alegre, RS, Brazil. Prescription drugs and drug classes were investigated. Data
were exported to the RStudio software for statistical analysis. The variables were analyzed
using Logistic Regression, Naive Bayes, Random Forest, and Gradient Boosting algorithms.
Algorithm validation was performed using 10-fold cross validation. The Youden index was the
metric selected to evaluate the models. The project was approved by the Research Ethics
Committee.
Results: The machine-learning model showing the best performance was the one developed by
the Naive Bayes algorithm. The model built from a data set of a specific hospital showed better
results for the studied population than did MFRS, a generalizable tool.
Conclusions: Risk-prediction tools that depend on proper application and registration by
professionals require time and attention that could be allocated to patient care. Prediction
models built through machine-learning algorithms can help identify risks to improve patient

care.

Keywords: Accidental falls; Drug utilization; Supervised machine learning; Hospitals, Patient

Safety.
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1. Introduction

Falls are the second leading cause of death from accidental or unintentional injury in the
world, and each year approximately 646,000 fatal falls occur. Individuals aged 65 years and
older experience the largest number of fatal falls [1]. There are more than 700 million elderly
individuals (age > 65 years) in the world, and this number is expected to double by 2050 [2].

Falls are defined as inadvertently coming to rest on the ground or at another lower level
[1]. Aspects related to fall occurrence may be modifiable and non-modifiable [3]. Medications
are highlighted as modifiable risk factors.

Falls can be one of the consequences of using risky drugs and/or drug interactions, and
hospitalization considerably increases risk among the elderly [4]. Drugs with central-nervous-
system effects, such as opioids, hypnotics, anxiolytics, antidepressants, antipsychotics, and
procedural sedatives, significantly increase the risk for falls [4].

The only tool found in the literature that assesses medication-related fall risk was the
Medication Fall Risk Score (MFRS). This score was developed as part of a pharmaceutical fall-
prevention program and generates a score based on the degree of risk of medications under use.
The recommendation is to consider patients who score six or higher at risk. The MFRS authors
recommend the use of this tool together with other fall-risk assessment tools [5].

Electronic health records contain a range of information regarding patients’ health
conditions and enable new approaches to identify risk factors [6]. Supervised and unsupervised
machine-learning algorithms have shown great potential in acquiring knowledge from large
data sets [7]. Machine learning is a field of artificial intelligence in which systems obtain
knowledge automatically, without explicit programming [8]. Supervised learning, the technique
applied in this study, reflects the ability of an algorithm to generalize knowledge from available
data about a target variable so that it can be used to predict new cases [7].

The application of scores still requires time and interpretation from professionals, and it
is one more among the many processes involving health care. The development of prediction
models through machine learning can bring important information and even more qualified
care, without depending on the correct application of scores. No medication-based fall-risk
prediction models developed through machine-learning algorithms have been identified. This
study was developed with the hypothesis that medication-related fall-risk prediction based on
machine-learning models has better performance than the Medication Fall Risk Score. To this
end, it aimed to compare the performance of machine-learning models with that of the
Medication Fall Risk Score (MFRS) in predicting risk for falls related to prescription drugs.
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2. Material and methods
This study was reported according to recommendations by the Transparent Reporting
of a Multivariable Prediction Model for individual prognosis or diagnosis (TRIPOD) [9] since
specific recommendations for models developed from machine learning are still under
construction [10].
2.1. Data sources and study population
This is a case-control study connected to an umbrella project, and it was conducted in a
tertiary hospital in the southern region of Brazil. The population consisted of 9,037 adult (>18
years) and elderly (>60 years) patients who were hospitalized in 2016. Patients with notification
of falls and medical prescription 48 hours before the fall were included in the fall group (case).
All patients with no notification of falls comprised the non-fall group (control).
2.2. Outcome and predictors
Prescription drugs and drug classes were investigated. The medications were classified
according to the American Hospital Formulary Service (AHFS) Pharmacologic-Therapeutic
Classification System [11], a classification used in MFRS.
2.3. Data collection
All variables were extracted from a previously established database originating from the
patients’ electronic health records. Falls were extracted from the institution’s computerized
safety incident reporting system. Medications were extracted from electronic prescriptions. The
medications prescribed 48 hours before the fall were identified for the fall group. As for the
non-fall group, the mean number of days from hospital admission to the day when a fall
occurred to the participants in the fall group was calculated, and the medications used 48 hours
before that mean figure were then extracted.
2.4. Preprocessing and data analysis
The collected data were organized in Microsoft Excel 2010 spreadsheets and imported
into the RStudio software, edition 1.3.1093, for statistical analysis [12,13]. Descriptive data
with absolute and relative frequencies were calculated. Model development and validation were
performed using the caret package, version 6.0-86 [14], for hyperparameter fitting, and
packages glmnet, version 4.1-1 [15], Naive Bayes, version 0.9.7 [16], Random Forest, version
4.6-24 [17] and gbm, version 2.1.8 [18], for model fitting. To define the best cutoff point, the
Cutpointr package, version 1.1.0 [19] was used.
Input data were medications belonging to the drug classes of analgesics, antipsychotics,
anticonvulsants, benzodiazepines, antihypertensives, cardiac medications, antiarrhythmics,

antidepressants, and diuretics. In the MFRS analysis, each medication was scored according to
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MFRS, and a new variable was generated with the total score for each participant. Each high-
risk medication receives three points and includes analgesics, antipsychotics, anticonvulsants,
and benzodiazepines. Medium-risk medications receive two points each and encompass
antihypertensives, cardiac medications, antiarrhythmics, and antidepressants. Diuretics are
considered low risk and receive one point each [5].

The data were divided into training and testing data (see Appendix A.1), 80% and 20%
respectively, to avoid overestimating the models’ performance. The training data were used for
model creation, and the testing data were used for performance evaluation. The division
occurred randomly, based on the outcome fall. The training sample was equal to 7,230
hospitalizations and the testing sample was equal to 1,807 hospitalizations.

The variables were analyzed in the following algorithms: Logistic Regression, Naive
Bayes, Random Forest, and Gradient Boosting (see Appendix A.2-A.5). The models output
were fall and not fall.

The Logistic Regression algorithm is a likelihood-based statistical method used for
classification problems. The goal is to create a straight line that best fits the data [20].

The Naive Bayes algorithm is a probabilistic algorithm, based on Bayes’ Theorem. This
algorithm seeks to assign a set of data to a specific class [7].

The Random Forest and Gradient Boosting algorithms are two ensemble methods.
Ensemble methods combine multiple machine-learning algorithms for decision-making.
Combining multiple models allows the error of a single algorithm to be compensated for by the
others, resulting in better performance over single models [21].

The Radom Forest algorithm builds multiple-decision tree models; each model votes for
a decision and the choice of an outcome is a consensus among all the trees. Decision trees
classify objects according to the value of variables. Each node in a decision tree represents a
variable and the branches represent the values that the node can assume [22].

The Gradient Boosting algorithm is also the result of multiple-decision trees; however,
the construction of each tree depends on the previously constructed trees. Each new tree will
learn from the mistakes of the previous tree [22].

Algorithm validation was performed using 10-fold cross validation. Cross-validation is
a data resampling method to evaluate the generalization ability of prediction models and avoid
overfitting (when the model fits the training data very well, but performance reduces
significantly when analyzing new data) [23].

In evaluating the models and the MFRS, the method of maximizing the metric function

selected as a summary of the optimal cutoff points in each resampling was used for determining
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the best cutoff point in each model (see Appendix A.6-Al10). The metric selected was the
Youden index, as it was used in the paper that evaluated MFRS [24]. The MFRS was also
evaluated at a cutoff score of 6, the cutoff specified by the MFRS developers (see Appendix
A.11).

2.5. Ethical considerations
The project was approved by the Medical School’s Scientific Committee of Pontifical
Catholic University of Rio Grande do Sul, and it is connected to the doctoral project entitled
“Automatic detection of adverse events using natural language processing in the electronic
medical records of a tertiary hospital”, approved by the Research Ethics Committee (CAEE:
71571717.7.0000.5530). The researchers signed a term of commitment for data use, committing
to and being responsible for handling and storing the information with the sole objective of the

proposed analysis and absolute secrecy regarding the identification of the patients involved.

3. Results

The population consisted of 9,037 patients. Of these, 4.9% (n = 442) were in the fall
group and 95.1% (n = 8,595) were in the non-fall group. Regarding medication analysis,
according to the Medication Fall Risk Score (MFRS), 24 belonged to the high-risk category, 19
belonged to the medium-risk category, and three belonged to the low-risk category. The median
of the Medication Fall Risk Score was nine points (0-26). Most patients (83.9%) were classified
as high risk for falls, according to the MFRS. In the fall group, the MFRS median was 10 points
(2-25).

The four algorithms were trained and, when tested, the model showing the best
performance was the Naive Bayes model. The MFRS-based models were generated with cutoff
point six, as recommended by the authors (5), and 11, the best cutoff point for maximizing the
Youden index. The model-related results are shown in Table 1 and Figure 1. Table 1 shows the
metrics for model performance analysis, according to the Youden index, AUC, sensitivity, and
specificity, and Figure 1 shows the ROC curves of the models generated from the algorithms
and MFRS.



Table 1 - Area under the curve (AUC), Youden index,
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sensitivity, and specificity of the

machine-learning models and MFRS with the two cutoff points applied.

Model Youden AUC Sensitivity Specificity

Logistic Regression 0.267 0.666 0.477 0.789
Naive Bayes 0.274 0.678 0.523 0.752
Random Forest 0.196 0.607 0.341 0.855
Gradient Boosting 0.260 0.656 0.534 0.726
Mgdlc_atlon Fall Risk Score - MFRS (cutoff 0218  0.603 0.534 0.684
point = 11)

ll[\)/(l)?g;c:até?n Fall Risk Score - MFRS (cutoff 0.045  0.603 0.886 0.159

Source: Study data.

Figure 1 - ROC curves of the models generated from the algorithms and MFRS.

0.754

Sensitivity

Models

Logistic Regression
Naive Bayes

— Random Forest

— Gradient Boosting
MFRS

1.00 0.75 0.50

Specificity

Source: Study data

4. Discussion

The Medication Fall Risk Score, despite showing low discriminatory capacity, was

developed to be a complement to other forms of fall-risk assessment [24]. When used together
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with the Morse Fall Scale (fall risk assessment scale), it showed better performance than when
the latter was used individually. MFRS, however, is limited to some drug classes. Muscle
relaxants, chemotherapy drugs, insulin, and ophthalmic medications, identified as risk factors
in other studies, are not included [25-28].

When the same drugs used to calculate MFRS were analyzed in the four machine-
learning algorithms, the one showing the best performance was the model developed through
the Naive Bayes algorithm. The area under the ROC curve was 0.678, and the Youden index
achieved was 0.274, surpassing the respective scores of 0.603 and 0.218. The result of the Naive
Bayes algorithm showing better performance compared to the two ensemble methods surprised
the authors. Ensemble methods usually show better predictive performance [21].

Different institutions may host populations with different characteristics. Generalizable
risk-prediction tools may not work properly because they do not meet the individualities of each
institution [29]. This study proved that, in the study population, a model built from a specific
hospital’s data set performs better than a generalizable tool. Two studies developed hospital-
readmission risk-prediction models and performed a comparative analysis with a widely used
method to calculate readmission risk. Both identified that the models developed performed
better [29,30].

Tools such as the Medication Fall Risk Score are restricted to a few variables,
considering that health care professionals themselves must evaluate and calculate the score [31].
The increase in the data volume present in electronic medical records allows the models to
consider a larger number of predictor variables. Moreover, filling out these tools requires time
and dedication from these professionals, which could be applied in care provision.

This study developed and validated fall-risk prediction models based on medications
prescribed, but not necessarily administered. This is the main limitation of the study.
Furthermore, the analysis of the model built in combination with other fall-risk assessment
scales was not performed.

Prediction models built by using machine-learning algorithms can help identify risks
and improve patient care. Healthcare professionals’ work will not be replaced, and the time

spent applying scales can be allocated to other important aspects of healthcare.

5. Conclusion
This study proved the research hypothesis that the prediction model developed

especially for the population attending the studied institution showed better performance as



96

compared to the Medication Fall Risk Score. The algorithms used are well-established methods;
however, their use in predicting the fall risk related to prescribed medications is a novelty.
The need for further studies considering other medications in addition to those related
to risk for falls by MFRS as well as new aspects, such as drug interactions, administered doses,
and the analysis of a series of prescriptions, was identified. Furthermore, it is suggested that the
models built should be applied and analyzed as complementary to the fall prediction scales used

in institutions.
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Summary Table

What was already known on the topic:

Falls can be one of the consequences of using risky drugs and/or drug interactions.
The only tool found in the literature that assesses medication-related fall risk was the
Medication Fall Risk Score.

The application of scores still requires time and interpretation from professionals, and
it is one more among the many processes involving health care.

The development of prediction models through machine learning can bring important
information and even more qualified care, without depending on the correct application

of scores.

What this study added to our knowledge

The model built from a data set of a specific hospital showed better results for the
studied population than did Medication Fall Risk Score, a generalizable tool.

Tools such as the Medication Fall Risk Score are restricted to a few variables,
considering that health care professionals themselves must evaluate and calculate the
score.

Healthcare professionals’ work will not be replaced, and the time spent applying scores

can be allocated to other important aspects of healthcare.
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APENDICE D — Importancia relativa (IR) das variaveis medicamentos, até trés medicamentos

prescritos, polifarmacia e hiperpolifarmécia para a populagdo, conforme o modelo Gradient

Boosting

Variavel Importancia Relativa
Clonazepam 100
Alopurinol 56,6
Fluoxetina 45,3
Amitriptilina 44,9
Haloperidol 38,3
Risperidona 36,7
Ipratropio 34,2
Doxazosina 33,4
Acido Acetilsalicilico 26,2
Prometazina 25,2
Poliestirenossulfonato de Célcio 24,3
Hiperpolifarmacia 24,2
Insulina Humana Regular 23
Loperamida 22,9
Albendazol 21,9
Carbamazepina 21,3
Tiamina Vitamina B1 20,4
Acido Folinico 19,2
Tenofovir Lamivudina 16,4
Hidrocortizona 15,3
Enoxaparina 14,5
Bisacodil 14,4
Clopidogrel 14,4
Clorpromazina 14,2
Diazepam 13,8
Vancomicina 13,8
Dexametasona 13,6
Cloreto de Sodio 13,2

Fonte: dados da pesquisa



104

Continuagio do APENDICE D — Importancia relativa (IR) das variaveis medicamentos, até trés
medicamentos prescritos, polifarmécia e hiperpolifarmacia para a populagdo, conforme o

modelo Gradient Boosting

Variavel Importancia Relativa
Espironolactona 12,7
Sulfato Ferroso 12,6
Vitaminas do Complexo B 10,9
Dexclorfeniramina 10,9
Paracetamol Codeina 10,5
Beclometasona 10,5
Fenobarbital 10,4
Losartan 9,9
Cloreto de Potassio 9,8
Metoprolol 9,8
Piridoxina Vitamina B6 9,5
Glicose e cloreto de sodio 9,3
Piperacilina Tazobactam 8,6
Sulfato de Magnésio 8,1
Metronidazol 8,1
Hidroclorotiazida 7,6
Propranolol 7,6
Isossorbida moninitrato 7,6
L Tiroxina 7,1
Clonidina 7
Enalapril 6,9
Muciloide de Psyllium 6,7
Hioscina Butilbrometo de Escopolamina 6,4
Fenoterol 6,2
Omeprazol 6
Domperidona 6
Cloreto de Sadio - eletrdlito 5,6
Prednisona 54

Fonte: dados da pesquisa
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Continuagio do APENDICE D — Importancia relativa (IR) das variaveis medicamentos, até trés

medicamentos prescritos, polifarmécia e hiperpolifarmacia para a populagdo, conforme o

modelo Gradient Boosting

Variavel Importancia Relativa
Glicose 5,3
Polimixina B 5,2
Morfina 5,2
Fluconazol 5
Propatilnitrato 5
Pravastatina 4,6
Codeina 4,3
Varfarina 4,2
Metilprednisolona 4
Isossorbida Dinitrato 3,8
Lactulose 3,6
Paracetamol 3,5
Captopril 3,4
Vitamina B1 + Vitamina B6 + Vitamina B12 3,4
Amoxicilina Clavulanato 3,3
Tenofovir Lamivudina Efavirenz 3,3
Atorvastatina 3,2
Glicerina 3,1
Fentanila 3,1
Nifedipina 3,1
Digoxina 3
Heparina 2,8
Atazanavir 2,6
Sulfametoxazol Trimetoprima 2,6
Aciclovir 2,1
Cefuroxima 1,9
Midazolam 1,9
Oleo Mineral 1,9

Fonte: dados da pesquisa
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Continuagio do APENDICE D — Importancia relativa (IR) das variaveis medicamentos, até trés
medicamentos prescritos, polifarmécia e hiperpolifarmacia para a populagdo, conforme o

modelo Gradient Boosting

Variavel Importancia Relativa

Carbonato de Calcio 1,8

Simeticona Dimeticona 1,7
Dipirona 1,6
Noradrenalina 1,2
Anlodipino 1,1
Biperideno 1,1
Acido Félico 0,9
Salbutamol 0,9
Acido Valproéico

o

Amiodarona

Ampicilina Sulbactam
Atenolol

Carvedilol

Cefalotina

Cefepima

Cetoprofeno
Cianocobalamina Vitamina B12
Cloreto de Potassio
Droperidol

Fenitoina

Fitomenadiona Vitamina K
Furosemida

Gluconato de calcio
Hidralazina

Hidroxido de Magnésio
Insulina Humana NPH

Meropenem

O O O O O O O O O O O O O o o o o o o

Metformina

Fonte: dados da pesquisa
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Continuagio do APENDICE D — Importancia relativa (IR) das variaveis medicamentos, até trés
medicamentos prescritos, polifarmécia e hiperpolifarmacia para a populagdo, conforme o

modelo Gradient Boosting

Variavel Importancia Relativa

Metoclopramida

Nistatina

Ondansetrona

Oxacilina

Ranitidina

Rifampicina Isoniazida Pirazinamida Etambutol
Ringer com lactato de sédio

Ritonavir

Tramadol

Até trés medicamentos

O O O O O O o o o o o

Polifarmécia

Fonte: dados da pesquisa
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APENDICE E — Importancia relativa (IR) das variaveis classes medicamentosas, até trés
medicamentos, polifarmécia e hiperpolifarméacia para a populagdo, conforme o modelo

Gradient Boosting

Variavel Importancia Relativa
Antiepileptics 100
Antigout preparations 72,4
Antipsychotics 58,3
Antidepressants 52,5
Antipropulsives 39,2
Lipid modifying agents, plain 31,7
Antiadrenergic agents, peripherally acting 29,6
All other therapeutic products 27,1
Insulins and analogues 25,4
Hiperpolifarmacia 24,6
l.v. solutions 24,3
Beta blocking agents 23,7
Beta-lactam antibacterials, penicillins 21,9
Macrolides, lincosamides and streptogramins 21,9
Direct acting antivirals 20,6
Vasodilators used in cardiac diseases 20,4
Ace inhibitors, plain 17,1
Other plain vitamin preparations 17
Antihistamines for systemic use 16,2
Potassium-sparing agents 15,9
Polifarmacia 15
Propulsives 14,6
Vitamin b1, plain and in combination with vitamin b6 and b12 14,1
Angiotensin 1l Receptor Blockers (arbs), Plain 13,5
Vitamin b-complex, incl. Combinations 13,5
High-ceiling diuretics 12,7
Antithrombotic agents 11,9
Anxiolytics 11,8

Fonte: dados da pesquisa.
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Continuacdo do APENDICE E — Importancia relativa (IR) das variaveis classes
medicamentosas, até trés medicamentos, polifarmécia e hiperpolifarmécia para a populacéo,

conforme o0 modelo Gradient Boosting

Variavel Importancia Relativa
Other beta-lactam antibacterials 11,3
Other drugs for obstructive airway diseases, inhalants 11,2

Drugs for peptic ulcer and gastro-oesophageal reflux disease (gord) 10,8

Antimycotics for systemic use 10,2
Corticosteroids for systemic use, plain 9,3
Drugs fo constipation 8,2
Selective calcium channel blockers with mainly vascular effects 8,2
Iron preparations 8
Cough suppressants, excl. Combinations with expectorants 7,7
Anticholinergic agents 7,5
Antinematodal agents 7,4
Vitamin b12 and folic acid 7,4
Sulfonamides and trimethoprim 7,2
Other antibacterials 6,2
Antiadrenergic agents, centrally acting 6,1
Belladonna and derivatives, plain 5,8
Thyroid preparations 53
Intestinal antiinfectives 51
Blood glucose lowering drugs, excl. Insulins 5
Antiemetics and antinauseants 4,8
l.v. solution additives 4,7
Hypnotics and sedatives 4,6
Cardiac glycosides 4,2
Calcium 3,8
Cardiac stimulants excl. Cardiac glycosides 3,4
Vitamin k and other hemostatics 3,3
Drugs for treatment of tuberculosis 2,8
Other analgesics and antipyretics 2,7

Fonte: dados da pesquisa.
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Continuagio do APENDICE E - Importancia relativa (IR) das variaveis classes
medicamentosas, até trés medicamentos, polifarmécia e hiperpolifarmécia para a populacéo,

conforme o0 modelo Gradient Boosting

Variavel Importancia Relativa
Opioids 2,3
Adrenergics, inhalants 1,9
Quinolone antibacterials 1,5
Antacids 1,5
Antiarrhythmics, class i and iii 1,4
Avrteriolar smooth muscle, agents acting on 1,3
Aminoglycoside antibacterials 1,2

Antiinflammatory and antirheumatic products, non-steroids 0

Drugs for functional gastrointestinal disorders

0
Low-ceiling diuretics, thiazides 0
Potassium 0

0

Até trés medicamentos

Fonte: dados da pesquisa.



111

APENDICE F — Importancia relativa (IR) das variaveis medicamentos, até trés medicamentos

prescritos, polifarmécia e hiperpolifarmécia para a amostra de idosos, conforme o modelo

Gradient Boosting.

Medicamento

Importancia Relativa

Clonazepam
Haloperidol

Varfarina

Fluoxetina
Anlodipino
Alopurinol

Enalapril

Isossorbida Dinitrato
Amitriptilina
Heparina

Morfina

Paracetamol

Cloreto de sodio
Glicose

Acido Acetilsalicilico
Cloreto de Sodio
Omeprazol

Tiamina Vitamina B1
Metoprolol
Doxazosina

Insulina Humana NPH
Captopril

Furosemida
Loperamida

Sulfato Ferroso
Glicose e Cloreto de Sodio
Amoxicilina Clavulanato
Pravastatina

Hidroclorotiazida

100,0
61,9
57,1
48,7
46,2
43,6
42,9
39,6
38,0
36,7
36,4
36,1
35,6
31,9
30,4
30,1
29,3
29,1
28,1
21,7
26,7
25,8
25,8
25,0
23,9
23,7
23,6
23,6
23,5

Fonte: dados da pesquisa



112

Continuagio do APENDICE F — Importancia relativa (IR) das variaveis medicamentos, até trés
medicamentos prescritos, polifarmacia e hiperpolifarmacia para a amostra de idosos, conforme

0 modelo Gradient Boosting.

Medicamento Importancia Relativa
Diazepam 22,8
Acido Félico 22,2
Insulina Humana Regular 21,4
Prometazina 20,8
Codeina 20,0
Enoxaparina 19,2
Piperacilina Tazobactam 18,0
Atorvastina 17,9
Lactulose 17,0
Polimixina B 16,8
Ondansetrona 15,7
Clonidina 14,5
Ipratropio 14,4
Polifarmacia 13,4
Losartan 13,1
Propranolol 12,5
Acido Valproéico 12,2
Sulfametoxazol Trimetoprima 11,8
Biperideno 11,0
Fenoterol 10,4
Espironolactona 9,7
Bisacodil 8,9
Poliestirenossulfonato de Célcio 8,3
Dipirona 8,3
Noradrenalina 7,5
Digoxina 7,1
Oleo Mineral 6,9
Isossorbida Mononitrato 6,5
Fentanila 6,4

Fonte: dados da pesquisa
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Continuagio do APENDICE F — Importancia relativa (IR) das variaveis medicamentos, até trés
medicamentos prescritos, polifarmacia e hiperpolifarmacia para a amostra de idosos, conforme

0 modelo Gradient Boosting.

Medicamento Importancia Relativa
Midazolam 6,0
Salbutamol 6,0
Carbamazepina 59
Hiperpolifarmacia 5,7
Metoclopramida 5,5
Cetoprofeno 5,2
Risperidona 4,9
L Tiroxina 4,6
Metformina 41
Hidralazina 3,9
Vitaminas do Complexo B 3,9
Cloreto de Potéassio 3,8
Prednisona 3,8
Albendazol 3,4
Ringer com Lactato de Sodio 3,4
Hioscina Butilbrometo de Escopolamina 3,2
Fluconazol 2,9
Vancomicina 2,9
Clopidogrel 2,8
Atenolol 2,6
Domperidona 2,4
Paracetamol Codeina 2,3
Clorpromazina 2,3
Cefuroxima 2,0
Oxacilina 1,9
Nistatina 1,9
Tramadol 1,3
Carvedilol 1,1
Metronidazol 1,0

Fonte: dados da pesquisa
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Continuagio do APENDICE F — Importancia relativa (IR) das variaveis medicamentos, até trés
medicamentos prescritos, polifarmacia e hiperpolifarmacia para a amostra de idosos, conforme

0 modelo Gradient Boosting.

Medicamento Importancia Relativa
Propatilnitrato 0,9
Meropenem 0,8
Sulfato de Magnésio 0,7
Carbonato de Célcio 0,7
Beclometasona 0,6
Vitamina B1 + Vitamina B6 + Vitamina B12 0,5
Amiodarona 0,0
Ampicilina Sulbactam 0,0
Cefalotina 0,0
Cefepima 0,0
Cianocobalamina Vitamina B12 0,0
Cloreto de Potéassio 0,0
Dexametasona 0,0
Dexclorfeniramina 0,0
Fenitoina 0,0
Glicerina 0,0
Hidrocortizona 0,0
Hidroxido de Magnésio 0,0
Metilprednisolona 0,0
Norfloxacina 0,0
Ranitidina 0,0
Salbutamol 0,0
Simeticona Dimeticona 0,0
Verapamil 0,0

Fonte: dados da pesquisa
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APENDICE G — Importancia relativa (IR) das variaveis classes medicamentosas, até trés
medicamentos prescritos, polifarmacia e hiperpolifarmacia para a amostra de idosos, conforme

0 modelo Logistic Regression

Variaveis Importancia Relativa
Hypnotics and sedatives 100,0
Antiepileptics 96,2
Antigout preparations 92,2
Sulfonamides and trimethoprim 81,1
Iron preparations 79,4
Other analgesics and antipyretics 64,9
Antipropulsives 60,2
Cardiac stimulants excl. Cardiac glycosides 49,9
Antipsychotics 48,0
Vasodilators used in cardiac diseases 41,6
Antidepressants 36,3
Calcium 33,1
Angiotensin Il receptor blockers (arbs), plain 32,3
Macrolides, lincosamides and streptogramins 30,9
Potassium-sparing agents 29,9
Other drugs for obstructive airway diseases, inhalants 29,0

Vitamin B1, plain and in combination with vitamin B6 and B12 27,5

Thyroid preparations 26,7
Vitamin B-complex, incl. Combinations 25,0
Low-ceiling diuretics, thiazides 24,6
Cough suppressants, excl. Combinations with expectorants 23,3
Anticholinergic agents 22,6
Antithrombotic agents 19,9
Antihistamines for systemic use 18,6
Beta-lactam antibacterials, penicillins 15,1
l.V. solutions 13,6
Anxiolytics 13,6
Quinolone antibacterialsl 12,8
Belladonna and derivatives, plain 12,0

Fonte: dados da pesquisa
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Continuagio do APENDICE G - Importancia relativa (IR) das variaveis classes

medicamentosas, até trés medicamentos prescritos, polifarméacia e hiperpolifarmécia para a

amostra de idosos, conforme o modelo Logistic Regression

Variaveis

Importancia Relativa

Intestinal antiinfectives

I.V. solution additives

Drugs for peptic ulcer and gastro-oesophageal reflux disease (gord)

Antimycotics for systemic use

Selective calcium channel blockers with mainly vascular effects

Hiperpolifarméacia

Lipid modifying agents, plain
Adrenergics, inhalants

Ace inhibitors, plain

Adrenergics for systemic use

All other therapeutic products

Antacids

Antiadrenergic agents, centrally acting
Antiadrenergic agents, peripherally acting
Antiarrhythmics, class | and 11

Antiemetics and antinauseants

Antiinflammatory and antirheumatic products, non-steroids

Antinematodal agents

Arteriolar smooth muscle, agents acting on
Beta blocking agents

Blood glucose lowering drugs, excl. Insulins
Cardiac glycosides

Corticosteroids for systemic use, plain
Direct acting antivirals

Drugs for constipation

Drugs for functional gastrointestinal disorders
High-ceiling diuretics

Insulins and analogues

Opioids

9,4
8,4
7,6
5,1
4,8
4,0
3,5
2,2
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0
0,0

Fonte: dados da pesquisa
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Continuagio do APENDICE G - Importancia relativa (IR) das variaveis classes

medicamentosas, até trés medicamentos prescritos, polifarméacia e hiperpolifarmécia para a

amostra de idosos, conforme o modelo Logistic Regression

Variaveis

Importancia Relativa

Other antibacterials

Other beta-lactam antibacterials
Potassium

Propulsives

Vitamin B12 and folic acid

Polifarmécia

0,0
0,0
0,0
0,0
0,0
0,0

Fonte: dados da pesquisa
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ANEXO A — Aprovacdo do projeto pela Comissdo Cientifica da Escola de Medicina da
Pontificia Universidade Catdlica do Rio Grande do Sul

@ SIPESQ
Sistema de Pesquisas da PUCRS

mcC

Codigo SIPESO: 5422 Porto Aegre, 20 de julbo de 2019,

Prizadala) Pesquisader(a],

A Comissdo Cientifica da ESCOLA DE MEDICIMNA da PULRS apreciou &
aprovau o Subprajeto de Pesguisa "Deteccdo automatica do riteo de guedas
relationado &0 uso de medicamentas ern pacientes adultos & idosos hodpitalizados™
winculada &0 Projeto Guarda-Chuva "B659 - Detecclo Autorndtica De Eventos
Adversos Utilizande Processamenta De Linguagem Natural Nod Prontudrios
Eletrdnicos De Um Hospital Tercidrio®.

Este projeto necessita da apreciacio do Comitd de Etica erm Pesguisa [CEP). Toda a
dotumentagio anexa deve ser idéntica & documentagio enviada ao CEP,
juntamente com o Docurnents Unificado gerads pela SIPESO.

Atenciosarmente,

CorissBo Cientifica da ESCOLA DE MEDICINA
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ANEXO B — Aprovagio do Comité de Etica em Pesquisa do Grupo Hospitalar Conceicao

7 A7, Fiancues T, 358 maads Parkarics dorkapd Noeaa s Son gas Rawao. 0 P Mo e, 17
CEPDIIE0-200 - Prom Avgre - 75 Gackers it Doncwicin 5.4} CEP 390100 - Pora Ak n - B8 ZEP G141 - Padsbape - A5
£ cronm c - Forw 5347 200 Forwe: AT 40 Fone: 3104 8350

Sy L o 3114
- _“’/ CHEY SIES 116000120 CNPL BETET 128000108 TS R 134001 2)

Vimc feetos so Ministenio de Saude - Orcreto n” 22 24490

-
i - HOSPITL N5 CA CONCECAD BA. NOSPTAL DA ORSANCA CONCECAD  MOSPTALCRETO REDENTOR SA.  HOSPTALFEMWASA ﬁg
5 s 7 :

O Comité de Ftica .em Pesquisa do Grupo Hospitalar Conceicdo (CEP/GHC), que é reconhecido pela
Comissdo Nacional de Etica em Pesquisa (CONEP)/MS desde 31/10/1997, pelo Office For Human Research
Protections (OHRP)/USDHHS, como Institutional Review Board (IRB0001105) e pelo FWA - Federalwide
Assurance (FWA 00000378), em reunido ordinaria realizada no dia 10 de abril de 2019, avaliou a emenda do
seguinte projeto de pesquisa:

Projeto: 17159 Versdo do Projeto: Versdo do TCLE:

Pesquisadores:

HENRIQUE DIAS PEREIRA DOS SANTOS
MARINA DE BORBA OLIVEIRA
CASSIANA GIL PRATES

FERNANDO PIVATTO JUNIOR
CLARISSA BOTH PINTO

JAQUELINE PANDOLFO

CLAUDIA REGINA AMES

RENATA VIEIRA

JANETE DE SOUZA URBANETTO

ISABEL HARB MANSSOUR

SORAIA RAUPP MUSSE

FABIO DE OLIVEIRA TABALIPA

ANDRE WAINER

GRAZIELLA GASPARQTTO BAIOCCO
PAULO RICARDO MOTTIN ROSA

ANA HELENA DIAS PEREIRA DOS SANTOS ULBRICH

Titulo: Detecgdo automatica de eventos adversos utilizando processamento de linguagem natural
nos prontuarios eletronicos de um hospital terciario.

Documentacao: Aprovada
Aspectos Metodoldgicos: Adequados
Aspectos Eticos: Adequados

Parecer final: Este projeto de pesquisa, bem como o(s) Termo(s) de Consentimento Livre e Esclarecido (se
aplicavel), por estar de acordo com as Diretrizes e Normas Internacionais € Nacionais e complementares do
Conselho Nacional de Salide, especialmente a Resolugdo 466/12, obteve o parecer de APROVADO(S) neste
CEP.

Consideracoes finais:

- O estudo podera ser iniciado somente a partir desta data. Entregue copia deste documento ao Setor/Servigo
onde ser realizada a pesquisa.

- Toda e qualquer alteragd@o do projeto devera ser comunicada imediatamente ao CEP/GHC.

- O Pesquisador responsavel deve encaminhar dentro dos prazos estipulados, o(s) relatdrio(s) parcial(ais)
efou final ao CEP/GHC e ao Setor/Servigo onde estd sendo realizada a pesquisa;



MOAMTAL .5 D& CONCEGRD
Aa Frrciscn Trow, 268
CEF 3120304 - P Mg - 75

Faarm. 087 2000
CHP BLTE. V| G001 2%

320450

SA WOSPITAL DA CRSANDA OORCEICAD  MOSMTAL CRETD REDENTOR S & HOSPITAL FERNA S A
[Linedats Parkowics on kel Hoota Rk Dideiigas Halitia 0 .
Senhen ha Dol .81 CEF 000001 - Frwa slwue - AR SEP BN « Partn e s AR
Fme: T4k Fane:
CRPL B THT, L0 76 xR R e 00 5D

Wise: uliad 0 o> Ml iinbirio da Sadds - Decrebe n” BT

W Porto Aleare, 10 de abril de 2019,

DANIELA MONTANO WILHELMS
Coordenadora-geral do CEP-GHC
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ANEXO C — Termo de Compromisso com a utilizacdo dos dados — TCUD

Pontificia Universidade Catdlica do Rio Grande do Sul
PRO-REITORIA DE PESQUISA E POS-GRADUACAO
ESCOLA DE COMITE DE ETICA EM PESQUISA

puces | MEDICINA

TERMO DE COMPROMISSO PARA UTILIZAGAO DE DADOS

Titulo do Projeto/Relato de Caso
DETECGCAO AUTOMATICA DO RISCO DE QUEDAS RELACIONADO AO USO
DE MEDICAMENTOS EM PACIENTES ADULTOS E IDOSOS

HOSPITALIZADOS

Os autores do projeto de pesquisa/relato de caso se comprometem a manter o
sigilo dos dadcs coletados em prontuarios e/ou em bases de dados referentes aos
participantes da pesquisa intitulada DETECCAO AUTOMATICA DO RISCO DE
QUEDAS RELACIONADO AO USO DE MEDICAMENTOS EM PACIENTES
ADULTOS E IDOSOS HOSPITALIZADOS.

Os pesquisadores concordam, Igualmente, que tais informagdes serdo
utiizadas Unica e exclusivamente com finalidade cientifica, preservando-se
integralmente o anonimato dos participantes.

Porto Alegre, "\ de otho de 2015
Autores do Projeto/ Relato de Caso
Nome X Assinatura
Janete de Souza Urbanetto : 43 T
Amanda Pestana da Silva A‘u\ J Ydone cda Cilne
e

Pontificia Universidade Catdlica do Rio Grande do Sul
Av. Ipiranga, 6690 — Predio 60 — Sala 311 | CEP 90610-000 | Porto Alegre, RS — Brasil
Fone: (51) 3320-3304 | E-mail: medicina@pucrs,br | www.poers br/medicina
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ANEXO D — Comprovagédo de submissdo do artigo para a International Journal of Medical

Informatics
Confirm co-authorship of submissicn to International Journal of Medical Informatics e d= srwada = & 2
International Journal of Medical Informatics s=mZeditoriaimanagercoms= 1528 (hé 1 hora) -

ﬁ gara mam *
®a inglés = » portugués * Traduzir mensagem Dezativar parz: inglés «

“Thiz is an automated messaps”

Journal: International Joumal of Medical Informatics

Title: Cormgparison of the Medication Fall Risk Score with models developed by machine learning: a case control

Comesponding Author: Mr Janete de Souza Urbanetto

Co-Authors: Amandza Pestana da Silva; Henrigue Diss Pereira dos Santos; Ana Laurs Olzefer Rotz; Graziels Gasparotio Balocco; Renatz Wisis

Manuscrigt Mumber:

Diear Ms. Pestans da Siva,
Wi Janete de Souza Urbanetto submitted this manuscript via Elssvier's online submission system, Editorial Manager, and you hawe besn listed 3= 3 Co-Author of this submission.

Elsevier asks Co-Authaors to confirm their consent to be listed as Co-Author and track the papers status. In order o confirm your connection to this submission, please dick here to confirm
your co-authorship: https-fivwaeditordalmanager comfmedil.asp 2= 118370 EI=UGLAVOTY

if you hawe not yet registered for the joumnal on Editonal Manager, you wil need to create an sccount to complete this confirmation. Ones your account is set up and you have confirmed
your status as Co-Auther of the submission, you will be able to view and track the status of the submissien as it goes throwgh the editorial process by lopging in at
hitps:i/wwvi.editorisimanaper comfjmedi’

if you did not co-author this submission, please contact the Corresponding Authar direcely at jurbanettof@puecrs br

Thank you,

Infernational Journal of Medical Informatics

Moare information and support
FACE What is Editorial Manager Co-Author registration?

hitps:senice. elsevier com'spplanswers’detsil’s id28480 supgorthublpublishing fvw'co-suthorseditorismanager

“You will find information relevant for you as an author on Elsevier's Author Hub: hitps /v slsevier com/zuthors

FAC: How can | rezat a forgotten password
hitpsfisenvice. elsevier com'appianswers/details id 28452 supporthulypublizhinglw'edtorial: managen’

For further assistance, please visit our customer senvice site: hitps:Vseniee elseviercom/agphomelsupgorthub/publishing’. Here you can search for solutions on a range of topics, find
answers to frequently asked questions, and lesm more about Editonial Manager vis intersctive tutorials. You can also talk 247 fo our customer support team by phone and 247 by live chat
and email.

AU IUMEDI#

In compliance with data protection regulations, you may request that we remawe your personal registration details at any time. {Use the following URL: hitps: e editonaimanager.c
omijmeditogin.aspTasr). Please contact the publication office if you have any questions.
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