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UM ALGORITMO PARA O RASTREAMENTO EM CARDUMES ATRAVÉS 

DA ANÁLISE DE IMAGENS DIGITAIS 
 
 
 

RESUMO 
 
 
 

O monitoramento de peixes em aquários, tem sido utilizado em áreas de pesquisa biológica 

por exemplo, para entender o feito do uso de drogas. Este monitoramento requer a 

obtenção da trajetória destes animais para posterior análise. A utilização de observadores 

humanos, ainda é o principal método utilizado para este monitoramento. Entretanto, esta 

não é uma abordagem confiável devido à dificuldade em se manter o foco de atenção de 

um humano sobre uma fonte de informação por muito tempo. Por esta razão, tem se tornado 

comum o uso de técnicas de processamento de imagens para a tarefa de monitoramento. 

O rastreamento de um único peixe, é uma tarefa relativamente simples, que pode ser 

resolvida com o uso de métodos tradicionais de processamento de imagens e rastreamento. 

O rastreamento de vários peixes, entretanto, é uma tarefa mais desafiadora. O maior 

problema, nestes casos, é a manutenção da identidade de cada indivíduo devido às 

frequentes situações de sobreposição(oclusão) que ocorrem durante o movimento dos 

animais no aquário. Algumas das abordagens baseiam-se em informações tridimensionais 

obtidas de múltiplas câmeras, o que requer uma etapa de calibração trabalhosa. Já 

abordagens com uma única câmera têm dificuldade de tratar corretamente os casos de 

oclusão, resultando na troca de identidades com frequência. Este trabalho apresenta um 

método para rastrear um grupo de peixes em um aquário. O método é capaz, manter a 

identidade correta de cada indivíduo mesmo em casos de oclusão parcial e total. Para 

manter a identidade de um peixe ao longo do tempo, utiliza-se o Filtro de Kalman que 

permite estimar qual a posição futura de um objeto com base nas posições anteriores. . Em 

casos de oclusão, quando houver mais de um peixe em um mesmo local, executa-se um 

algortimo de particionamento de regiões, com o objetivo de reconstruir a forma original de 

cada indivíduo. O resultado do algoritmo foi comparado com um ground truth obtido 

manualmente em dois vídeos. Testes mostram que o método proposto é capaz de manter 

a identidade dos animais, em 98,04% dos casos de oclusão. 

 
Palavras-Chave: Rastreamento de Múltiplos Objetos, Cardumes, Comportamento de Cardumes, 
Processamento Digital de Imagens, Tratamento de Oclusão 



 

 



 

 

AN ALGORITHM TO TRACK A GROUP OF SHOALING FISH BY MEANS 

OF DIGITAL IMAGE ANALYSIS 
 
 
 

ABSTRACT 
 
 
 

Fish monitoring has been recently used in many biological research fields to understand the 

effects of drug usage, for example. Monitoring tasks require the full trajectory of these 

animals for later evaluation. Evaluation by human observers is the main approach used 

nowadays. However, this is not a reliable approach because humans can not maintain focus 

on a source of information for too long. For this reason, digital image processing techniques 

have become a popular approach for monitoring tasks. The tracking of a single fish is a 

relatively simple problem that may be solved with traditional image processing techniques. 

On the other hand, the tracking of a group of fish is much more challenging. The biggest 

problem is to maintain each individual’s identity due to the frequent overlapping(occlusion) 

situation that occurs while these animals move inside the tank. Some known approaches 

use three-dimensional information obtained by multiple cameras which requires a laborious 

camera calibration step. Other approaches based on a single camera, can not correctly 

handle occlusion, resulting in a frequent identity swap between fish. This work presents a 

multi-object tracking method to track a group of fish in a tank. The proposed method is 

capable of maintaining the correct identity of each fish even in partial and full occlusion 

situations. In order to keep the correct identity, we take advantage of the Kalman Filter by 

estimating the future position of each fish based on its previous one. When there are more 

than one fish in the same region in the frame image, a partitioning algorithm is responsible 

for re-establishing each animal’s pose. The proposed algorithm was compared against a 

manually labeled ground truth in two videos. Preliminary tests show that the proposed 

method is capable of maintaining the animals identity in 98,04% of the occlusion cases. 

 
Keywords: Multi-Object Tracking, Shoaling Fish, Shoaling Behavior, Digital Image Processing, 
Image Processing, Occlusion Handling 
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1 INTRODUÇÃO 

Diversas áreas do conhecimento têm se beneficiado com os recentes avanços nas 

tecnologias de hardware e software observadas nos últimos anos. Entre estas, está a 

Biologia Comportamental, na qual são realizados estudos para o reconhecimento de 

padrões no comportamento de animais [1]. 

Segundo o Comitê para o Uso de Animais de laboratório em Pesquisas Biomédicas 

e Comportamentais, do inglês CULABBR [2], experimentos conduzidos com animais de 

laboratório são muito comuns e têm como principal objetivo melhorar a saúde de seres 

humanos e outros animais, além de permitir a aquisição de conhecimentos que não seriam 

possíveis de outro modo. Geralmente, este tipo de estudo é realizado através de 

monitoramento conduzido por um observador humano [3] [4] [5]. A utilização de 

observadores humanos, entretanto, não é uma abordagem muito confiável devido à 

dificuldade destes em manter o foco de atenção sobre uma fonte de informação por mais 

de alguns segundos [6] [7]. Em função disto, têm surgido, nos últimos anos, uma série de 

ferramentas, baseadas em processamento de imagens, para servirem como apoio à 

realização do monitoramento de animais [8] [9]. Estas ferramentas são, via de regra, menos 

suscetível a erros se comparadas com observadores humanos. Dentre os animais usados 

em experimentos de monitoramento, estão os peixes. Nestes experimentos, são 

monitoradas diversas propriedades como velocidade, direção e periodicidade do nado de 

peixes, com o intuito de avaliar, por exemplo, a eficácia de novas drogas [10], os níveis de 

oxigênio dissolvido na água [11] ou de aprender sobre as características apresentadas por 

esses animais quando estão em grupos [12]. 

Além de monitorar o comportamento individual de peixes, é comum a análise do 

comportamento destes animais em cardumes [13] [14]. Esta análise pode ser realizada 

manualmente [15] ou através de um processo parcialmente automatizado [9], em que o 

pesquisador identifica a posição dos animais em cada imagem e uma ferramenta realiza a 

quantificação das métricas posteriormente. 

O rastreamento de vários peixes é uma tarefa mais desafiadora se comparada ao 

rastreamento de um único animal. O maior problema, nestes casos, é a manutenção da 

identidade de cada indivíduo devido às frequentes situações de oclusão entre os indivíduos. 

Neste contexto, entende-se por oclusão o fato de um ou mais indivíduos se cruzarem ou 
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ficarem muito próximos uns dos outros, fazendo com que a imagem destes não permita sua 

individualização, como se pode observar no detalhe da Figura 1. 

 

Figura 1 - Exemplo de oclusão entre peixes. 

Nas abordagens encontradas na literatura para o rastreamento de diversos peixes, 

as situações de oclusão são tratadas de diferentes formas. Kato et al. [16], por exemplo, 

buscam separar os blobs em oclusão através de operações morfológicas de erosão e 

dilatação, entretanto, o método não funciona quando a sobreposição entre os peixes é 

quase total. No trabalho de Escudero et al. [17], para cada peixe, um identificador é 

calculado com o objetivo de diferenciá-lo dos demais. Quando ocorre uma oclusão, o trecho 

é ignorado. Ao final do processo os diversos trechos identificados para cada peixe são 

unidos formando a trajetória completa do animal. O método entretanto pode falhar para 

peixes muito similares em cor, tamanho e textura, resultando em atribuições incorretas de 

identidade. Alguns autores ainda exploram o uso de duas ou mais imagens do mesmo 

cenário buscando tratar a oclusão em uma imagem através das outras [18] [19], entretanto, 

a configuração do cenário pode ser bastante trabalhosa [18]. Em face deste panorama, o 

presente trabalho desenvolveu um algoritmo, baseado em processamento digital de 

imagens, capaz de manter a identidade de cada indivíduo de um cardume mesmo em 

situações de oclusão.  

Na abordagem apresentada, a trajetória de um peixe é gravada em um vídeo. A 

seguir este vídeo é processado removendo-se a imagem do fundo do aquário, o que resulta 

em sequência de quadros, ou frames, com cada um deles contendo um conjunto de 

pequenas imagens, denominadas blobs, que representam os peixes. 
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Para manter a identidade de um peixe entre um frame e o seguinte, utiliza-se um 

Filtro de Kalman que permite estimar qual dos blobs pertence a cada animal. Apesar de 

funcionar em muitos casos, os testes realizados em aquários com 10 animais da espécie 

peixe-zebra, durante 2(dois) minutos, demostraram que a aplicação simples do Filtro gerou 

50 situações de erro. Por isto, criou-se um algoritmo que corrige esta estimativa com base 

na intersecção da imagem de cada peixe de um frame e os blobs existentes no frame 

seguinte. Esta correção permitiu reduzir os erros para apenas 7 ocorrências nos 2(dois) 

minutos de vídeo. 

Naqueles frames em que ocorrem casos de oclusão, haverá blobs contendo mais de 

um peixe, e por consequência, menos blobs do que os peixes que existem no aquário. 

Nestes casos, um algoritmo de divisão de blobs é executado com o objetivo de reconstruir 

a forma original de cada indivíduo. Essa reconstrução é realizada iterativamente através de 

sucessivas operações morfológicas de dilatação utilizando um elemento estruturante que é 

gerado dinamicamente com base em informações ligadas à forma do animal, obtidas dos 

frames anteriores. A taxa de sucesso deste processo de divisão foi de 98,04%. Estes 

resultados indicam que o algoritmo proposto é capaz de manter a referência correta de 

cada blob antes, durante e depois da ocorrência de oclusão. 

1.1 Organização do Texto 

O conteúdo do texto aqui apresentado é organizado da seguinte maneira. No início 

do capítulo 2, é apresentada uma introdução sobre o monitoramento de cardumes, 

destacando sua importância e as principais métricas avaliadas nesses experimentos. No 

final do capítulo, uma revisão do estado da arte apresenta algumas técnicas de 

rastreamento em duas e três dimensões baseadas no processamento digital de imagens. 

No capítulo 3, cada um dos estágios do processo de rastreamento em vídeo é descrito, 

desde a modelagem de objetos de interesse até a rotulagem desses objetos. Ainda no 

capítulo 3, são avaliados os métodos de rastreamento tradicionais aplicados no contexto 

de monitoramento de cardumes. Os capítulos 4 e 5 apresentam o método proposto e os 

resultados obtidos em dois vídeos distintos, respectivamente. As principais limitações do 

método proposto são apresentadas na seção 6, enquanto que os trabalhos futuros é 

apresentado no capítulo 7. 
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2 MONITORAMENTO DE CARDUMES 

Qualquer grupo de peixes que permaneça junto por razões sociais é denominado de 

cardume. Este é um termo análogo à alcateia ou rebanho, que representam coletivos de 

lobos e ovelhas respectivamente. Um cardume pode fornecer diversos benefícios para o 

grupo, como, por exemplo, facilidade na busca por alimento, reprodução e defesa contra 

predadores [20]. Por conta disso, diversos estudos buscam compreender o comportamento 

desses animais em grupos. 

Na seção 2.1, serão apresentados alguns estudos com peixes e cardumes que têm 

sido conduzidos nos últimos anos, destacando as principais métricas utilizadas para avaliar 

o comportamento desses animais. Já na seção 2.2, são apresentados métodos baseados 

no processamento de imagens, que compõem o estado da arte no rastreamento de peixes 

e cardumes. 

2.1 Experimentos realizados com cardumes 

Diversos experimentos com cardumes têm sido conduzidos nos últimos anos, em 

especial o que diz respeito ao efeito de drogas no comportamento desses animais [10]. Os 

peixes-zebra, por exemplo, apresentam certa sensibilidade a drogas responsáveis por 

causar dependência química, como álcool, nicotina e LSD. Os dois primeiros apresentaram 

uma diminuição significativa na velocidade de um cardume [10], enquanto uma redução 

aparente na coesão do grupo foi percebida ao expor os animais ao LSD [21]. Outros estudos 

observaram uma diminuição na tendência desses animais a afastar-se do cardume quando 

sob o efeito de um desregulador endócrino [15]. 

Alguns fatores podem influenciar certos peixes na formação de cardumes. Em alguns 

experimentos, por exemplo, foi observado que o Barrigudinho tende a discriminar cardumes 

grandes de pequenos e preferir parceiros com tamanho semelhante ao seu [3]. 

Similarmente ao barrigudinho, o Peixe Mosquito também apresenta uma preferência por 

cardumes grandes, porém, adicionalmente procura formar grupo com peixes mais sociáveis 

[22]. Algumas espécies de peixes podem divergir em suas escolhas de acordo com 

experiências anteriores. O Acará, por exemplo, quando criado apenas com peixes de 

mesma coloração, apresentará preferência a grupos de mesma cor, ao passo que se 

criados com peixes de diferente coloração, essa preferência não é manifestada [23]. 
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Uma revisão sistemática realizada para identificar as métricas mais comumente 

empregadas na avaliação comportamental de cardumes indicou uma grande quantidade de 

parâmetros. Uma lista completa com os resultados dessa revisão é apresentada na Tabela 

1. 

Tabela 1 - Conjunto de métricas avaliadas em experimentos com cardumes. 

Métricas Autores 

Centro de massa [24] 

Coesão do cardume [10], [25], [26] 

Distância entre membros do cardume [27], [10], [25], [26], [28], [21] 

Distância para os membros próximos [13], [4], [10], [29], [30] 

Latência para cruzar linha [15] 

Latência para cruzar a primeira linha [31] 

Posição da cabeça em relação a 
marcadores 

[14] 

Orientação do cardume [13], [10] 

Quantidade de cardumes [4] 

Quantidade de colisões entre peixes [13] 

Quantidade de cruzamentos de linha [31] 

Quantidade de entradas em uma região [5] 

Quantidade de peixes no cardumes [4] 

Quantidade de transições entre regiões [15] 

Raio do cardume [13] 

Tempo gasto em uma região [15], [3], [23], [31], [22] 

Velocidade Média [10] 

2.2 Monitoramento Automático de Cardumes Baseado em Vídeo 

Peixes são animais que possuem maior liberdade de locomoção se comparados com 

roedores, por exemplo, visto que os primeiros podem se mover em três dimensões, 

enquanto roedores podem se mover em apenas duas. Por conta disso, é comum encontrar 

tanto técnicas de rastreamento em duas dimensões quanto em três dimensões para 

quantificar a atividade motora de peixes. 
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As abordagens que serão apresentadas aqui propõem soluções para quantificar a 

atividade de cada indivíduo do grupo [32] [33] [18] [34], do grupo como um todo [9] ou 

identificar episódios particulares [35] [16]. A seguir, serão apresentadas algumas dessas 

técnicas subdivididas em duas categorias: 2D e 3D. 

2.2.1  Técnicas 2D 

Em abordagens 2D, as imagens são capturadas ao longo do experimento através de 

uma única câmera com o intuito de identificar o/os indivíduo/s e inferir a sua posição no 

espaço. 

Em 2004, Kato et al. [16] propuseram um sistema para identificar e quantificar o 

comportamento de até dois peixes-zebra a partir de uma câmera posicionada sobre o 

aquário. O sistema é capaz de identificar a posição de cada animal, tratar oclusão e 

identificar episódios de perseguição entre dois peixes utilizando como base um método de 

remoção de fundo para separar os peixes do restante do cenário. 

Após separar os peixes , a detecção dos animais é realizada através de um algoritmo 

de busca baseado em saltos, proposto com o intuito de reduzir o tempo de processamento 

necessário para avaliar toda a imagem. Nesse algoritmo, a imagem é percorrida 

avaliando-se 1 em cada 4 pixels da imagem (Figura 2A) e para cada pixel 𝑝 candidato a 

peixe, avalia-se os 4 vizinhos diagonais(𝑉𝐷) de 𝑝 (Figura 2B) e os 4 vizinhos próximos(𝑉𝑃) 

de  𝑝 (Figura 2C) com o intuito de agrupar esses candidatos em um único objeto. A seguir, 

para cada um dos 4 pontos 𝑉𝐷, são avaliados os seus 𝑉𝑃. O resultado deste processo pode 

ser visualizado na Figura 2D.  

 

Figura 2 - O algoritmo de busca utilizado por Kato et al. [16]. 
Fonte: Adaptado de Kato et al. [16] 
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A técnica proposta pelos autores funciona nos casos em que os peixes estão 

afastados, porém, quando estes se encontram muito próximos, a técnica resultará em uma 

região que conterá os dois peixes cujas imagens estarão sobrepostas. Para evitar esse 

problema, os autores utilizaram um algoritmo baseado em operações morfológicas para 

separar as imagens dos dois peixes. Basicamente são realizadas operações de erosão até 

que a região seja dividida em duas regiões distintas. Uma vez identificados os peixes, a 

posição espacial é definida pelo centro de gravidade de cada peixe identificado. Este 

algoritmo algoritmo não funciona caso a região que contêm os dois peixes não possa ser 

separada em duas. 

Para detectar os episódios de perseguição o algoritmo monitora a distância entre os 

peixes, que deve estar entre o intervalo de 1 a 10cm, e o ângulo formado entre os peixes, 

que deve ser menor que 50º. Ambos os valores foram definidos empiricamente. 

O trabalho de Kato et al. só funciona com dois peixes, o que nem sempre é suficiente 

em um experimento com grupos. Por isto, Delcourt et al. [33] propuseram um sistema que 

realiza a detecção da trajetória com base na velocidade e na direção do animal nos últimos 

dois instantes de tempo(Figura 3), gerando, assim, um conjunto de possíveis candidatos. 

O candidato que estiver mais próximo à posição real é utilizado para inferir o destino final 

do animal. 

O sistema foi desenvolvido para analisar o comportamento de peixes, como o 

tilápia-do-nilo e é capaz de rastrear até 100 peixes ao longo do experimento. Porém, os 

autores não tratam a questão de oclusão que se torna mais frequente à medida em que se 

tem mais peixes no grupo. 

 

Figura 3 - Ilustração do modelo de estimativa de trajetória desenvolvido por Delcourt. T0, 
T1 e T2 representam os instantes de tempo 0, 1 e 2 respectivamente, A e B representam 

dois peixes distintos. 
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No que diz respeito à oclusão, uma forma trata-la é utilizar uma abordagem 

interativa, em que parte do processo é realizado manualmente. Um exemplo disto é o 

trabalho de Miller et al. [9], utilizado para quantificar parâmetros relacionados à coesão de 

cardumes de peixes-zebra através de imagens obtidas por uma câmera posicionada sobre 

o aquário. A identificação de cada peixe é realizada por um observador humano que aponta 

a posição de cada peixe nas imagens através de um mouse, evitando, assim, que a 

precisão da ferramenta seja influenciada por ruídos e oclusão de peixes por exemplo. Uma 

vez identificados os peixes, o sistema calcula a distância de um peixe para cada um dos 

outros e a distância para os vizinhos próximos. 

Também focado no rastreamento de múltiplos indivíduos Chen et al. [34], 

propuseram uma ferramenta para quantificar o comportamento de peixes com o intuito de 

monitorar a qualidade da água em grandes tanques. A ferramenta é capaz de extrair 

informações como, aceleração, ângulo de virada, trajetória e velocidade de cada peixe, 

utilizadas como indicadores do nível de poluição da água. No trabalho de Chen et al., os 

peixes são separados do restante do cenário através de uma técnica de remoção de fundo 

por diferença de frames e o rastreamento dos animais é feita através de um filtro de 

partículas [36] responsável por estimar um conjunto de possíveis candidatos para cada 

animal. 

Uma abordagem diferente, mas também voltada ao rastreamento de múltiplos 

indivíduos é apresentada por Escudero et al. [17]. Ao invés de tentar identificar os animais 

durante os momentos de oclusão, estes trechos dos vídeos são ignorados. Nos trechos 

restantes, o algoritmo busca obter identificadores, ou fingerprints, de cada peixe, o que 

permite unir os trechos pertencentes a cada animal, ao final do processamento. Os 

identificadores são calculados a partir de um conjunto de imagens referência de cada peixe, 

que são obtidas nos frames iniciais do vídeo. Para cada frame subsequente, a imagem é 

segmentada através de uma técnica de remoção de fundo simples. Para comparar cada 

indivíduo resultante da segmentação, com as imagens de referência, e assim identificar que 

peixe está em cada trecho, o método utiliza uma técnica baseada na correlação dos 

histogramas de cor [37]. Embora o algoritmo apresente bons resultados, este depende 

fortemente dos identificadores, o que leva à necessidade de se ter imagens com alto grau 

de detalhamento e um cenário com iluminação controlada. 
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2.2.2  Técnicas 3D 

No caso do rastreamento de objetos em 2D, a trajetória real do animal é projetada 

em um plano perpendicular ao eixo da câmera, perdendo, assim, a informação que esteja 

no mesmo eixo da câmera. Dessa forma, é improvável mensurar a quantidade de 

movimento de forma fidedigna devido à perda de informação resultante desse processo. 

Técnicas que exploram o espaço tridimensional são muitas vezes empregadas para 

quantificar o comportamento de forma mais precisa, pois o movimento real de objetos se 

dá em 3D. 

Nessas abordagens, geralmente são utilizadas duas ou mais câmeras posicionadas 

ao redor do cenário com o intuito de capturar imagens 2D em ângulos distintos [35] [19], ou 

espelhos [32] [18] de maneira a que na mesma imagem se possa ter duas visões do 

aquário. É possível, ainda, extrair a posição 3D a partir de uma única imagem, utilizando 

fontes emissoras de luz para projetar a sombra do animal, e a partir delas inferir a posição 

do animal [38]. 

Técnicas que exploram o espaço 3D podem proporcionar uma reconstrução mais 

precisa da trajetória do animal, além de ser possível identificar situações de oclusão 

presentes em uma imagem pela análise de imagens provenientes de outros ângulos do 

cenário. Porém, o problema de utilizar várias câmeras ou espelhos está em como relacionar 

os objetos após identificá-los em cada câmera. Esse processo geralmente requer uma 

etapa de calibração trabalhosa [39]. A seguir, serão apresentadas algumas técnicas dessa 

categoria para o rastreamento de peixes e grupos de peixes. 

Em 1996, Kato et al. [35] desenvolveu um sistema para extrair informações de peixes 

da espécie peixe-dourado utilizando duas câmeras, uma posicionada em frente e outra 

sobre o aquário, formando um ângulo de 90º entre elas. Dentre as informações extraídas, 

estão a velocidade, a direção e o deslocamento do animal no espaço 3D, utilizando apenas 

informações provenientes das imagens. 

Basicamente os autores identificam o animal através de uma técnica de remoção de 

fundo aplicada em ambas as câmeras a partir de dois modelos de fundo, um para cada 

câmera. Uma vez identificado o peixe, sua posição no espaço tridimensional, no instante 

de tempo atual, é aproximada obtendo-se as coordenadas (𝑥, 𝑧) da câmera de cima, e (𝑥, 𝑦) 

da câmera frontal. É possível aproximar a posição dessa forma uma vez que a posição das 

câmeras formem um ângulo de exatamente 90º, caso contrário, se faz necessário um 

processo de triangulação, baseadas em Geometria Epipolar [40]. 
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Os autores apresentam ainda um algoritmo para definir a direção de movimento do 

peixe a partir de três instantes de tempo consecutivos, denominados respectivamente de 

inicial(𝐼), médio(𝑀) e terminal(𝑇). Inicialmente, calcula-se um círculo de raio 𝑟 que inscreva 

esses três pontos e define-se a direção de movimento com base no diâmetro do círculo 

formado(Figura 4). Se o diâmetro do círculo formado for maior que a medida da diagonal 

máxima do aquário, considera-se que o animal mantêm a mesma direção, caso contrário, 

a direção foi alterada para direita ou esquerda, de acordo com o ângulo formado pelos 

vetores 𝐼𝑀⃗⃗⃗⃗  ⃗ e 𝑀𝑇⃗⃗⃗⃗ ⃗⃗ . 

 

Figura 4 - Algoritmo para determiner direção do movimento de peixes. 
Fonte: Adaptado de Kato et al. [35] 

Também focado na utilização de múltiplas câmeras, Wu et al. [19] propuseram um 

algoritmo para rastrear trajetórias de cada indivíduo em um grupo, como roedores, insetos 

e peixes através de duas câmeras. Assim como na abordagem de Kato et al. [35], os autores 

utilizam uma técnica de remoção de fundo para separar os animais do restante do cenário. 

A partir de imagens já segmentadas, o algoritmo proposto pode ser dividido em três etapas 

distintas. A primeira etapa consiste em utilizar o Filtro de Kalman para identificar cada 

indivíduo no cenário e associar as estimativas com a posição real do objeto dentre o 

conjunto de possíveis candidatos. 

A segunda etapa consiste em estabelecer a correspondência entre os objetos 

detectados na imagem proveniente da primeira câmera com os objetos detectados na 

segunda. Para tanto, foi proposto um método de associação, baseado em geometria 

epipolar. A última etapa consiste em reconstruir trajetórias incompletas provenientes de 

erros de rastreamento. O algoritmo avalia os segmentos incompletos e procura interligá-los 

utilizando informações como tempo e continuidade do deslocamento. 
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Utilizando uma abordagem diferente das apresentadas até aqui [35] [19], Zhu et al. 

[18] propuseram um sistema que utiliza duas imagens, mas apenas uma câmera para o 

monitoramento de roedores e pequenos animais aquáticos. Na proposta, as imagens são 

obtidas a partir de espelhos colocados em posições específicas levando em consideração 

as características da câmera e posição do aquário, ou gaiola(Figura 5). Com esta 

configuração, a imagem capturada pela câmera possui a representação de três visões 

independentes do ambiente(Figura 6). Duas provenientes da reflexão da imagem do 

ambiente nos espelhos (Figura 6b e Figura 6c) e uma proveniente da visão direta da 

câmera. A abordagem também utiliza a geometria epipolar para calibrar as câmeras. 

 

Figura 5 - Ilustração do aparato desenvolvido para o monitoramento dos animais com 
espelhos 

Fonte: Zhu et al. [18] 

No processo de obtenção da posição dos indivíduos, incialmente é realizada uma 

segmentação, aplicando métodos de remoção de fundo e clusterização. Primeiramente, um 

algoritmo de remoção de fundo é utilizado para identificar regiões onde ocorre uma 

transição brusca de intensidades entre a imagem atual e o modelo de fundo. A seguir, um 

algoritmo de clusterização é empregado para agrupar pixels com intensidades próximas. 
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No contexto do trabalho de [18], cada cluster pode representar o corpo de peixes ou regiões 

demarcadas no corpo de pequenos roedores, por exemplo. 

O rastreamento dos indivíduos é realizado através da análise de dois aspectos. O 

aspecto espacial em que se garante a correspondência entre os clusters nas três imagens 

e o aspecto temporal, em que se garante a correspondência destes ao longo dos frames 

da imagem, através de uma versão 3D do algoritmo de rastreamento de Kalman [41].  

O sistema é capaz de extrair vários parâmetros relacionados aos animais 

identificados, como por exemplo, posição, deslocamento, velocidade, aceleração de cada 

animal, distância entre os animais, tempo gasto em uma região e tempo gasto em 

congelamento. 

 

Figura 6 - Exemplo de Imagens provenientes das câmeras virtuais e da câmera real. (a) 
câmera virtual superior, (b) câmera virtual lateral, (c) câmera real. 

Fonte: Adaptado de Zhu et al. [18] 
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3 RASTREAMENTO DE OBJETOS EM VÍDEO 

Segundo Maggio [42], o processo de estimar a localização de um ou mais objetos 

de interesse, ao longo de uma sequência de imagens, é chamado de rastreamento em 

vídeo. O objetivo por trás do rastreamento é reconstruir a trajetória de alguns objetos 

através da obtenção de sua localização no espaço, a cada instante de tempo. Um bom 

método de rastreamento deve ser capaz de reconstruir esta trajetória o mais próxima da 

real possível. 

O objeto de interesse pode variar de acordo com a aplicação. Por exemplo, em uma 

aplicação para o controle de fluxo em estradas, o objeto de interesse pode ser um carro, 

enquanto em uma aplicação de segurança, o objeto de interesse pode ser um indivíduo. 

Seja qual for a aplicação, é possível que o cenário sofra alterações ao longo do tempo 

devido ao deslocamento de outros objetos, à luminosidade e ao ruído proveniente do 

processo de digitalização de imagens, bem como a movimentações na câmera que capta 

os movimentos. 

De acordo com Jalal [43], a arquitetura mais comum do processo de rastreamento 

em vídeo é formada por três módulos que interagem uns com os outros: modelagem, 

detecção e rotulagem do objeto. A modelagem do objeto é responsável por representar e 

caracterizar o objeto de interesse, baseando-se em características já conhecidas a cerca 

deste objeto. Cor, textura e geometria são algumas das diversas informações que podem 

ser utilizadas para definir um modelo. A detecção de objetos tem como objetivo identificar 

regiões candidatas onde o objeto de interesse pode ser encontrado. Algumas abordagens 

utilizam um modelo do objeto para varrer a imagem em busca dessas regiões em cada 

imagem de uma sequência, por exemplo, através da técnica de template matching [44] [45]. 

Já outras procuram explorar diferenças espaço-temporais entre imagens de uma sequência 

de forma a destacar regiões onde haja objetos em movimento [34]. 

Dessa forma, não é necessário um modelo de objeto, porém é necessário que o 

objeto esteja constantemente em movimento. Por fim, a rotulagem do objeto é responsável 

por identificar um objeto dentre um conjunto de candidatos, mantendo sua referência  ao 

longo de uma sequência de imagens. A Figura 7 ilustra esta arquitetura bem como a 

interação entre seus módulos. As seções a seguir detalham as etapas de Modelagem, 

Detecção e Rotulagem do objeto. 
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Figura 7 - Arquitetura para o rastreamento de objetos 
Adaptado de: Jalal [43] 

3.1 Modelagem do Objeto 

A Modelagem do Objeto é uma etapa bastante importante no processo de 

rastreamento visual pois é nela que as informações responsáveis por caracterizar o objeto 

de interesse são definidas. Basicamente, um modelo de objetos define como um objeto é 

representado ao longo de uma sequência de imagens e quais propriedades o 

caracterizam. 

3.1.1  Representação 

Um objeto pode ser representado, dentre outras formas, por uma ou mais das 

seguintes informações: pontos, formas geométricas primitivas, contornos, blobs, bordas, 

templates, histogramas, dentre outros. Um ponto é a forma mais primitiva existente em 

imagens digitais. Um objeto é representado por um pixel da imagem, que simboliza, por 

exemplo, o centro geométrico desse objeto [46] ou por um conjunto de pixels de interesse 

no corpo do objeto [47]. 

Devido à simplicidade do ponto, muitas vezes se faz necessária uma forma mais 

avançada de representação, capaz de fornecer maiores informações sobre o objeto. Para 

essa finalidade, formas geométricas primitivas como retângulos e elipses são utilizadas. O 

retângulo, Figura 8a, muitas vezes é utilizado para representar carros [48] e pessoas [49]. 

A elipse (Figura 8b) também pode ser usada para representar esses mesmos objetos [50] 

[51]. 
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Figura 8 - Exemplos de representação de objetos através de formas geometricas 
primitivas (a) e (b) e contornos (c). 

Adaptado de: Osuna [49], Xia [50] e Song [52]. 

Um contorno, Figura 8c, nada mais é do que a representação dos limites de um 

objeto. Esta é uma forma bastante últil para representar objetos não rígidos, pois permite 

uma descrição ainda mais detalhada que formas geométricas primitivas, como por exemplo 

o perímetro desse objeto [53] [52]. Um blob, ou silhueta, Figura 9, corresponde a região 

interna ao contorno e também é uma forma muito comum de representação. Através de um 

blob, a área do objeto pode ser facilmente determinada. 

 

Figura 9 - Representação de objetos através de blobs. (a) imagem de um cenário. (b) 
objetos de interesse segmentados. 

Adaptado de: [54]. 

O template é um modelo contendo um conjunto de características que representam 

o objeto de interesse. Um template pode ser uma imagem, um conjunto de formas 

geométricas ou os contornos do objeto em questão. A técnica mais conhecida baseada em 

templates é o template matching [55], que consiste em varrer uma imagem em busca de 

regiões que mais se assemelham ao template utilizado, através de medidas de similaridade 

como Soma das Diferenças Absolutas(SAD) [44] e Somados Quadrados das 

Diferenças(SSD) [45]. Um exemplo de template e da imagem a ser analisada podem ser 

vistos na Figura 10. 
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Figura 10 - Representação de objetos através de templates. 
Adaptado de: Alsaade [44] 

Um objeto pode, ainda, ser representado pelo seu histograma de cores, ou de níveis 

de cinza [55]. O histograma nada mais é que uma representação da distribuição dos pixels 

de uma imagem. Visualmente, um histograma pode ser ilustrado como um gráfico, em que 

a barra horizontal representa a variação de tonalidades, enquanto a barra vertical 

representa a quantidade de pixels para cada tonalidade. A maior vantagem de representar 

um objeto através de seu histograma, é que independente da orientação do objeto, o 

histograma permanece quase inalterado. Uma desvantagem desta abordagem é que 

objetos completamente diferentes podem possuir a mesma distribuição de intensidades, 

pois o histograma não contém informação referente à distribuição espacial destas 

intensidades, apenas a sua frequência. A Figura 11 ilustra uma imagem em tons de cinza 

acompanhada do seu histograma. 

 

Figura 11 - Representação de objetos através de histogramas. 
Adaptado de: Gonzalez [55]. 

3.1.2  Propriedades 

Um passo importante na etapa de Modelagem do Objeto é escolher quais 

propriedades serão utilizadas para diferenciar um objeto do restante do cenário. Dentre as 

propriedades visuais mais comuns em imagens digitais, estão: bordas, cor e textura. 

As bordas ou limites de um objeto geralmente são acompanhadas por mudanças 

bruscas de intensidade e mesmo em condições de luminosidade ruins, esta propriedade se 
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mantém. A representação baseada em contornos, por exemplo, geralmente utiliza bordas 

como propriedades. Existem diversos algoritmos capazes de extrair os limites de um objeto, 

os mais populares são o Operador de Sobel [56] e o detector de bordas Canny [57]. 

A cor é uma das características visuais mais intuitivas para se descrever um objeto, 

sendo capaz de discriminá-lo até mesmo em casos de oclusão parcial [58]. A representação 

baseada em histogramas, por exemplo, utiliza a intensidade de cor de cada pixel como 

propriedade. Entretanto, diferentemente das bordas, a cor é muito mais sensível a 

variações de luminosidade, ao tipo de ambiente e do objeto de interesse. 

A textura é uma propriedade que descreve a variação de intensidades de cor de um 

conjunto de pixels vizinhos. A representação por templates, por exemplo, pode utilizar a 

textura do objeto de interesse ao invés do próprio objeto como modelo, possibilitando um 

certo grau de resistência à variações de postura. Para utilizar a propriedade de textura, é 

necessário definir um descritor que servirá para quantificar propriedades como suavidade, 

regularidade e rugosidade de uma superfície. De acordo com Gonzalez, os principais 

descritores de textura são baseados em abordagens estatísticas, estruturais e espectrais 

[55]. 

3.2 Detecção do Objeto 

A detecção do objeto é a etapa responsável por identificar a região onde o objeto de 

interesse pode ser encontrado utilizando um conjunto de características conhecidas desse 

objeto. Segundo Yilmaz [59], é muito comum utilizar apenas informação do frame corrente 

para detecção, embora alguns métodos utilizem informações obtidas em uma sequência de 

imagens anteriores, de forma a reduzir falsos positivos. Os métodos mais comuns para 

realizar a detecção de objetos são baseados em remoção de fundo [60] e segmentação 

[61]. 

A remoção de fundo é uma técnica amplamente utilizada para detectar objetos 

móveis em vídeos [62]. O objetivo é aplicar a diferença entre a imagem corrente, 𝐼𝑐, e uma 

referência, 𝐼𝑟, e gerar uma imagem binária resultante, 𝐼𝑑, na qual um valor representa o 

fundo e outro representa o objeto de interesse, conforme a equação: 

𝐼𝑑(𝑥,𝑦) = {
 𝐼𝑐(𝑥,𝑦) = 𝐼𝑟(𝑥,𝑦)      , 1 

𝐼𝑐(𝑥,𝑦) ≠ 𝐼𝑟(𝑥,𝑦)      , 0
. (1) 
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A referência, comumente chamada de imagem de fundo, deve conter apenas a 

representação do cenário em que não há objetos móveis. Logo, é necessário obter um 

modelo de fundo inicial. Este modelo pode ser capturado quando os objetos não estiverem 

na cena, ou pode ser gerado a partir da media de intensidades em um conjunto de imagens 

[60]. A principal vantagem do primeiro modelo é que, em muitos casos, ele é mais facilmente 

obtido, porém não é muito útil em aplicações sujeitas a variações de iluminação. Já o 

segundo se adapta muito bem a variações de iluminação e ruídos, embora seja mais 

computacionalmente custoso. Este último muitas vezes é referenciado como modelo de 

fundo adaptativo. 

Assim como as técnicas baseadas em remoção de fundo, técnicas baseadas em 

segmentação também buscam particionar a imagem em regiões, porém, a diferença entre 

estas duas abordagens está no significado dessas regiões. Enquanto a remoção de fundo 

divide a imagem em objetos móveis e fundo da cena, a segmentação divide a imagem em 

regiões similares, ou regiões que compartilhem um dado conjunto de características. Dessa 

forma, se uma aplicação deseja detectar automóveis em um estacionamento, a remoção 

de fundo não faz distinção entre carros, pessoas, animais e aviões por exemplo. Por outro 

lado, técnicas baseadas em segmentação utilizam um conjunto de informações que 

descrevem o objeto de interesse para particionar apenas as regiões que mais se 

assemelham a este objeto. Arbeláez et al. [61], por exemplo, propôs um algoritmo para 

segmentação de imagens baseado na análise e hierarquização de contornos. Basicamente, 

o algoritmo é responsável por avaliar os contornos encontrados em uma imagem e 

agrupá-los em diferentes hierarquias, nas quais cada hierarquia representa um objeto 

diferente da cena. 

3.3 Rotulagem do Objeto 

Uma vez definido o conjunto de candidatos, a etapa de rotulagem é responsável por 

realizar a correspondência de um objeto identificado na imagem anterior com um candidato 

na imagem corrente. Algumas das abordagens mais populares para esta tarefa baseiam-se 

em Estimativas de Posição e em Busca por Caracteristicas. As seções a seguir apresentam 

estas abordagens. 

Abordagens baseadas em estimativas necessitam de informação prévia do cenário 

e do objeto, e lidam com a avaliação de diferentes hipóteses sobre as variáveis de interesse 

como posição, velocidade e aceleração, por exemplo. O principal algoritmo que utiliza esta 
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abordagem é o Filtro de Kalman [41] que utiliza um conjunto de medidas observadas ao 

longo do tempo para produzir estimativas a cerca de variáveis desconhecidas, levando em 

conta o possível ruído dessas observações. Essas variáveis podem ser compostas por um 

conjunto de informações que se deseja avaliar como, por exemplo, posição e velocidade 

de um determinado objeto. Para o Filtro de Kalman, esse conjunto de variáveis é 

denominado de estado e geralmente é referenciado como 𝑿𝑡. 

De acordo com Welch [63], o processo de utilização do Filtro de Kalman pode ser 

dividido em duas etapas: predição e correção. O primeiro passo é a geração de um estado 

inicial para as variáveis de interesse, denominado 𝑿𝑡
−. Com base em uma medida 

observada, 𝑧𝑡, é gerada a estimativa corrigida, denominada 𝑿𝑡
^. No tempo seguinte (𝑡 + 1), 

esta estimativa é usada como estimativa inicial e o processo recomeça. A estimativa inicial 

é comumente chamada de estado a priori, enquanto que a estimativa corrigida é chamado 

de estado a posteriori. No contexto de processamento de imagens, a medida observada 

(𝑧𝑡) pode ser gerada através do centro do blob, obtido por um processo de segmentação 

de imagens, por exemplo. 

Uma propriedade importante do Filtro de Kalman é o Ganho de Kalman. O Ganho 

de Kalman é uma função que procura minimizar a matriz de covariância do erro estimado. 

Quando o ganho é alto, o filtro confia mais nas medidas observadas que em sua estimativa 

inicial, e por consequência, corrige essa estimativa aproximando-a da observação. Por 

outro lado, quando o ganho é baixo, a correção não diverge muito da estimativa inicial. 

É necessário ainda, definir um conjunto de informações básicas adicionais para que 

o método seja capaz de estimar as variáveis de interesse. Este conjunto de informações 

pode ser visualizado na Tabela 2. 

Ao contrário de abordagens baseadas em estimativas, abordagens baseadas na 

busca por características necessitam avaliar cada imagem para identificar o objeto, muitas 

vezes em cenários complexos. Para tanto, é definido um conjunto de características que é 

utilizado para diferenciar o objeto de interesse do restante do cenário. Os principais 

algoritmos nessa categoria, descritos na literatura, são CAMShift [64] e SURF [65]. 
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Tabela 2 - Conjunto de informações que compõem o filtro de Kalman para Rastreamento 

Simbolo Descrição Exemplo 

𝐴𝑡 Modelo que descreve a transição de 
estado no instante de tempo t 

Equação do movimento retilíneo 
uniformemente variado(MRUV) 

𝐻𝑡 Modelo que descreve as observações 
no instante de tempo t 

Algoritmo que obtém a posição 
de um objeto em movimento na 
cena, o qual é um candidato ao 
objeto de interesse 

𝑄𝑡 Covariância que descreve o ruído no 
processo de estimativa no instante de 
tempo t 

Percentual de confiança na 
estimativa obtida pelo modelo  

𝑅𝑡 Covariância que descreve o ruído na 
medida observada no instante de 
tempo t 

Percentual de confiança na 
estimativa obtida pela observação 

Proposto por Gary Bradski em 1998, o CAMShift é uma expansão do algoritmo 

mean-shift para tratar distribuições de probabilidade capazes de mudar ao longo do tempo 

[64]. No contexto de processamento de imagens, a distribuição de probabilidades é 

representada através do histograma do objeto de interesse, que pode mudar de acordo com 

o deslocamento do objeto na cena ou, também, devido a características extrínsecas ao 

objeto como, por exemplo a iluminação da cena, o ruído presente na sequência de imagens 

e o processo de digitalização.  

Inicialmente, o método foi proposto para a detecção de faces em imagens utilizando 

apenas a informação referente à matiz, ignorando os outros canais do espaço de cores 

HSV(matiz, brilho e valor). O método, entretanto, pode ser utilizado com os outros canais 

[66]. 

Em linhas gerais, o algoritmo começa obtendo o histograma de uma janela retangular 

centrada na posição inicial do objeto. Na imagem subsequente, o algoritmo expande a 

região de busca e procura pela janela de maior semelhança local com o histograma e move 

a região de busca para o centro desta janela. Este processo é repetido até que o pico de 

semelhança seja obtido ou um limite pré definido de iterações seja atingido. O algoritmo foi 

elaborado de forma que a janela de busca seja ajustada a cada iteração para suportar 

mudanças no tamanho e orientação do objeto de interesse.  

O Speed Up Robust Feature (SURF) é um método desenvolvido pelo pesquisador 

Herbert Bay para a detecção de pontos de interesse em uma imagem e extração de um 

vetor de características que descreve estes pontos [65]. Dessa forma, extraindo-se um vetor 
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de características do objeto e outro vetor do cenário, o objetivo é encontrar o objeto na cena 

através da identificação, no vetor do cenário, das característricas do vetor do objeto [67]. 

Uma das grandes vantagens desse método é sua capacidade de encontrar o objeto de 

interesse mesmo que esse se encontre em orientação e escala distintas das extraídas 

inicialmente. 

Para a definição dos pontos de interesse, o detector busca na imagem por 

informações como blobs e fronteiras, através de operadores baseados na divergência do 

gradiente de uma imagem, como a aproximação do Laplaciano da Gaussiana(LoG) pela 

Diferença de Gaussianas(DoG) [68] por exemplo, com a vantagem de encontrar o espaço-

escala [69] da imagem, propriedade necessária para tratar variações no tamanho de 

objetos. Os pontos que se destacam nos blobs e fronteiras detectados, são escolhidos 

como pontos de interesse. Para cada ponto de interesse detectado, o SURF aplica a 

transformada de Haar 𝑫 [70] nos eixos horizontal (𝑫𝒙), vertical (𝑫𝒚) e constrói um vetor que 

os descreve. Ao final desse processo, o conjunto de vetores obtido é agrupado em um vetor 

final e, a partir deste ponto, este último estará pronto para ser comparado com um outro 

vetor com o objetivo de relacionar pontos de interesse correspondentes. 
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4 AVALIAÇÃO DE MÉTODOS DE RASTREAMENTO APLICADOS A 

PEIXES 

A fim de avaliar a acurácia dos métodos apresentados na seção 3.3, no contexto de 

rastreamento de cardumes, foram conduzidos testes em dois cenários distintos. Estes 

cenários foram obtidos no Instituto de Toxicologia e Farmacologia da Pontifícia 

Universidade Católica do Rio Grande do Sul. 

O primeiro cenário utilizado contém apenas um peixe em um aquário e um segundo, 

dez peixes. Em ambos os experimentos, foi utilizada uma câmera capturando imagens com 

resolução de 720x640, a uma taxa média de 30 quadros por segundo, por um período de 

aproximadamente 5 minutos. 

As imagens das Figura 12 ilustram alguns quadros retirados do vídeo com um peixe 

e com múltiplos peixes. No primeiro cenário, uma câmera foi posicionada aproximadamente 

50cm a frente de um aquário. Este aquário possui um peixe adulto da espécie peixe-zebra 

que mede cerca de 3 a 4 centímetros de comprimento e possui coloração escura. Devido 

ao posicionamento da câmera e do vidro na parte frontal no aquário, é possível ver o reflexo 

de um pesquisador em algumas imagens. 

  

Figura 12 - Imagens retiradas do primeiro cenário 

Já no segundo cenário, a câmera está posicionada cerca de 50cm acima de um 

aquário com 10 peixes adultos da espécie peixe-zebra e de coloração ainda mais escura 

que os anteriores. Neste cenário, não há reflexos na região frontal da imagem pois o aquário 

é aberto em sua parte superior. 
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Figura 13 - Imagens retiradas do segundo cenário 

Para realizar os testes, foram utilizadas as implementações existentes na biblioteca 

OpenCV versão 2.4.6 para cada um dos métodos apresentados no capítulo 3.3. Nas seções 

4.1.1 , 4.1.2  e 4.1.3  são apresentados, respectivamente, testes utilizando o método 

CAMShift, Filtro de Kalman e SURF. 

4.1.1  CAMShift 

De acordo com a implementação do método CAMShift na biblioteca OpenCV, o 

histograma do objeto é obtido na primeira iteração do algoritmo. Logo, a janela fornecida 

inicialmente deve estar centrada no objeto de interesse. Buscando reduzir problemas de 

variação de luminosidade e ruído, a implementação usada como refêrencia agrupa as 

intensidades dos histogramas em 16 niveis distintos. Para comparar a similaridade dos 

histogramas, foi utilizado o operador de correlação linear,  

em que, 𝐻1 e 𝐻2 representam os histogramas do peixe e do cenário respectivamente e 𝑖 

representa uma intensidade do histograma. O operador de correlação utilizado não é 

necessariamente o mesmo utilizado na implementação do CAMShift, este é utilizado 

apenas para fins ilustrativos. 

Inicialmente, os histogramas foram construídos utilizando a Matiz do espaço de 

cores HSV, conforme a proposta original do método, o que não apresentou resultados 

satisfatórios. Acredita-se que estes resultados se devem, principalmente, à baixa qualidade 

das imagens utilizadas e a coloração escura do animal. Dessa forma, optou-se por utilizar 

o canal Valor ao invés da Matiz para produzir os histogramas, o que produziu melhores 

resultados, conforme descrito a seguir. 

d(H1, H2) =
∑ (H1(i) − H1

−)(H2(i) − H2
−)i

√∑ (H1(i) − H1
−)2i ∑ (H2(i) − H2

−)2i

, (2) 
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No teste realizado com um único peixe, o CAMShift apresentou resultados positivos 

para identificar o animal e manter a correspondência ao longo do experimento. Conforme 

se pode observar na Figura 14, ocorre uma predominância de índices de correlação acima 

de 80% e, mesmo quando o índice é baixo, por exemplo em T90, as iterações seguintes 

tendem a convergir sempre ao pico de similaridade. 

 

Figura 14 - Conjunto de dados obtidos através do método CAMShift para rastrear um 
único peixe. 

Após a execução do teste com um peixe, foram realizados testes com o vídeo de 

múltiplos peixes. Estes testes não apresentaram resultados bons, pois a janela de busca 

tende a divergir do animal quando um segundo animal se aproxima, como pode ser visto 

na Figura 15. 
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Figura 15 - Ilustração da janela de busca divergindo quando outros animais se 
aproximam. 

4.1.2  Speed-Up Robust Features 

Como mencionado na seção 3.3 o método SURF consiste em uma etapa de 

detecção de regiões de interesse e uma etapa de extração de um vetor de características 

do objeto de interesse e um do cenário. Para obter o conjunto de regiões de interesse e o 

vetor de características do animal em cada cenário, foram obtidas duas imagens, uma para 

cada cenário, nas quais aparece somente um peixe, como pode ser visto na Figura 16. Já 

as informações referentes ao cenário são obtidas em cada imagem da sequência. 

 

Figura 16 - Imagens capturadas de peixes em ambos os cenários. (a) cenário com um 
peixe, (b) cenário com múltiplos peixes 

Os testes iniciais conduzidos com o método SURF apresentaram resultados ruins 

para o cenário com um único peixe. Observou-se que estes resultados se dão, em grande 

parte, devido às características naturais do animal em questão. Como o peixe-zebra é um 

animal pequeno e de coloração bastante escura, o detector não é capaz de extrair uma 
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quantidade suficiente de regiões de interesse para identificar o animal na primeira etapa. 

Nas imagens da Figura 17, por exemplo, é possível observar que nenhuma das regiões  

detectadas são referentes ao animal e, consequentemente, o vetor de características 

extraído não é capaz de detectá-lo. Visto que o teste com um peixe não apresentou bons 

resultados, não foram realizados testes no cenário com múltiplos peixes. 

   

T0 T4 T5 

Figura 17 - Conjunto de imagens obtidas através do método SURF para o rastreamento 
de um peixe. 

4.1.3  Filtro de Kalman 

Como mencionado na seção 3.3, o filtro de Kalman é composto por um conjunto de 

equações capazes de inferir o estado de variáveis desconhecidas com base em 

observações realizadas ao longo do tempo. Para tanto, deve-se definir o conjunto de 

variáveis que se deseja avaliar, o método para obtenção das medidas observadas e as 

informações apresentadas na Tabela 2. 

Por se tratar de rastreamento, foram escolhidas como variáveis para compor o 

modelo, as seguintes grandezas: a posição nos eixos 𝑥, 𝑦 do plano cartesiano e a 

velocidade linear em ambos os eixos, 

na qual 𝑝𝑥𝑡, 𝑝𝑦𝑡 representam a posição do animal no instante de tempo 𝑡, 𝑝𝑥𝑡 e 𝑝𝑦𝑡 

representam sua velocidade e 𝑿𝑡 representa o estado do peixe. 

Para a obtenção das medidas observadas foram avaliadas duas abordagens 

baseadas em remoção de fundo: a primeira consiste em uma técnica de remoção de fundo 

por diferença de frames e, a segunda, a mesma técnica porém, realçada através de um 

operador laplaciano. Na Figura 18, são ilustrados blobs capturados em imagens contendo 

diversos peixes em um aquário, após a aplicação das duas técnicas de segmentação 

𝑋𝑡 = {𝑝𝑥𝑡, 𝑝𝑦𝑡, 𝑣𝑥𝑡 , 𝑣𝑦𝑡}. (3) 
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mencionadas. É possível observar que a segunda técnica produz blobs mais precisos, 

sendo por isto, a técnica escolhida para a obtenção das medidas observadas. 

Região da Imagem 
Original 

Técnica de remoção de 
fundo 

Técnica de remoção 
de fundo + Laplaciano 

   
(a) (b) (c) 

   
(d) (e) (f) 

   
(g) (h) (i) 

Figura 18 - Comparação entre blobs obtidos por duas técnicas distintas. 

Após a definição do método para obtenção das medições, deve-se ainda definir as 

informações apresentadas na Tabela 2. Dadas as variáveis de interesse, buscou-se um 

modelo de transição que seja capaz de inferir a posição futura do animal com base em sua 

posição e velocidade no passado, além de manter sua velocidade constante. O seguinte 

modelo de transição foi utilizado: 

Já o modelo de observação, consiste nas medidas observadas obtidas através do método 

de segmentação, 

em que Zp é um ponto que representa um determinado blob. 

𝐴𝑡 =

{
 

 

   

𝑝𝑥𝑡 = 𝑝𝑥,𝑡−1 + 𝑣𝑥,𝑡−1
𝑝𝑦𝑡 = 𝑝𝑦,𝑡−1 + 𝑣𝑦,𝑡−1
𝑣𝑥𝑡 = 𝑣𝑥,𝑡−1 + 𝑣𝑦,𝑡−1
𝑣𝑦𝑡 = 𝑣𝑦,𝑡−1 + 𝑣𝑦,𝑡−1

. (4) 

𝐻𝑡 =

{
 

 
   

𝑝𝑥𝑡 = Zp𝑥𝑡
𝑝𝑦𝑡 = Zp𝑦𝑡
𝑣𝑥𝑡 = 0     ,
𝑣𝑦𝑡 = 0     .

, (5) 
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Por fim, deve-se definir o possível ruído que as estimativas de ambas as etapas de 

predição e correção podem produzir. Nos testes realizados, adotou-se um percentual de 

confiança de 95% tanto na estimativa inicial quanto na medida observada. 

Após a definição das informações mencionadas, o filtro de Kalman foi aplicado ao 

cenário com um peixe, apresentando estimativas precisas da posição do animal. Isto se 

deve, em grande parte, aos dados da observação, provenientes do método de detecção de 

blobs, que é capaz de separar o peixe do restante do cenário muito claramente e 

consequentemente fornecer observações precisas da posição do animal. Na Figura 19, são 

apresentadas imagens obtida após executar o filtro de Kalman em diferentes instantes de 

tempo. 

  

T0 T30 

  
T60 T90 

Figura 19 - Conjunto de dados obtidos através do filtro de Kalman para rastrear um único 
peixe. 

A seguir foi realizado o teste do filtro de Kalman com o vídeo do aquário com 10 

peixes. Para tanto, é necessário modificar o algoritmo que fornece a observação da próxima 

posição do peixe que está sendo rastreado. No cenário com um único peixe o processo de 

segmentação gera apenas 1 blob, cuja posição central é usada como a observação. No 

caso de um aquário com 10 peixes, esta segmentação poderá gerar até 10 blobs distintos 

e um deles deverá ser escolhido como sendo a nova observação. Para esta escolha 

utilizou-se como métrica o blob mais próximo da estimativa de posição para o quadro atual. 

Após o ajuste no algoritmo, foram realizados testes do filtro de Kalman com múltiplos 

peixes. Os resultados obtidos neste segundo cenário não foram satisfatórios, pois a 

referência de um peixe é ser perdida quando um ou mais peixes se cruzam. Na Figura 20, 

este problema pode ser visualizado com o peixe de marcador circular nos instantes de 

tempo T5 e T13 e com o peixe de marcador retangular nos instantes de tempo T13 e T17. 
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Apesar deste problema, é possível notar um aspecto interessante no uso do filtro de 

Kalman, nos instantes de tempo T0 e T8. O peixe representado pelo marcador retangular 

mantém a correta identificação do animal mesmo com peixes muito próximos. 

 

Figura 20 - Conjunto de imagens obtidas através do filtro de Kalman para rastrear 
múltiplos peixes 

Considerando que o problema relacionado a perda de referência pode estar 

associado a métrica que escolhe a observação correta para cada instância do filtro, é 

possível adaptar esta métrica para utilizar a estimativa do filtro em questão ao invés de 

corrigi-la com uma observação imprecisa. Na Figura 21, é possível observar que após esta 

adaptação, o peixe de marcador  circular, ainda assim, perdeu sua referência a partir de 

T7. Em contrapartida, o peixe de marcador retangular mantêm sua referência desde o início, 

diferentemente do que ocorria no instante de tempo T17 da Figura 20. 
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Figura 21 - Conjunto de imagens obtidas após adaptação do Filtro de Kalman para o 
rastreamento de múltiplos animais. 

4.1.4  Análise dos Resultados 

Nos testes apresentados, foi avaliada a acurácia dos métodos de rastreamento e 

observou-se que, todos os três métodos sofreram com o problema de oclusão entre peixes. 

Os métodos baseados em intensidades de cor(CAMShift e SURF), por exemplo, não 

apresentaram resultados satisfatórios, sendo que o SURF apresentou resultados ruins 

mesmo com o aquário de um único peixe. O Filtro de Kalman, por outro lado, apresentou 

melhores resultados, embora não tenha sido capaz de manter a identidade dos peixes por 

muitos frames. 

Os resultados ruins do método SURF se devem, em grande parte, à baixa 

quantidade de detalhes na coloração da espécie de peixes utilizada nos testes. Já o método 

CAMShift, obteve resultados bons no primeiro cenário, porém, na presença de mais animais 

no aquário, o método não foi capaz de manter a identidade do peixe por muitos frames. 

Neste cenário, observou-se que a janela de busca do algoritmo não era corretamente 
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redimensionada quando outros animais se aproximavam. Além disso, observou-se que a 

janela de busca deveria ser mais compacta de forma a minimizar o risco de falsos positivos. 

Por estas razões, não foi possível observar o potencial das técnicas CAMShift e 

SURF nos testes realizados. Como estas técnicas se baseiam nas intensidades das 

imagens, o ruído presente nas imagens utilizadas e a possibilidade dos animais ficarem 

próximos uns dos outros tiveram um impacto muito significativo na precisão dos métodos. 

O Filtro de Kalman apresentou resultados satisfatórios no primeiro cenário. Já no 

cenário de múltiplos peixes, os resultados obtidos não foram bons, pois as observações 

obtidas nem sempre apontavam para o indivíduo correto, o que degrada o desempenho do 

método. Entretanto, o Filtro de Kalman mostrou-se uma abordagem bastante interessante, 

pois a precisão da técnica independe da qualidade das imagens. Logo, ao aumentar a 

confiabilidade destas observações, a técnica tende a apresentar resultados mais precisos. 

No que diz respeito à geração das observações, o maior desafio encontrado nos 

testes iniciais foi o tratamento de oclusão no cenário com vários peixes pois, como o 

peixe-zebra é uma espécie naturalmente ativa em cardumes, os peixes tendem a se cruzar 

com bastante frequência ao longo do experimento. Nas imagens da Figura 22, por exemplo, 

é possível observar algumas ocorrências de oclusão retiradas do vídeo com múltiplos 

peixes. Algumas vezes, como na Figura 22c, o cruzamento se dá por quatro peixes, 

produzindo uma diferença entre a quantidade de estimativas e a quantidade de 

observações. Essa diferença faz com que haja mais de uma estimativa apontando para um 

mesmo blob na imagem. 

   
(a) (b) (c) 

Figura 22 - Exemplo de blobs em que há oclusão ou sobreposição entre peixes no 
aquário. 
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5 MÉTODO DESENVOLVIDO 

Os métodos de rastreamento que utilizam abordagens 2D, em trabalhos anteriores, 

apresentaram problemas ao rastrear grupos de peixes. O maior problema é manter a 

identidade correta de cada indivíduo ao longo do experimento devido às constantes 

oclusões que acontecem entre dois ou mais indivíduos. Esse problema é agravado quando 

os métodos são aplicados em experimentos com mais peixes [33]. Já os métodos de 

rastreamento que utilizam técnicas 3D, apresentam melhores resultados pois estes 

exploram mais de uma visão do aquário para um mesmo frame. Estes métodos, entretanto, 

necessitam de um extenso período de calibração para posicionar os espelhos, lâmpadas 

ou câmeras. 

Além disso, dos métodos de rastreamento avaliados na seção 4, nenhum apresentou 

resultados satisfatórios para manter a identidade dos animais, também, devido a situações 

de oclusão. Os métodos baseados em intensidades de cor perderam facilmente a 

identidade, antes mesmo dessas situações. O Filtro de Kalman, por sua vez, foi capaz de 

manter a referência de um peixe quando outros se aproximaram, somente perdendo-a em 

casos de oclusão. Pela literatura, observa-se que este método é, de fato, bastante comum 

em tarefas de rastreamento de objetos, inclusive de peixes. No trabalho de Zhu e Weng 

[18], por exemplo, o Filtro mantêm o rastro de cada peixe nas imagens provenientes da 

câmera e de seus respectivos reflexos nos espelhos. Já no trabalho de Wu et al. [19], o 

Filtro mantêm o rastro de cada animal nas imagens de ambas as câmeras. 

Com base nestas observações, o método desenvolvido nesse trabalho consiste em 

uma abordagem 2D e tem o objetivo de rastrear cada peixe de um cardume e tratar casos 

de oclusão através do particionamento de um blob que contenha mais de um peixe. Não 

está no escopo deste trabalho identificar automaticamente a quantidade de peixes no 

aquário, logo, para os testes realizados, esta informação é sabida a priori. 

Para rastrear os peixes do aquário, foi utilizado o Filtro de Kalman. Dado que cada 

animal tem suas próprias características de movimentação, como aceleração, velocidade e 

direção, a cada um deles é associada, no primeiro frame do vídeo, uma instância do Filtro 

de Kalman.  

A partir deste ponto, quando dois ou mais peixes estiverem sobrepostos na imagem, 

haverá mais instâncias do Filtro de Kalman do que peixes na imagem do aquário, o que 

pode fazer o Filtro trocar a referência dos animais envolvidos ou simplesmente perdê-las. 
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Para evitar este problema, uma técnica de particionamento de blobs é proposta com o 

objetivo de separar os peixes. 

Uma técnica de particionamento de blob similar a utilizada no presente trabalho foi 

proposta por Kato et al. [16]. No método, são realizadas sucessivas operações morfológicas 

de erosão até que a região do candidato seja dividida em duas. Após a divisão, cada 

sub-região passa a representar a posição do peixe mais próximo e a mesma quantidade de 

operações de dilatação é realizada com o intuito de recuperar a área original. 

A técnica de particionamento desenvolvida neste trabalho difere da técnica proposta 

por Kato et al. [16], principalmente no resultado obtido com as operações morfológicas. 

Enquanto aqueles autores obtêm a posição de cada peixe após aplicar operações de 

erosão, neste trabalho a ideia é reconstruir a área de cada peixe, com base na área do 

candidato. Dessa forma, é possível corrigir a estimativa do Filtro de Kalman com as 

informações obtidas por essas novas áreas e produzir estimativas mais confiáveis para o 

próximo frame. 

5.1 Resumo do Método 

O diagrama completo do método desenvolvido está apresentado na Figura 23. Este 

método pode ser dividido em quatro etapas. Na primeira etapa, Detecção de Blobs e 

Extração de Características, uma técnica de remoção de fundo é responsável por separar 

os peixes do restante do cenário. Dessa forma, cada peixe passa a ser representado por 

um blob na imagem. A partir desses blobs, um conjunto de informações é obtido com o 

intuito de caracterizar e diferenciar um dado peixe dos demais. A Figura 24 ilustra um 

exemplo de peixes detectados em uma imagem. A cada blob é associada uma instância do 

Filtro de Kalman, com o objetivo de utilizar o histórico da posição e da velocidade do animal, 

para estimar sua nova posição. 
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Figura 23 - Diagrama do método proposto. 

No frame inicial, qualquer blob pode ser associado a qualquer instância do Filtro. 

Porém, nos frames subsequentes, existe apenas um blob que pode ser associado a uma 

dada instância do Filtro. Por conta disso, a segunda etapa do algoritmo, Seleção do Melhor 

Blob-Candidato, é executada a partir das propriedades extraídas de cada peixe na etapa 

anterior. Nesta segunda etapa, são utilizados dois métodos para selecionar qual blob é 

associado a qual instância do filtro de Kalman. O primeiro é baseado na intersecção de 

blobs e o segundo é baseado no blob mais próximo. 

 

Figura 24 - Exemplo de peixes detectados na etapa 1 do algoritmo. 

Sempre que ocorrer oclusão entre peixes, o número de blobs-candidatos será menor 

que o número de instâncias do filtro, resultando em duas ou mais instâncias apontando 

para um mesmo candidato, conforme exemplo da Figura 25. Neste caso, a terceira etapa, 

Particionamento de Blob, é iniciada para particionar o blob-candidato em tantos blobs 

quantas forem as instâncias envolvidas na oclusão. O particionamento do candidato é 

realizado de acordo com a área e a orientação do peixe, armazenadas no histórico de cada 

instância. 
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Figura 25 - Exemplo de situação em que há mais instâncias do Filtro de Kalman que 
blobs-candidatos. 

Quando houver apenas uma instância para cada blob-candidato, a etapa de 

Pós-Processamento é responsável por corrigir a estimativa de cada instância e seus 

respectivos históricos, com as informações do blob-candidato no frame atual. 

5.2 Detecção de Blobs e Extração de Características 

Os peixes são identificados em cada frame utilizando uma técnica de remoção de 

fundo. Como o cenário de fundo não muda bruscamente durante o experimento, um modelo 

de fundo foi obtido antes de iniciar o processo de rastreamento e o mesmo modelo foi 

utilizado até o fim do vídeo. Na Figura 26 pode-se observar um exemplo de um modelo de 

fundo obtido de um aquário com dimensões 30 x 10 x 30 cm(largura, altura e comprimento). 

 

Figura 26 - Modelo de fundo capturado no início do processo de rastreamento. 

Ao comparar o modelo de fundo com o frame atual, um conjunto de blobs 𝐶𝑡 é 

destacado na imagem. Neste conjunto, 𝑡 representa o instante de tempo em que os blobs 
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foram obtids. Dentre esses blobs estão tanto os blobs dos peixes quanto blobs ruidosos, 

provenientes de variações na iluminação ou do próprio dispositivo de captura, por exemplo, 

conforme o exemplo da Figura 27. 

 

Figura 27 - Resultado da técnica de remoção de fundo. 

Com o objetivo de remover os blobs ruidosos do conjunto 𝐶𝑡, o tamanho e a coloração 

do peixe-zebra são utilizados como critério. Blobs resultantes da reflexão da luz, como pode 

ser visto na Figura 28, apresentam pixels com intensidades muito altas e, portanto, um 

processo de limiarização é capaz de remove-los sem afetar os blobs pertencentes aos 

peixes. Também, são descartados blobs cuja área é menor que um valor definido 

empiricamente(50 pixels para os vídeos testados), conforme a Figura 29. 

 

Figura 28 - Exemplo de blobs ruidosos devido a reflexão da luz  

Para cada blob 𝐶𝑖𝑡 obtido após o processo de segmentação, em que 𝑖 representa o 

índice do blob no conjunto 𝐶𝑡, são extraídas as propriedades de área, mediana geométrica 

e orientação, que serão utilizadas nas próximas etapas do algoritmo. Estas propriedades 

são armazenadas no histórico do blob tão logo este seja associado a uma instância do Filtro 

de Kalman. 



64 

 

 

Figura 29 - Exemplo de blobs pequenos 

A área é definida pela quantidade de pixels contíguos do blob e será usada para 

restringir a expansão do blob na etapa de Particionamento de Blob. A mediana geométrica, 

que servirá para representar a posição do peixe, é calculada conforme segue. Dado um 

conjunto de pontos bidimensionais 𝑃, que representam um dado blob na imagem 

segmentada, e sendo 𝑛 o número de elemento de 𝑃, a ideia é encontrar o ponto 𝑀, tal que 

𝑀 possua a menor distância para todos os elementos do conjunto 𝑃, conforme abaixo. 

Outros trabalhos como de Jianhui et al. [71] e Wang [72] utilizam o Centroide do blob 

para representar a posição. Esta medida entretanto, por vezes produz posições fora dos 

limites do blob propriamente dito, conforme os exemplos da Figura 30. 

 

Figura 30 - Comparação entre Centroide e Mediana Geométrica 

Para determinar a orientação de um peixe, são calculados dois vetores que partem 

da mediana geométrica em direção aos extremos opostos do blob, Figura 31. Estes pontos 

são definidos como sendo os dois pontos 𝐸1 e 𝐸2, tal que a distância entre eles é máxima, 

conforme segue: 

𝑀 = min
M∈ 𝑃

∑ ‖𝑃𝑖 −𝑀‖
𝑛

𝑖=0
. (6) 
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na qual 𝑃 representa o conjunto de pontos bidimensionais que formam o blob. 

Após extrair as propriedades de cada blob da imagem, o processo de seleção do 

melhor blob-candidato para cada instância do Filtro de Kalman é iniciado. 

 

Figura 31 - Mediana Geométrica e Orientação de um Blob 

5.3 Seleção do Melhor Blob-Candidato 

Deste ponto em diante, os blobs da imagem segmentada no frame atual, 𝐶𝑖𝑡, serão 

referenciados como blobs-candidatos, para diferenciá-los dos blobs armazenados no 

histórico de cada instância do Filtro de Kalman, que são chamados de 𝐵𝑗𝑡 Os passos 

seguidos para selecionar o melhor blob-candidato, 𝐶𝑖𝑡, para cada instância 𝐾𝑗 do Filtro de 

Kalman, são explicados a seguir. 

No primeiro frame(𝑡 =  0), cada blob-candidato 𝐶𝑖0 é associado a uma única 

instância do Filtro de Kalman. Nos frames subsequentes(𝑡 >  0), cada instância 𝐾𝑗 é 

responsável por produzir uma estimativa 𝑿𝑗𝑡
−  que será a principal medida utilizada para a 

seleção do seu melhor candidato. Além dessa medida, o blob 𝐵𝑗,𝑡−1, associado à instância 

𝐾𝑗 no frame anterior, também é utilizado. 

A partir destas informações, o blob 𝐵𝑗,𝑡−1  (Figura 32a) é transladado de forma que 

sua mediana geométrica fique alinhada com a estimativa inicial 𝑿𝑗𝑡
− , conforme ilustrado na 

Figura 32b. O resultado dessa translação é o blob inicial 𝐵𝑗𝑡
−, destacado na Figura 32c. A 

seguinte equação resume o processo de obtenção do blob 𝐵𝑗𝑡
−, 

max
𝐸1∈ 𝑃,   𝐸2∈ 𝑃

‖𝐸1 − 𝐸2‖, (7) 
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em que 𝑀𝑗,𝑡−1 é a mediana geométrica do blob 𝐵𝑗,𝑡−1. 

 

Figura 32 - Processo de translação do blob obtido no frame anterior. 

Após a obtenção do blob inicial 𝐵𝑗𝑡
−, dois métodos são utilizados para a seleção do 

melhor blob-candidato. No primeiro método, a ideia é escolher um blob-candidato cuja 

intersecção com o blob 𝐵𝑗𝑡
− é máxima. Para este propósito, avalia-se a intersecção do blob 

𝐵𝑗𝑡
−  com cada blob-candidato 𝐶𝑖𝑡, conforme a equação: 

A Figura 33 ilustra um exemplo em que o método de intersecção é utilizado para 

selecionar o melhor blob-candidato. Neste exemplo, existem dois candidatos, identificados 

como 𝐶1t e 𝐶2t na Figura 33a. A partir do blob 𝐵j,t−1, Figura 33b, realiza-se a translação 

descrita na equação 8 (Figura 33c), obtendo-se o blob inicial 𝐵𝑗𝑡
− (Figura 33d). 

Como existem dois candidatos, determinam-se as intersecções entre 𝐵𝑗𝑡
− e 𝐶1t, e 

entre 𝐵𝑗𝑡
− e 𝐶2t (Figura 33e), concluindo-se que a intersecção com 𝐶1t apresenta uma área 

de sobreposição superior à área de 𝐶2t. Neste caso, o blob 𝐶1t é selecionado como 

blob-candidato. 

𝐵𝑗𝑡
− = 𝐵𝑗,𝑡−1 + (𝑿𝑗𝑡

− − 𝑀𝑗,𝑡−1), (8) 

𝐶𝑖𝑡 = max
𝐶𝑖𝑡∈ 𝐶𝑡

(𝐵𝑗𝑡
−  ∩  𝐶𝑖𝑡). (9) 
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Figura 33 - Processo de seleção de blobs realizado através do método de 
intersecção. 

Para os casos em que há uma intersecção não-vazia, o blob-candidato 𝐶𝑖𝑡 é atribuído 

para sua respectiva instância 𝐾𝑗 do Filtro de Kalman. Entretanto, nem a equação 9, nem a 

estimativa 𝑋𝑗𝑡
− garantem que haverá um blob-candidato 𝐶𝑖𝑡 que interseccione 𝐵𝑗𝑡

−, como no 

exemplo da Figura 34. Nestes casos, o blob-candidato é dado pelo segundo método, que 

consiste em selecionar o candidato cuja mediana geométrica, 𝑁𝑖𝑡, estiver mais próxima da 

estimativa 𝑿𝑖𝑡
− . A equação  

descreve este segundo método, em que 𝑖 é o índice do blob no conjunto 𝐶𝑡 e 𝑛 é o tamanho 

desse conjunto. A Figura 35 ilustra um exemplo similar ao anterior, porém, com o uso do 

método baseado no blob mais próximo. Neste exemplo, é possível observar que o método 

baseado na distância, seleciona o blob mais próximo de 𝐵𝑗𝑡
−, que, neste caso, corresponde 

ao blob 𝐶1t (Figura 35f). 

𝐶𝑖𝑡 = min
𝑖≥0,   𝑖<𝑛

|𝑁𝑖𝑡 − 𝑿𝑗𝑡
− | (10) 
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Figura 34 - Processo de seleção de blobs com base no blob mais próximo. 

Ao final desta etapa, cada instância 𝐾𝑗 terá um blob 𝐶𝑖𝑡 associado a ela. Isto 

entretanto, não garante que todas as instâncias estejam associadas a um blob diferente, 

pois pode ter ocorrido alguma sobreposição entre os peixes, como no exemplo da Figura 

35. Neste caso, a etapa de Particionamento de Blob é iniciada. 

5.4 Particionamento de Blob 

Em resumo, o objetivo do processo de particionamento é dividir um blob que tenha 

sido selecionados para duas ou mais instâncias do Filtro de Kalman (Figura 35a-c), a fim 

de obter um blob diferente para cada uma. Neste trabalho, o particionamento é realizado 

através de sucessivas operações morfológicas de dilatação que aumentam a área de 

ocupação de cada blob a partir de uma região inicial, até que a área histórica desses blobs 

seja alcançada. 
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Figura 35 - Exemplo de dois Filtros de Kalman apontando para um o mesmo 
blob-candidato. 

O primeiro passo da etapa de particionamento consiste em definir a região inicial de 

cada blob. Os mesmos passos de translação e intersecção realizados para selecionar o 

melhor blob-candidato, são usados para definir esta região, conforme as imagens (c), (d), 

(e) e (f) da Figura 35. O que interessa nesta etapa do algoritmo é apenas a região 𝐵𝑗𝑡
^  em 

que os blobs 𝐵𝑗𝑡
− e 𝐶𝑖𝑡 se sobrepõem, conforme a equação: 

Uma vez obtido o blob 𝐵𝑗𝑡
^

, inicia-se um processo de dilatação morfológica [73] da 

área deste blob. Para esta operação poderia ser escolhido um elemento estruturante fixo, 

como na abordagem de [16]. Entretanto, para objetos alongados, deformáveis e que podem 

assumir orientações diversas, como os peixes-zebra, esta abordagem pode não ser 

interessante, como se pode ver na Figura 36. No exemplo, a ideia é obter o peixe ilustrado 

em (a), a partir da região inicial destacada em (b). Para tanto, os elementos estruturantes 

(c) e (d) são aplicados na região inicial e os resultados são ilustrados, respectivamente, nas 

𝐵𝑗𝑡
^ = 𝐵𝑗𝑡

−  ∩  𝐶𝑖𝑡. (11) 
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imagens (e) e (f). É possível perceber que em ambos os casos, esses elementos  

estruturantes distorcem a forma original do animal. 

De modo a preservar a geometria do blob, o processo de expansão é realizado com 

base em dois critérios. O primeiro consiste em restringir a direção de expansão do blob de 

acordo com os seus vetores de orientação, calculados na seção 5.2. Esta orientação irá 

definir, dinamicamente, qual a forma do elemento estruturante a ser usado na dilatação. 

Essa restrição pretende que a forma do peixe no frame atual, se mantenha coerente com a 

sua forma obtida no frame anterior. Embora o peixe possa mudar sua direção ao longo do 

percurso, essa mudança não chega a ser significativa entre dois frames consecutivos. O 

segundo critério consiste em manter a área desse blob próxima da área que esse animal 

apresenta ao longo do experimento. 

 

Figura 36 - Exemplo de expansão de um blob de um peixe-zebra com diferentes 
elementos estruturantes. 
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A escolha do elemento estruturante é realizada a partir de um ciclo trigonométrico 

dividido em oito regiões igualmente espaçadas em intervalos de 45º, conforme a Figura 37. 

Cada região do ciclo define uma orientação possível para um peixe e, consequentemente, 

possui uma máscara associada. Como um blob possui duas orientações, são usadas duas 

máscaras, 𝑀𝑠𝑘1 e 𝑀𝑠𝑘2, para realizar sua expansão. 

 

Figura 37 - Ciclo trigonométrico utilizado para definir o elemento estruturante de um blob. 

Na Figura 38, são ilustrados alguns exemplos de blobs com seus respectivos 

elemento estruturantes para a dilatação. Em cada exemplo, o ciclo trigonométrico é 

posicionado sobre a mediana geométrica do blob e, então, avalia-se em quais direções os 

vetores orientação apontam. 
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Figura 38 - Exemplos do método de seleção de máscaras de expansão. 

Após a seleção dos elementos estruturantes, o processo de expansão é iniciado 

para cada um dos blobs 𝐵𝑗𝑡
^ . 

Inicialmente, cada pixel do blob é analisado para avaliar qual das duas máscaras 

deve ser aplicada a ele. A decisão é baseada na relação entre a posição do pixel e a posição 

da mediana geométrica. Na Tabela 3 são apresentadas as condições para a aplicação de 
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cada uma das possíveis máscaras. Ressalta-se que apenas as duas máscaras já 

selecionadas passarão pelo processo de avaliação. 

Tabela 3 - Condições para expansão do pixel 

Máscara Condição Máscara Condição 

 

𝑃𝑦 < 𝑀𝑦 

 

𝑃𝑦 >𝑀𝑦 

 

𝑃𝑥 < 𝑀𝑥 𝑒 𝑃𝑦 < 𝑀𝑦 

 

𝑃𝑥 >𝑀𝑥 𝑒 𝑃𝑦 < 𝑀𝑦 

 

𝑃𝑥 < 𝑀𝑥 

 

𝑃𝑥 >𝑀𝑦 

 

𝑃𝑥 < 𝑀𝑥 𝑒 𝑃𝑦 > 𝑀𝑦 

 

𝑃𝑥 >𝑀𝑥 𝑒 𝑃𝑦 > 𝑀𝑦 

(𝑃𝑥, 𝑃𝑦): Pixel avaliado; (𝑀𝑥,𝑀𝑦): Mediana Geométrica. 

No exemplo da Figura 38a, as máscaras 𝑀𝑠𝑘1 e 𝑀𝑠𝑘2 apontam, respectivamente, 

para a esquerda e para a direita. Dessa forma, os pixels do blob que estão à esquerda de 

sua mediana geométrica, serão expandidos por 𝑀𝑠𝑘1, enquanto que os pixels que estão à 

direita serão expandidos por 𝑀𝑠𝑘2. 

Após a expansão, caso o processo gere algum pixel fora do blob-candidato 𝐶𝑖𝑡, sua 

forma é corrigida com o intuito de manter a coerência com a geometria do candidato 𝐶𝑖𝑡, 

utilizando a equação 

Este processo se repete até que a área histórica do blob 𝐵𝑗𝑡
^  seja alcançada. A Figura 

39 ilustra uma iteração do processo de expansão de um blob. Neste exemplo, o 

blob-candidato, é identificado como 𝐶1𝑡 (Figura 39a) e o blob associado à uma instância do 

Filtro de Kalman no frame anterior, é identificado como 𝐵2,𝑡−1(Figura 39b). A partir de 𝐵2,𝑡−1, 

define-se os elementos estruturantes que serão utilizados para a dilatação do blob (Figura 

39c). Neste ponto, a mediana geométrica, 𝑀2𝑡
^ , do blob 𝐵2𝑡

^ (Figura 39d), é utilizada para 

selecionar os pixels do blob de acordo com a máscara de expansão associada a eles 

𝐵𝑗𝑡
^ = 𝐵𝑗𝑡

^  ∩  𝐶𝑖𝑡. (12) 
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(imagens (e) e (f) da Figura 39). No exemplo, os pixels a esquerda de 𝑀2𝑡
^  representam a 

parte 𝑝1, enquanto os pixels da direita, representam a parte 𝑝2. É possível observar que 𝑝1, 

é dilatada somente para a esquerda (Figura 39g), enquanto 𝑝2, somente para a direita 

(Figura 39h). Após a dilatação, o blob 𝐵2𝑡
^  apresenta diversos pixels fora dos limites do 

candidato, que são removidos com o uso da equação 12, como pode ser visto nas imagens 

(i) e (j) da Figura 39. 

 

Figura 39 - Passo a passo do processo de expansão de um blob. 

A Figura 40 ilustra o restante das iterações do processo de expansão do blob 𝐵2𝑡
^ . 

Cada linha da figura representa uma iteração diferente, em que as imagens da esquerda 
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ilustram os pixels expandidos antes de aplicar a equação 12, e as imagens da direita 

ilustram a expansão após o uso da equação. 

 

Figura 40 - Sequência de iterações realizadas por um blob até atingir sua área histórica. 

A Figura 41 ilustra, em linhas gerais, o cenário completo do processo de 

particionamento realizado com o blob da Figura 40, em que ambos os blobs são 

expandidos. A Figura 41a ilustra o blob-candidato 𝐶1𝑡 e a Figura 41b ilustra os blobs 𝐵1,𝑡−1 
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e 𝐵2,𝑡−1. As imagens (c), (d), (e) e (f) da Figura 41 ilustram o processo de translação e 

obtenção da região inicial de cada blob 𝐵𝑗𝑡
^ . Logo após, o processo de expansão é iniciado 

para cada blob até que a área histórica do blob seja alcançada. O resultado final, pode ser 

visto na Figura 41g-i. 

 

Figura 41 - Exemplo de resultado obtido após a realização do processo de expansão em 
dois blobs. 
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5.5 Pós-Processamento 

Na última etapa do algoritmo, cada instância 𝐾𝑗 já tem um blob 𝐵𝑗𝑡 distinto, 

proveniente da etapa de Seleção do Melhor Blob-Candidato, 𝐶𝑖𝑡, ou da etapa de 

Particionamento de Blobs, 𝐵𝑗𝑡
^ . 

O objetivo aqui é atualizar todas as informações necessárias para o próximo frame. 

Primeiro, a estimativa 𝑿𝑗𝑡
−  é corrigida com base na mediana geométrica de 𝐵𝑗𝑡. Segundo, o 

conjunto de propriedades mencionadas na seção 5.2 é armazenada no histórico de sua 

respectiva instância 𝐾𝑗. 
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6 RESULTADOS 

Com o intuito de avaliar o método de rastreamento proposto, as duas etapas 

principais foram testadas a partir de um ground truth obtido manualmente. Primeiro, a taxa 

de acerto da etapa de seleção do melhor blob-candidato é avaliada e comparada com 

diferentes métodos existentes na literatura. No segundo teste, apenas a performance da 

etapa de Particionamento de Blob é avaliada. 

A avaliação foi realizada em trechos de dois vídeos contendo um aquário com 10 

peixes da espécie peixezebra cada. Estes mesmos videos foram utilizados nos testes dos 

algoritmos da seção 4.  A configuração do cenário em que estes vídeos foram capturados 

está retratada na Figura 42. Os vídeos foram obtidos por uma câmera iLook 1321 V2 (Figura 

43) posicionada 30cm acima do aquário, distância suficiente para o aquário inteiro ser 

capturado. Cada vídeo foi capturado à uma taxa de 30 frames por segundo com resolução 

espacial de 640x480. 

 
Figura 42 - Ilustração do cenário onde foram obtidos os vídeos. 

 
Figura 43 - Câmera iLook 1321 V2 utilizada para capturar os vídeos. 

A quantidade de frames e ocorrências de oclusão dos vídeos testados pode ser 

visualizada na Tabela 4. 
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Tabela 4 - Informações sobre os vídeos A e B testados. 

 A B 

Quantidade de frames 1945 1940 

Ocorrências de oclusão 800 880 

Para operar, o algoritmo recebe a quantidade total de animais no aquário e a área 

mínima que o blob de um peixe pode apresentar nas imagens. Essas informações são 

necessárias para inicializar a quantidade correta de instâncias do Filtro de Kalman e 

também para filtrar blobs ruidosos. 

Inicialmente, o algoritmo percorre o vídeo até encontrar o primeiro frame em que 

todos os animais estão separados e inicializa uma instância do filtro para cada animal. Após 

este frame inicial, o vídeo é analisado por 1 minuto. 

6.1 Avaliação do método de seleção de candidatos 

Para escolher o melhor blob-candidato para uma dada instância do Filtro de Kalman, 

o método de seleção de candidatos(seção 5.3) utiliza ambas as técnicas de intersecção 

entre blobs e do blob mais próximo pela mediana geométrica. Por esta razão, no texto a 

seguir, este método recebe o nome de INT+MG. 

Com o objetivo de avaliar a performance do método proposto, este foi comparado 

com as seguintes abordagens: 

 Centroide(C): Nesta abordagem, a ideia é selecionar um candidato com base 

no centroide do blob, como nos trabalhos de Jianhui et al. [71] e Wang et al. 

[72]; 

 Mediana Geometrica(MG): Aqui a ideia é utilizar apenas a Mediana 

Geométrica para selecionar o candidato; 

 Intersecção(INT): Nesta abordagem utiliza-se apenas o método de 

intersecção apresentado na seção 5.3 para selecionar o candidato; 

 Intersecção + Centroide(INT+C): A ideia é tentar selecionar o candidato com 

base no método INT e, caso este falhe, o método C é usado para selecionar 

o candidato mais próximo. 

Para avaliar o desempenho dos métodos, estes foram comparados com um ground 

truth. Neste ground truth cada animal presente no vídeo foi identificado em todos os frames. 



81 

 

Para evitar que um erro de um algoritmo se propague por todos os quadros após a 

ocorrência de uma erro, nos casos em que um candidato incorreto for selecionado, o 

candidato correto (a partir do ground truth) é atribuído à respectiva instância do Filtro de 

Kalman de forma que a iteração seguinte não seja prejudicada. Os resultados desta 

comparação podem ser vistos na Tabela 5, que mostra a quantidade de vezes que cada 

método identificou incorretamente um peixe. 

Tabela 5 - Quantidade total de erros de cada método em comparação com o ground truth. 

 C MG INT INT+C INT+MG 

Erros 36 45 25 14 7 

Os métodos C e MG apresentaram os piores resultados dentre os cinco métodos 

avaliados. O motivo principal desses resultados está ligado a situações de oclusão parcial, 

em que um novo animal se aproxima dos animais envolvidos em oclusão, como pode ser 

visto na Figura 44. Nestes casos, a referência do novo animal pode ser atribuída 

incorretamente. 

O método INT, por outro lado, não sofre desse problema, uma vez que apenas a 

correlação entre o blob-candidato e o blob associado a uma instância do flitro no frame 

anterior, é avaliada. A maior parte das atribuições incorretas do método INT estão 

relacionadas a mudanças bruscas na direção de movimento dos peixes. Nestes casos, o 

blob-candidato pode não estar perto o bastante da estimativa produzida pelo Filtro de 

Kalman e, consequentemente, não é capaz de selecionar um candidato, como pode ser 

visto na Figura 45.Os métodos compostos(INT+C e INT+MG) apresentaram os melhores 

resultados, pois quando um método falha, uma segunda opção é utilizada para selecionar 

o blob-candidato. 

Além de apresentar o melhor desempenho dentre todo os métodos, o método 

proposto foi capaz de corrigir boa parte dos casos em que os outros métodos falham, sem 

introduzir uma quantidade significativa de erros. Do total de associações incorretas feitas 

pelos cinco métodos(C, MG, INT, INT+C, INT+MG), o método proposto foi capaz de 

recuperar pelo menos 64,3% delas, como pode ser visto na Tabela 6. Considerando o 

número total de frames avaliados(3.885) e a quantidade de peixes em cada vídeo(10), o 

método proposto foi capaz de selecionar o melhor blob-candidato em 99,82% dos casos. 
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Tabela 6 - Performance do método proposto em comparação com os métodos de seleção 
de candidatos avaliados. 

 C MG INT INT+C 

QA QE QA QE QA QE NH QE 

INT+MG 31 2 39 1 19 1 9 3 

86,1% 5,5% 86,6% 2,2% 76,0% 4,0% 64,3% 24,4% 

QA: Quantidade de acertos do método INT+MG em relação a um determinado método. QE significa a 
quantidade de erros introduzidos pelo método INT+MG. 

A Figura 44 ilustra um exemplo em que o método MG falha, enquanto que o método 

INT atribui corretamente o blob-candidato. Neste exemplo, os blobs-candidatos são 

identificados como 𝐶1𝑡 e 𝐶2𝑡 (Figura 44a) enquanto os blobs relacionados às instâncias de 

Kalman são identificados como 𝐵1,𝑡−1, 𝐵2,𝑡−1 e 𝐵3,𝑡−1 (Figura 44b). Na Figura 44c, os cinco 

blobs são apresentados no mesmo cenário. Na Figura 44d, cada blob 𝐵𝑗,𝑡−1 é transladado 

com base em sua respectiva estimativa 𝑿𝑗𝑡
− , logo, 𝐶1𝑡 é o candidato escolhido para 𝐵1𝑡

−  e 𝐶2𝑡 

é o candidato associado à 𝐵3𝑡
− . 

O problema acontece com 𝐵2𝑡
− , pois a distância 𝑑1, entre 𝐵2𝑡

−  e 𝐶1𝑡 é menor que a 

distância 𝑑2, entre 𝐵2𝑡
−  e 𝐶2𝑡. O blob 𝐵2𝑡

−  será, então, associado à um candidato incorreto. 

A seleção de candidatos com o método INT, por outro lado, produz um resultado 

correto, pois cada blob intersecciona o seu respectivo blob-candidato, conforme a Figura 

44f. 
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Figura 44 - Exemplo de atribuição falha com o método MG e correta com o método INT. 

A Figura 45 ilustra um exemplo em que o método INT falha, porém o método MG 

acerta. Neste exemplo, percebe-se que o blob 𝐵2𝑡
−  não intersecciona um blob-candidato 

(Figura 45e) logo, este blob não será associado com nenhum candidato. O método MG, por 

outro lado, seleciona o candidato 𝐶2𝑡, pois a distância 𝑑2, entre 𝐵2𝑡
−  e 𝐶2𝑡, é menor que as 

distâncias 𝑑1 e 𝑑3, entre os blobs 𝐵2𝑡
−  e 𝐶1𝑡 e 𝐵2𝑡

−  e 𝐶3𝑡, respectivamente. A Figura 45f ilustra 

esse resultado. 
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Figura 45 - Exemplo de atribuição falha com o método INT e correta com o método MG. 

6.2 Avaliação do método de particionamento 

Com o objetivo de testar o algoritmo de particionamento de blobs, cada ocorrência 

de oclusão foi comparada pixel a pixel com um ground truth obtido manualmente. 

Um particionamento foi considerado incorreto se pelo menos 20% de sua área não 

coincidir com o ground truth ou se o algoritmo perder a referência de pelo menos um peixe 

durante o processo de particionamento. Para garantir que os erros provenientes de um 

particionamento falho não afetem a próxima iteração, em casos de erro, o histórico é 

atualizado artificialmente com as informações do ground truth. 

Considerando os resultados obtidos pelo método de particionamento proposto, 

apresentados na Tabela 7, é possível observar que este é capaz de reconstruir a área 
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correta de cada indivíduo em 98,04% das ocorrências quando 2, 3 ou 4 peixes estão 

sobrepostos. 

Tabela 7 - Resultados obtidos pelo método proposto em comparação com o ground truth. 

Peixes em oclusão Total Acertos Erros Taxa de acerto 

2 1585 1560 25 98,4% 

3 75 71 4 94,7% 

4 14 13 1 92,9% 

5 6 3 3 50,0% 

Total 1680 1647 33 98,0% 

O desempenho é comprometido em algumas situações em que dois ou mais animais 

estão em oclusão e um deles muda de direção. Nestes casos, as máscaras selecionadas 

podem prejudicar a expansão do blob, principalmente quando a orientação do segundo é 

similar à do primeiro, como pode ser visto no exemplo da Figura 46. 

Além disso, quanto maior a quantidade de peixes envolvidos em uma oclusão, maior 

é a chance que este erro ocorra. Ainda na Tabela 7, é possível observar que a performance 

do algoritmo diminui na medida em que mais peixes estão envolvidos em oclusão. 

Situações em que 5 peixes estão sobrepostos, por exemplo, apresentam uma taxa de 

acerto de 50%, embora estas ocorrências correspondem a menos de 1% do total de casos 

de oclusão encontrados nos vídeos. 

A Figura 46 ilustra um exemplo em que um blob envolvido em oclusão expande na 

direção errada. Neste exemplo, existe apenas um candidato 𝐶1𝑡, Figura 46a, e dois blobs 

de instância, 𝐵1,𝑡−1 e 𝐵2,𝑡−1, Figura 46b. Nas Figura 46c-d são ilustrados os blobs antes e 

depois da etapa de translação, respectivamente. É possível observar que o blob 𝐵1𝑡
−  

apresenta uma orientação levemente inclinada se comparado com a região do candidato 

𝐶1𝑡 que ele deverá ocupar. Após definir as máscaras de 𝐵1𝑡
−  com base em suas orientações, 

Figura 46e, sua expansão é iniciada e são necessárias 42 iterações para que sua área 

histórica seja alcançada, Figuras 46f-j. Percebe-se que, a partir da iteração 20, o blob 

começa a expandir em direção à 𝐵2𝑡
− , distorcendo sua forma final. Na Figura 46j, é ilustrado 

o resultado obtido ao final da última iteração de 𝐵1𝑡
− . 
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Figura 46 - Exemplo de particionamento em que um blob expande na direção errada. 

Na Figura 47, são apresentados dois exemplos de bons resultados obtidos no 

processo de particionamento de blobs com dois peixes. Neste exemplo, após o processo 

de translação dos blobs 𝐵1,𝑡−1 e 𝐵2,𝑡−1(Figura 47a-d), a região inicial definida para cada blob 

é pequena se comparada com a área não explorada do blob candidato 𝐶1𝑡 (Figura 47e-f). 

Após o processo de expansão, é possível perceber que cada blob preenche a área do 

candidato 𝐶1𝑡 correspondente ao seu próprio peixe(Figura 47g-h).  
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Figura 47 - Exemplo de resultados do particionamento de blobs com dois peixes. 

Na Figura 48, um resultado similar é obtido em uma situação com três peixes. Neste 

exemplo, a Figura 48a-b ilustra o processo de translação dos blobs 𝐵1,𝑡−1 e 𝐵2,𝑡−1. As 

imagens (c) e (d) ilustram, respectivamente, a região inicial definida para cada blob e o 

resultado final do processo de expansão. 
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Figura 48 - Exemplo de resultados do particionamento de blobs com três peixes. 
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7 CONCLUSÕES E TRABALHOS FUTUROS 

Este trabalho apresentou um novo algoritmo para o rastreamento de múltiplos 

peixes, baseado no Filtro de Kalman para manter o rastro de cada indivíduo em um aquário 

e no uso de operações morfológicas de dilatação para reconstruir a área de peixes 

envolvidos em oclusão. 

Através da avaliação do método proposto, foi possível verificar que a seleção de 

blobs-candidatos por método de intersecção de blobs e do blob mais próximo, quando 

utilizados em conjunto, apresentam um aumento significativo na precisão da seleção, se 

comparados com estes métodos usados separadamente. Na avaliação, o método proposto 

foi comparado com quatro outros métodos. Três deles utilizando um único método, e um 

quarto método composto, em que os métodos C e INT foram combindos. O método 

proposto apresentou uma diminuição de 50% no número de associações incorretas, quando 

comparado com o segundo melhor método testado, e de aproximadamente 80%, quando 

comparado com o pior método. 

O método de particionamento de blobs também apresentou resultados muito bons 

quando comparado com um ground truth obtido manualmente. Na avaliação, este método 

apresentou uma taxa de acerto de aproximadamente 98%, quando comparado com o 

ground truth. Este resultado é muito interessante, pois mostra que é possível estimar a área 

de um determinado peixe, com base na sua área histórica e na direção do seu movimento 

no frame anterior. Nos 2% de casos em que o algoritmo falhou, estão situações em que o 

peixe muda sua direção de movimento de maneira brusca. 

Além das características dinâmicas dos peixes, um fator que pode prejudicar a 

performance do método de particionamento é a técnica de segmentação de imagens. Neste 

trabalho, foi utilizada uma técnica de remoção de fundo com modelo estático, em que um 

único modelo de fundo para o experimento inteiro. Em cenários cuja iluminação não é 

controlada, outra técnica de remoção de fundo seria mais adequada, como por exemplo 

remoção de fundo adaptativa [74]. 

Além disto, foi utilizado um limiar fixo para comparar o modelo de fundo com a 

imagem corrente. Esse limiar fixo pode prejudicar a segmentação da imagem, 

principalmente para detectar peixes mais jovens, que tendem a ser mais claros que peixes 

adultos. 
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No que tange à reconstrução da área referente a um peixe, em casos de oclusão, a 

operação de dilatação morfológica é uma técnica muito interessante pois ela permite 

expandir a área de um blob de forma direcionada, basicamente mudando o elemento 

estruturante. Até o momento não foram encontrados trabalhos que aplicassem este tipo de 

técnica para gerar uma nova área, apenas para diminui-la [16]. 

Como trabalhos futuros, alguns pontos podem ser melhorados. Quanto à 

segmentação, sugere-se a avaliação de outras técnicas existentes na literatura, como, por 

exemplo, a técnica de remoção de fundo adaptativa já mencionada, que pode ser 

interessante em situação em que a iluminação pode mudar ao longo do experimento. No 

que se refere ao rasteamento dos peixes, outras técnicas também podem ser avaliadas, 

um exemplo é a técnica de Fluxo Óptico. Por fim, a identificação inicial dos peixes poderia 

ser realizada de forma automática através da contagem de blobs em uma sequência de 

imagens ou através do usuário que pode informar o sistema. 
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