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EXTRAÇÃO DE INFORMAÇÃO EM EVOLUÇÕES CLÍNICAS E
INTEGRAÇÃO COM DADOS FARMACOGENÔMICOS

RESUMO

A Extração de Informação (EI) abrange uma série de tarefas de Processamento de
Linguagem Natural (PLN). Entre elas, o Reconhecimento de Entidades Nomeadas (REN)
é uma tarefa que busca identificar as Entidades Nomeadas de um texto, tais como nomes
de pessoas, locais e organizações, classificado-as em um conjunto pré-definido de catego-
rias. Nesta dissertação pretendemos utilizar técnicas e ferramentas de PLN para a tarefa de
REN no domínio Biomédico em Português. Portanto, realizamos a construção de um corpus
específico e propomos dois modelos baseados em redes neurais capazes de processar o
texto incluído em evoluções clínicas: BERT e uma rede neural convolucional (CNN). Além
disso, foi introduzido um novo mecanismo para incorporar conhecimento farmacogenômico
que sirva como base para auxiliar na decisão clínica. Os resultados mostram uma melho-
ria das medidas do modelo BERT em comparação à CNN e demonstram que os modelos
baseados em Transformers são promissores para o avanço do desempenho de métodos
de extração de informação para entidades no domínio Farmacológico em Português. O
Reconhecimento de Entidades Nomeadas em evoluções clínicas está ganhando populari-
dade por melhorar os projetos de extração clínica. Este estudo permitiu à comunidade que
trabalha com PLN, no contexto clínico, obter uma análise formal dessa tarefa, incluindo as
formas mais bem-sucedidas de realizá-la.

Palavras-Chave: Reconhecimento de Entidades Nomeadas, Modelos de Linguagem, Inte-
roperabilidade.



EXTRACTION OF INFORMATION ON CLINICAL NOTES AND
INTEGRATION WITH PHARMACOGENOMICS DATA

ABSTRACT

Information Extraction (IE) covers a number of Natural Language Processing (NLP)
tasks. Named Entity Recognition (NER) is a task that seeks to identify the Named Entities
of a text, such as names of people, places, and organizations, classifying them in a pre-
defined set of categories. This dissertation intends to use NLP techniques and tools for the
REN task in the Biomedical domain in Portuguese. Thus, we build a specific corpus and
propose two models defined in neural networks able to process the text included in clinical
evolutions: BERT and a convolutional neural network (CNN). In addition, a new mechanism
has been introduced to incorporate pharmacogenomic knowledge that serves as a basis for
aiding clinical decisions. The results show an improvement in the measures of the BERT
model compared to CNN and demonstrate that Transformers-based models are promising
for advancing the performance of information extraction methods for entities in the Pharma-
cologic domain in Portuguese. Recognition of Named Entities in clinical evolutions is gaining
popularity for improving clinical extraction projects. This study allowed the community work-
ing with NLP, in the clinical context, to obtain a formal analysis of this task, including the
most successful ways of performing it.

Keywords: Named Entity Recognition, Language Models, Interoperability.
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1. INTRODUÇÃO

Um dos principais objetivos da mineração de textos clínicos é a possibilidade de
processar e analisar os grandes volumes de informações textuais contidas em prontuários
clínicos. Na mineração de texto clínico, o Reconhecimento de Entidades Nomeadas (REN)
de medicamentos e produtos químicos é uma tarefa importante no campo de Processa-
mento de Linguagem Natural (PLN) usada para extrair conhecimento significativo sobre
substâncias químicas e medicamentos das evoluções clínicas. O objetivo da REN Bio-
médica é identificar pedaços de texto que se referem a entidades específicas de interesse,
como nomes de medicamentos, proteínas, sintomas e doenças, relatando aos especialistas
uma grande quantidade de conhecimento incorporado nos dados textuais. Por meio desse
tratamento das informações, procuramos responder a questões como: quais fármacos es-
tão em uso por determinado paciente? Determinado paciente já utilizou algum fármaco com
informação farmacogenômica? Essas questões podem parecer bastante simples para al-
guns profissionais médicos, mas se tornam extremamente complexas quando gerenciadas
automaticamente por sistemas computacionais.

Embora existam informações valiosas transmitidas em textos biomédicos, clínicos
e de saúde, elas não estão em um formato diretamente passível de processamento pos-
terior. Esses textos são difíceis de processar de forma confiável devido às características
inerentes e à variabilidade da linguagem [25]. Enquanto na maioria dos aplicativos automa-
tizados, dados estruturados e padronizados estão prontamente disponíveis para processa-
mento, há uma quantidade significativa de trabalho manual atualmente dedicado ao mape-
amento de informações textuais para representações codificadas em biomedicina e assis-
tência médica: codificadores profissionais atribuem códigos de cobrança correspondentes
a diagnósticos e procedimentos para admissões hospitalares com base em resumos de alta
e informações de admissão; indexadores da National Library of Medicine atribuem termos
MeSH (Medical Subject Headings) para representar os principais tópicos de artigos cientí-
ficos; e curadores de banco de dados extraem informações genômicas e fenotípicas sobre
organismos da literatura. Devido à enorme quantidade de informações textuais nos domí-
nios da saúde, o trabalho manual é custoso, demorado e impossível de manter atualizado.
Um dos objetivos do Processamento de Linguagem Natural (PLN) é facilitar essas tarefas,
permitindo o uso de métodos automatizados com alta validade e confiabilidade [85, 36].

Muitos pesquisadores na área de PLN se concentram na área de Extração de In-
formação (EI) no domínio Biomédico para enfrentar esses desafios. Os sistemas de EI
usam textos semi-estruturados em linguagem natural como entrada e produzem informa-
ções estruturadas especificadas por determinados critérios e que são relevantes para uma
aplicação específica. Dependendo das diferentes entradas dos sistemas de EI e das saídas
esperadas, muitas subtarefas podem ser definidas, como o REN.
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O termo Entidade Nomeada foi estabelecido em 1996, na 6ª Conferência de En-
tendimento de Mensagens (MUC-6) [41], para se referir a "identificadores únicos de entida-
des". Em linhas gerais, a tarefa de REN consiste em localizar e classificar partes do texto
em categorias pré-definidas como lugares, pessoas, organizações, expressões de tempo
e quantidades. No entanto, no domínio Biomédico, as entidades importantes incluídas nos
documentos não se limitam às mencionadas acima. Nesse caso específico, é necessário
reconhecer alguns tipos especiais de entidades nomeadas, como doenças, procedimentos,
tratamentos, medicamentos, entre outros.

O REN não serve apenas como uma tarefa incluída na EI, mas também desem-
penha um papel essencial em uma variedade de aplicações PLN, como recuperação de
informações, resumo automático de texto ou resposta a perguntas [66, 19]. Além disso, o
Reconhecimento de Entidades Biomédicas em um texto pode ser um ponto de partida para
a posterior extração de relações entre entidades, permitindo que esses conceitos sejam
representados de alguma forma coerente e padronizada.

Atualmente, existem diversos métodos para recuperar informação em diferentes
idiomas. Entretanto, neste trabalho, focamos na extração de informação de narrativas clíni-
cas em Português, mais especificamente, na tarefa de REN. Mesmo que o Inglês seja hoje
a língua mais falada, o mundo é multilíngue. A língua Portuguesa tem mais de 250 milhões
de falantes nativos 1 e hoje em dia há um interesse mundial em processar textos médicos
neste idioma e não há nada específico. Com este estudo, pretendemos avançar na tarefa
de REN farmacológica nesta relevante linguagem e assim responder às questões acima
referidas.

Para realizar este estudo, propomos uma metodologia baseada nas mais recentes
técnicas de Transfer Learning. Com esta abordagem, pretendemos atingir o objetivo final
desejado: reconhecer com precisão as entidades farmacológicas em evoluções clínicas.

Nas secções seguintes, mostramos as motivações que nos levaram a abordar a
tarefa de REN na área Farmacológica. Descrevemos também os objetivos e metas que
pretendemos alcançar com esta dissertação.

1.1 Motivação

A literatura biomédica é o principal meio que os pesquisadores usam para com-
partilhar suas descobertas, principalmente na forma de artigos, patentes e outros tipos de
relatórios escritos [45]. Ao longo dos anos, o reconhecimento das entidades biomédicas
motivou a comunidade científica a continuar desenvolvendo sistemas automáticos para fa-

1Língua Portuguesa na Wikipédia

https://pt.wikipedia.org/wiki/L%C3%ADngua_portuguesa
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cilitar a extração do conhecimento médico. O REN é uma tarefa difícil de resolver que pode
ajudar em muitos outros sistemas médicos como os apresentados abaixo:

• Apoio à decisão clínica: o suporte à decisão clínica enfatiza a capacidade de pro-
duzir relatórios baseados em evidências sobre os serviços de saúde diários para au-
xiliar os especialistas em suas decisões e ações [24]. Essas informações podem ser
usadas por métodos PLN que desenvolvem aplicativos baseados em evidências que
detectam alertas precoces para o monitoramento de distúrbios e o desenvolvimento
de atendimento personalizado ao paciente [125, 93]. Os sistemas automatizados de
REN podem fornecer resultados em tempo real, o que significa que entidades como
doenças podem ser detectadas imediatamente. Essa evidência pode ser usada para
ajudar os profissionais a identificar problemas de saúde emergentes, por exemplo,
para alertá-los sobre a presença de certos achados inesperados [135].

• Base para outras tarefas de PLN: o reconhecimento de entidades biomédicas serve
como base para muitas outras áreas cruciais do gerenciamento de informações, como
tarefas de classificação, resposta a perguntas, recuperação de informações e resumo
de texto. Por exemplo, o uso do REN torna-se importante para análise do texto clínico
e obtenção das tags mais relevantes em cada laudo, permitindo a classificação dos
documentos. Relativamente à tarefa de responder a perguntas, é uma prática comum
utilizar sistemas de REN para expandir a consulta utilizando sinônimos de entidades,
descrições e siglas para obter melhores resultados. Outro importante desafio proposto
pelo REN é atribuir a cada entidade um identificador único numa base de dados ou
vocabulário controlado. Esse processo é conhecido como normalização de entidades
em que, uma vez identificada uma entidade biomédica, ela pode ser compartilhada de
forma padronizada com outros sistemas.

• Representação da Entidade: na tarefa REN, palavras diferentes podem ter significa-
dos semelhantes. Esse problema é causado pelas várias maneiras pelas quais uma
entidade específica pode ser representada e escrita. Por exemplo, adriamicina, doxor-
rubicina ou hidroxildaunorrubicina referem-se ao mesmo medicamento amplamente
utilizado na quimioterapia do câncer. Outra consideração é que as entidades apa-
recem como siglas ou suas descrições, e.g., "doença pulmonar obstrutiva crônica"e
"DPOC"são referidas como a mesma doença (doença pulmonar inflamatória crônica
que causa obstrução do fluxo de ar dos pulmões). Por outro lado, uma sigla nem
sempre tem uma descrição única, pode ser interpretada como duas entidades dife-
rentes dependendo do contexto. Por exemplo, em português, PCR pode ser referido
como Parada Cardiorrespiratória ou Proteína C-Reativa. Finalmente, como vemos nos
exemplos, as entidades biológicas também podem ter nomes com várias palavras, de
modo que o problema é adicionalmente complicado pela necessidade de determinar
os limites dos nomes e resolver a sobreposição de nomes candidatos.
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• Extrair informações estruturadas: a tarefa de REN biomédica facilita os profissio-
nais da saúde na estruturação de relatórios contribuindo para soluções como fornecer
um resumo das condições do paciente ou servir como ferramenta para organizar a
documentação do processo de tomada de decisão do corpo clínico de profissionais
da saúde, desenvolvimento de planos e resultados do paciente.

Como podemos ver, são muitos os problemas e dificuldades que podem ser re-
solvidos indiretamente avançando na resolução da tarefa de REN no domínio da saúde.
Portanto, a principal motivação desta dissertação é extrair conhecimento relevante de ano-
tações clínicas que possam ser convenientes e úteis para problemas em aberto na área
médica.

1.2 Objetivos

O principal objetivo desta dissertação centra-se no emprego de técnicas e ferra-
mentas de PLN para a tarefa de REN no domínio Biomédico em Português. Este objetivo
geral pode ser detalhado através dos seguintes objetivos específicos:

• Desenvolver um novo modelo usando modelos de linguagem pré-treinados;

• Avaliar o desempenho do método proposto no problema REN usando o domínio Far-
macológico;

• Realizar uma análise de resultados comparando nosso sistema com o desempenho
de outros trabalhos;

• Desenvolver um mecanismo de integração com dados Farmacogenômicos.

1.3 Esboço da Dissertação

Esta dissertação está organizada em 6 capítulos e um apêndice. Este primeiro
capítulo contém uma introdução explicando a motivação e os objetivos que nos levaram a
realizar o estudo. O restante desta dissertação está dividido em diferentes capítulos e está
organizado da seguinte forma.

O Capítulo 2 apresenta uma visão geral sobre o contexto da interoperabilidade na
saúde e das metodologias baseadas em ML comumente usadas na tarefa de REN e que
são necessárias para entender as partes posteriores desta dissertação. Especificamente,
este capítulo analisa as abordagens de ML realizadas para resolver o problema de REN
no domínio Biomédico. Essas técnicas foram utilizadas ao longo desta dissertação e foram
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divididas em duas categorias: métodos supervisionados e não supervisionados. Uma vez
que o interesse desta dissertação também está na representação de palavras, este capítulo
detalha a revisão dos métodos existentes de representação de palavras até o momento.

O Capítulo 3 resume o trabalho anterior sobre tarefas PLN baseadas em ML no
domínio Biomédico e mostra uma revisão da literatura da tarefa REN no que diz respeito
aos estudos atuais do estado da arte. Por fim, apresenta recursos de conhecimento ampla-
mente utilizados pela comunidade de PLN no domínio Biomédico (BioNLP).

O Capítulo 4 descreve o modelo proposto para resolver o problema de extração
de entidades biomédicas. Após uma extensa revisão de metodologias aplicadas anterior-
mente, propomos, inicialmente, uma abordagem baseada em uma rede neural convolucio-
nal (CNN). Seguindo essa ideia, nossa abordagem propõe a avaliação do BERT em nossos
corpora anotados. Por fim, este capítulo mostra como podemos combinar os dados do
paciente com bases de conhecimento farmacogenômicas.

O Capítulo 5 apresenta a experimentação realizada com a abordagem proposta
anteriormente.

O Capítulo 6 contém nossa conclusão, onde resumimos nossas descobertas e
principais contribuições. Além disso, este capítulo fornece uma perspectiva para o futuro.
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2. PRESSUPOSTOS TEÓRICOS

Este capítulo fornece conhecimentos básicos para estabelecer a base para os ca-
pítulos seguintes. Faremos uma breve introdução à interoperabilidade e seus princípios
gerais no contexto da saúde, em seguida, detalharemos as abordagens mais frequentes
usadas em aprendizado de máquina no âmbito da inteligência artificial, como representa-
mos palavras computacionalmente, o que é o BERT e como avaliamos a tarefa de REN e,
por fim, quais os recursos de conhecimento biomédico existentes.

2.1 Interoperabilidade no Contexto da Saúde

O processo de atendimento ao paciente, que pode ser variado e complicado, tam-
bém inclui inúmeros processos que podem ser melhorados com padronização. Um sistema
de admissão hospitalar registra que um paciente tem o diagnóstico de diabetes mellitus, um
sistema de farmácia registra que o paciente recebeu Gentamicina, um sistema de laborató-
rio registra que o paciente teve certos resultados em testes de função renal e um sistema de
radiologia registra que um médico solicitou um exame de raio-X para o paciente que requer
corante de iodo intravenoso [58, 56]. Iniciamos, usando o termo no contexto da definição
fornecida pelo IEEE 1990 como:

"A interoperabilidade é alcançada quando dois ou mais sistemas ou componen-
tes dos sistemas podem trocar dados/informações e utilizar os dados/informações
sendo trocados." [34]

Atualmente, essa definição fornecida pela IEEE não é suficiente para abranger o
papel da interoperabilidade. Como as tarefas descritas requerem coordenação de siste-
mas, são necessários métodos para transferir informações de um sistema para outro. Tais
transferências eram tradicionalmente realizadas por meio de interfaces ponto a ponto per-
sonalizadas, mas essa técnica tornou-se impraticável à medida que o número de sistemas
e as permutações resultantes de conexões necessárias aumentaram [44]. Uma abordagem
atual para resolver o problema de múltiplas interfaces é através do desenvolvimento de pa-
drões de mensagens. Tais mensagens devem depender da preexistência de padrões para
identificação do paciente e codificação de dados.

Padrões são geralmente necessários quando a diversidade excessiva cria inefi-
ciências ou impede a eficácia. Tradicionalmente, o ambiente de saúde consiste em um
conjunto de unidades organizacionalmente independentes, pouco conectadas [145]. Os
pacientes recebem atendimento em ambientes de atenção primária, secundária e terciá-
ria, com pouca comunicação bidirecional e coordenação entre os serviços. Os pacientes
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são atendidos por um ou mais médicos de primeira linha, bem como por especialistas. Há
pouca coordenação e compartilhamento de dados entre o atendimento hospitalar e o aten-
dimento ambulatorial. Exemplificando no contexto da saúde, existem algumas modalidades
para rotular interoperabilidade [12], tais como:

• Sintática, e.g., uso de um padrão na codificação e representação das informações;

• Funcional, e.g., é a capacidade de trocar informações de forma confiável e sem erros;
ou

• Semântica, e.g., traduzindo o significado das informações de diferentes origens, atra-
vés da representação de conhecimento sobre o mundo ou alguma parte deste.

Em outras palavras, a definição incorpora tanto a interoperabilidade funcional, ou
seja, o intercâmbio de informações, quanto a interoperabilidade semântica, que é a capaci-
dade de utilizar as informações que estão sendo trocadas.

Nos últimos anos, a crescente solicitação de Sistemas de Registro Eletrônico em
Saúde (S-RES) levou os diferentes provedores de saúde a adotarem rapidamente várias so-
luções. Por outro lado, a adoção de diversos padrões em diferentes momentos, com diferen-
tes requisitos de leis regionais ou nacionais, as necessidades específicas dos provedores
de saúde e outros motivos, tornaram esses sistemas incapazes de interoperar [151, 18].
A falta de interoperabilidade entre esses sistemas resulta na diminuição da qualidade do
atendimento ao paciente e no desperdício de recursos financeiros.

Para garantir a interoperabilidade dos S-RES e explorar suas informações, muitas
abordagens foram propostas e implementadas [22, 23, 38, 92], definindo arquiteturas gerais
ou específicas capazes de resolver os problemas relacionados. Com foco no atual cenário
brasileiro, a definição de infraestrutura para a interoperabilidade dos S-RES não apenas
resolveu o problema de troca de dados entre diferentes regiões, mas também forneceu
aos médicos, pacientes, pesquisadores e formuladores de políticas uma enorme fonte de
informações, formada pelos dados e informações que é possível extrair dos S-RES agre-
gados. Para poder explorar ainda mais este tipo de dados, que incluem dados médicos,
clínicos e sociais, é necessário definir instrumentos inovadores que permitam a Extração
de Informação (EI).

Essa tarefa não é trivial, não apenas pelos problemas relacionados à dispersão,
heterogeneidade e tamanho dos dados, mas pela necessidade de métodos avançados de
EI, incluindo Processamento de Linguagem Natural (PLN), capazes de identificar e classifi-
car os dados entre os documentos de texto livre não estruturados ou semiestruturados.
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Integrando a Farmacogenômica aos Registros Eletrônicos de Saúde

A Farmacogenômica (PGx) é um campo amplo que abrange dezenas de áreas te-
rapêuticas, milhares de variantes genéticas e centenas de medicamentos [146, 17]. Avan-
ços recentes em métodos para medir moléculas orgânicas e fenótipos, descrever estados
clínicos e raciocinar em dados federados oferecem um conjunto cada vez mais preciso de
tecnologias para descoberta da farmacogenômica como uma tradução clínica.

Figura 2.1 – Esquema onde entidades biomédicas da tríade Farmacogenômica são repre-
sentadas como nós e as relações entre elas são representadas como bordas. Adaptado de
Nicholson et al. [108]

O estudo dos efeitos adversos a medicamentos em pacientes devido à variação
genética [68] é central para um melhor entendimento dos sistemas biológicos. Diaria-
mente, profissionais da saúde tratam pacientes que respondem de maneiras diferentes a
um mesmo medicamento. A Farmacogenômica, e mais amplamente medicina de precisão,
compreende tecnologias para agrupar a população de pacientes e para aliviar a carga de
reações adversas a medicamentos (hipoteticamente retratadas na Figura 2.2). Diz-se que
até 95% das respostas à medicação são atribuídas à própria composição genética [65].
Com isso em mente, tem havido um grande interesse investido no estabelecimento de as-
sociações farmacogenômicas concretas e no desenvolvimento de ferramentas preditivas
baseadas na Farmacogenômica [170].

Para entender as condições e pré-condições em que um medicamento pode cau-
sar reações adversas, os Sistemas de Registro Eletrônico em Saúde (S-RES) oferecem
uma maneira indiscutivelmente mais eficiente de armazenar e compartilhar dados médicos
para uso, principalmente, pelas equipes médicas.
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Figura 2.2 – Comparação entre a resposta de um paciente à dosagem de um mesmo fár-
maco usando a abordagem tradicional e a Medicina de Precisão. Adaptado de Alessandrini
et al. [1]

Com algumas limitações relacionadas à interoperabilidade, os S-RES permitem
que os dados genômicos sejam incorporados à continuidade do cuidado, à medida que os
pacientes fazem a transição entre os ambientes de cuidado nas diferentes organizações
de saúde [47]. No entanto, os S-RES são de natureza não estruturada e exigem proces-
samento adicional para extrair informações estruturadas, como entidades nomeadas de
interesse.

Na Figura 2.3 podemos observar com detalhes, um ciclo de implementação da
Medicina Genômica. No canto esquerdo, observamos um S-RES que armazena dados de-
mográficos, dados de admissão/alta, notas clínicas (evoluções) dos profissionais de saúde
e informações inseridas sobre o paciente, tais como, procedimentos, medicamentos, resul-
tados laboratoriais, relatórios de histopatologia, relatórios de radiologia, entre outros.

O processo Extract-Transform-Load (ETL) agrega e transforma dados para arma-
zenamento lendo os dados S-RES desejados, convertendo-os em um formato utilizável e,
em seguida, gravando-os em um banco de dados relacional. Para permitir a integração,
compartilhamento e recuperação de tais dados, padrões como o Unified Medical Language
System (UMLS), Logical Observation Identifiers Names and Codes (LOINC) [102], Syste-
matized Nomenclature of Medicine – Clinical Terms (SNOMED-CT) [28]. No cenário brasi-
leiro, já observamos o uso de alguns vocabulários e terminologias clínicas, como a Classi-
ficação Internacional de Doenças v.10 (CID-10), a Classificação Internacional de Atenção
Primária v.2 (CIAP-2) [134]. A SNOMED-CT está em fase de tradução para incorporação,
com a possibilidade de ser utilizada de forma mais abrangente. Contudo, esse processo
pode ser um processo demorado [99].
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Figura 2.3 – Usando os dados de S-RES para descoberta genômica. Os dados de S-RES
podem ser usados para estudar a base genética de doenças comuns e raras, identificar
subfenótipos de doenças, avaliar a patogenicidade de novas variantes genômicas, investigar
a pleiotropia e montar rapidamente coortes para ensaios clínicos de medicina genômica.
Adaptada de Safarova et al. [130]

As ferramentas e padrões para o compartilhamento de informações computaci-
onais têm avançado em conjunto com a tecnologia para medir e descrever informações
farmacogenômicas. Nos últimos anos, o debate relacionado à aplicação da bioinformática
na rotina clínica tem sido cada vez mais frequente. A integração de dados oriundos de Se-
quenciamento de Nova Geração (NGS) em conjunto com os mais diversos dados clínicos
descritos nos S-RES podem auxiliar diretamente as decisões clínicas [143].

O conhecimento codificado em ontologias biomédicas desempenha um papel vi-
tal no desenvolvimento de sistemas de redes neurais profundas, fornecendo informações
semânticas e de ancestralidade para entidades, como genes, proteínas, fenótipos e doen-
ças. Pode-se também adicionar medidas de similaridade semântica como uma camada de
informação adicional [6]. O Human Phenotype Ontology (HPO) foi desenvolvido para des-
crever anormalidades associadas a doenças humanas [72, 127]. Assim, rapidamente se
tornou um padrão usado por vários consórcios de genética clínica, e ferramentas foram de-
senvolvidas para permitir que médicos e pacientes registrem dados fenotípicos de maneira
eficiente, integrem-se às informações genômicas e gerem um diagnóstico diferencial.

Depois que os dados Farmacogenômicos forem estruturados de uma maneira que
facilite a compreensão concisa por médicos, cientistas e pacientes, um método de acesso a
esses dados é fundamental para sua utilidade. Neste momento, verificamos que a Interface
de Programação de Aplicações (API) pode ser usada para padronizar a(s) entrada(s) e
saída(s) esperadas para qualquer recurso baseado em conhecimento. Uma API apresenta
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uma camada de abstração para dados e/ou funções que um serviço computacional gostaria
de expor.

2.2 Abordagens de Aprendizado de Máquina

Segundo McCarthy [101], podemos definir a Inteligência Artificial da seguinte forma:

"Inteligência Artificial (IA) é a ciência e engenharia de fazer máquinas inteligen-
tes, especialmente programas de computador inteligentes. Ela está relacionada
com a tarefa semelhante de usar computadores para entender a inteligência hu-
mana."

Atualmente, a IA se tornou mais popular graças ao aumento do volume de dados,
algoritmos avançados e melhorias no poder computacional e de armazenamento. Especi-
ficamente, a IA na área da saúde levou a um rápido avanço na medicina digital em várias
especialidades clínicas, incluindo oncologia [106, 31], radiologia [117, 174] e cardiologia
[167, 161]. Como uma quantidade substancial de informações clínicas mais relevantes está
incorporada em dados não estruturados [141], o PLN desempenha um papel essencial na
extração de informações valiosas que podem beneficiar a tomada de decisões, estruturação
de relatórios, classificação de relatórios e reconhecimento de entidades, entre outros.

Para aplicações mais complexas de PLN, os sistemas são baseados em modelos
de ML para melhorar sua compreensão da linguagem humana.

Nas últimas décadas, muitos sistemas automáticos de REN foram desenvolvidos
e usados para identificar e categorizar entidades biomédicas usando abordagens de ML.
Essas abordagens podem ser organizadas em diferentes categorias. Por exemplo, consi-
derando se o algoritmo é treinado com dados rotulados ou não, podemos classificar tais
algoritmos em aprendizado supervisionado e aprendizado não supervisionado.

No decorrer desta dissertação, estudamos algumas das abordagens incluídas nas
categorias anteriores e as resumimos na Figura 2.4. Por um lado, dentro dos métodos não
supervisionados, investigamos métodos baseados em regras e métodos baseados em dici-
onários. Por outro lado, em métodos de aprendizado supervisionado, fizemos uma distinção
entre algoritmos tradicionais, redes neurais e modelos baseados em transformadores.

2.2.1 Aprendizado não supervisionado

Nesta seção, pretendemos fazer um levantamento de duas das técnicas de apren-
dizado não supervisionado usadas para tarefas de REN no domínio biomédico. O aprendi-
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Figura 2.4 – Classificação dos métodos de aprendizado de máquina estudados ao longo
desta pesquisa

zado não supervisionado é uma técnica de aprendizado de máquina na qual não é neces-
sário supervisionar o modelo, ou seja, ele aprende padrões a partir de dados não rotulados.

Métodos baseados em regras

Os sistemas baseados em regras são um dos métodos não supervisionados mais
usados em ML. Esses modelos são muito apropriados em situações em que o conheci-
mento a ser representado vem com uma estrutura de regras.

Os modelos artesanais são sistemas construídos à mão que dependem principal-
mente da intuição de designers humanos. Eles geralmente incorporam o conhecimento
humano na forma de padrões ou regras. Normalmente, os padrões usam recursos gramati-
cais (por exemplo, partes do discurso), sintáticos (por exemplo, precedência de palavras) e
outros recursos de linguagem para fazer uma identificação mais precisa.

Em sistemas baseados em regras, dois tipos de regras são normalmente usados:

• Regras baseadas em padrões: essas regras são baseadas na verificação de uma
determinada sequência de tokens quanto à presença dos constituintes de algum pa-
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drão. Para entender esse tipo de abordagem, apresentamos alguns exemplos de
recursos de texto a serem considerados pelo designer de regras. Nesses exemplos, o
objetivo seria reconhecer substâncias químicas e drogas em sentenças.

– Podem ser siglas como "AAS"para "Ácido Acetilsalicílico";

– Pode conter um prefixo como "amino-", por exemplo, "aminoácidos"ou "aminogli-
cosídeo";

– Pode conter um sufixo como -nitrila"incluído em "propanonitrila"e "butanodinitrila";
e

– Pode ser composto por uma fórmula molecular incluindo caracteres alfanuméri-
cos em letras maiúsculas como "C6N4"referido como "tetracianoetileno"e "CD34"que
é uma proteína fosfoglicoproteína transmembrana.

As regras descritas acima não são suficientes para identificar todas as ocorrências de
entidades em um documento. Frequentemente, as próprias regras são incompletas e
não cobrem muitos exemplos.

Os padrões em uma frase são frequentemente descritos usando expressões regula-
res (regexp) e correspondências. Uma expressão regular consiste exclusivamente em
caracteres normais (como "abc") ou uma combinação de caracteres normais e meta-
caracteres (como "ab*c). Metacaracteres descrevem certas construções ou padrões
de caracteres, por exemplo, se um caractere deve estar no início da linha ou se um
caractere deve aparecer apenas uma vez [8].

• Regras baseadas em contexto: normalmente, as informações relevantes sobre as
entidades nomeadas são fornecidas no contexto de suas menções. Analisar uma
menção por humanos ou máquinas é uma tarefa difícil sem nenhuma informação con-
textual onde podemos encontrar o significado correto de uma palavra através de uma
sequência. Por exemplo, se o termo "Apple"ocorrer sozinho, não é possível identificar
a que esse termo se refere. Pode referir-se à fruta, uma pessoa, uma empresa ou um
lugar. A resolução dessas ambiguidades costuma ser chamada de Desambiguação
de Entidade Nomeada (DEN), que é um aspecto altamente desafiador de uma tarefa
de extração de entidade. As regras baseadas em contexto estabelecem um nível mais
alto de relacionamento entre os tokens e os recursos extraídos, por exemplo. tama-
nho das janelas em uma frase e o uso de conjunções para conectar palavras, frases,
orações ou sentenças.

Os sistemas baseados em regras funcionam muito bem quando o léxico da lingua-
gem não é diverso. As vantagens desses sistemas são que eles são relativamente fáceis
de entender e a relação causa-efeito é transparente para que um especialista do domínio
possa verificar a base de regras e fazer ajustes, se necessário. Devido a regras de domí-
nio específicas e dicionários incompletos, muitas vezes observam-se alta precisão e baixa
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revocação de tais sistemas. As principais desvantagens desses métodos são várias: i) a
construção manual das regras, que pode ser uma tarefa demorada dependendo do domínio,
ii) como as regras são criadas para um cenário muito específico, não é possível transferir
este sistema para outro domínio diferente, e iii) não tratam muito bem informações incom-
pletas ou incorretas, ou seja, dados que não tenham uma regra associada serão ignorados.

Métodos baseados em dicionário

As abordagens baseadas em dicionário são outras técnicas populares em ML não
supervisionado. Essas técnicas utilizam recursos linguísticos como dicionários, glossários,
listas de palavras vazias, taxonomias e tesauros para analisar os diferentes níveis da lin-
guagem: fonético, lexical, semântico ou pragmático.

Este tipo de método é muito útil em campos onde as entidades a serem reconhe-
cidas podem estar contidas em listas de palavras. No entanto, estas técnicas nem sempre
são úteis, por exemplo, se a entidade a identificar for um nome próprio e apelido de uma
pessoa, devido à sua natureza e diversidade, será difícil encontrá-las em qualquer recurso,
seja num dicionário ou uma lista de palavras. Abordagens baseadas em dicionário reque-
rem exploração de variações na ortografia da entidade para realizar o processo de corres-
pondência [30]. Alguns exemplos de variações que podem ser consideradas pelo processo
de correspondência automática de padrões são:

• Caracteres especiais como hífen, barra e colchetes são usados como separadores
em diferentes combinações por diferentes autores. Por exemplo, a entidade "Ki-67"e
"Ki67"refere-se à mesma proteína, mas contém um traço entre os caracteres, o que
dificulta a correspondência correta;

• Partes dos nomes podem ser escritas em maiúsculas por alguns autores e minúsculas
por outros. Cada autor pode escrever seus textos sem seguir um guia de formatação
para que seja possível encontrar letras maiúsculas e minúsculas mistas como "Beta-
HCG"e "beta-hcg"; e

• Existe uma grande variedade de siglas na linguagem humana, podemos ter problemas
com a correspondência de descrições e siglas como "Ag"(antígeno).

Muitas vezes, os dicionários usados em PLN podem conter uma grande quanti-
dade de informações úteis para resolver os problemas mencionados acima. Por um lado, é
possível encontrá-los com uma simples lista de palavras que nosso sistema deve correspon-
der diretamente, mas por outro lado, eles podem conter sinônimos, antônimos, descrições,
siglas, entre outros, pelo que o sistema precisa realizar uma pesquisa menos abrangente.

Como um dicionário pode ter muitos significados de uma entidade, o sistema pre-
cisa determinar qual significado é usado no contexto de um documento. Nesse processo,
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observe que é importante desambiguar cada palavra no contexto correto para realizar uma
correspondência correta. Por exemplo, se levarmos em conta a palavra "alegra"(em Por-
tuguês pode estar relacionada ao fármaco Fexofenadina ou a manifestação de alegria), a
entidade pode ser incluída em um dicionário farmacológico, mas em uma frase como "A
mangueira alegra nossas tardes", a palavra "alegra"não deve ser rotulada como fármaco,
pois se refere ao humor.

2.2.2 Aprendizado supervisionado

O principal objetivo do aprendizado supervisionado é construir um modelo conciso
da distribuição de rótulos de classe em termos de recursos preditivos usando um conjunto
de dados de treinamento rotulado. O algoritmo resultante é usado para atribuir rótulos de
classe a instâncias de teste. Para uma descrição desses métodos, realizamos uma divisão
incluindo algoritmos tradicionais, redes neurais e modelos baseados em transformadores.

Algoritmos tradicionais

No contexto de ML, algoritmos tradicionais significam as coisas que fazemos há
anos e geralmente são a base para ML mais avançado. Na seção a seguir, revisamos qua-
tro algoritmos que são considerados métodos tradicionais de aprendizado de máquina e
são amplamente utilizados por pesquisadores interessados na tarefa REN. Esses algorit-
mos incluem Regressão Logística, Campos Aleatórios Condicionais (CRF) e Máquinas de
Vetores de Suporte (SVM). Embora existam mais algoritmos incluídos no aprendizado de
máquina tradicional, nesta seção, queremos destacar aqueles comumente usados em REN
e especificamente aqueles usados nos estudos iniciais desta tese.

Regressão Logística

A Regressão Logística (RL) é outra técnica que o ML adotou do campo estatístico
[48]. Especificamente, o algoritmo RL é um modelo discriminativo que descreve a probabi-
lidade condicional como:

P(y |X ) =
exp(

∑M
m=1 λmfm(y , X ))∑

y ′ exp(
∑M

m=1 λmfm(y ′, X ))))
(2.1)

A regressão logística é um método linear, mas as previsões são transformadas
usando a função logística. Esta função também é chamada de sigmóide que descreve o
peso λmfm dos recursos fm definido em relação a y e X para gerar uma previsão de classe.
Além disso, os recursos são definidos para pares de observação de estado fm(y , X ) [9].
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Campos Aleatórios Condicionais (CRFs)

Os Campos Aleatórios Condicionais (CRFs) são um tipo importante de modelos
de ML motivados pelo princípio do Modelo de Markov de Entropia Máxima (MEMMs) [100]
e usados para rotulagem de sequências. Lafferty, McCallum e Pereira [80] propuseram
CRFs como modelos probabilísticos para segmentar e marcar dados de sequência para
herdar as vantagens dos modelos anteriores, superar suas deficiências e aumentar sua efi-
ciência. Segundo os autores, existem duas diferenças principais entre CRF e MEMMs são
duas: MEMMs usam modelos de estado exponencial para as probabilidades condicionais
dos próximos estados dado o estado atual, e o algoritmo CRF tem um único modelo ex-
ponencial para a probabilidade conjunta do estado atual. sequência de rótulo inteira dada
a sequência de observação. Assim, os pesos das diferentes características em diferentes
estados podem ser trocados entre si. O princípio básico do CRF é definir a distribuição de
probabilidade condicional sobre as sequências de rótulos em uma dada observação [166].
Mais especificamente, a probabilidade condicional de uma sequência de rótulos y dada uma
sequência de palavra X é mostrada na Equação 2.2.

P(y |X ) =
exp(

∑n
i=1

∑m
j=1 λj fj(yi−1, yi , X ))∑

y exp(
∑n

i=1

∑m
j=1 λj fj(yi−1, yi , X ))

(2.2)

Onde o denominador da equação é um fator de normalização de todas as sequên-
cias de estado. fj(yi−1, yi , X )) é uma função m que descreve um recurso específico e λj é
um peso aprendido para cada função de recurso.

Usando modelos CRF as sequências podem ser representadas por características
linguísticas. Recursos típicos para CRFs podem ser generalizados, como a palavra anterior,
a palavra atual, a próxima palavra e a tag Part-Of-Speech (POS) para fornecer contexto
ao modelo. Além disso, outras características respondem à sintaxe da palavra como é
pequena, é maiúscula, é um número, entre outros.

Máquinas de Vetores de Suporte (SVMs)

Máquinas de Vetores de Suporte (SVMs) são modelos de aprendizado supervisi-
onado com algoritmos de aprendizado associados para classificação de dados. Os SVMs
foram desenvolvidos na década de 1990, dentro do campo da ciência da computação. Em-
bora tenham sido originalmente desenvolvidos como um método de classificação binária,
sua aplicação se estendeu a múltiplas classificações e problemas de regressão. Os SVMs
provaram ser um dos melhores classificadores para uma ampla gama de situações e, por-
tanto, são considerados um dos benchmarks no campo da estatística e aprendizado de
máquina [15].
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O modelo SVM permite a expansão do espaço através de kernels [148]. Embora
não entremos em detalhes, existem muitos kernels diferentes, sendo alguns dos mais usa-
dos: linear, polinomial, função de base radial gaussiana (RBF) e tangente hiperbólica ou
sigmóide.

Redes Neurais

Nos últimos anos, as redes neurais profundas revolucionaram muitos domínios de
aplicação de ML. As redes neurais profundas fazem parte de uma família mais ampla de
métodos de aprendizado de máquina baseados em Redes Neurais Artificiais (RNAs). Uma
RNA emprega uma hierarquia de camadas em que cada camada considera informações
de uma camada anterior e então passa sua saída para outras camadas [40]. Embora os
algoritmos de ML tradicionais sejam geralmente lineares, os algoritmos de aprendizado
profundo são empilhados em uma hierarquia de complexidade e abstração crescentes.

As RNAs, geralmente chamadas de redes neurais, são inspiradas nas redes neu-
rais biológicas que constituem os cérebros. Uma RNA é baseada em um conjunto de uni-
dades conectadas ou nós chamados neurônios artificiais ou simplesmente neurônios, que
tentam modelar os neurônios em um cérebro biológico. Cada neurônio tem entradas e
produz uma única saída que pode ser enviada para vários outros neurônios. As entradas
podem ser os valores característicos de uma amostra de dados externos, como imagens ou
documentos. Além disso, essas características podem ser as saídas de outros neurônios.
As saídas finais da rede neural cumprem a tarefa, por exemplo, a identificação de uma en-
tidade no texto. Normalmente, os neurônios são organizados em múltiplas camadas como
podemos ver na Figura 2.5. Nesta figura1, a estrutura da rede neural consiste em camadas
de entrada, ocultas e de saída. Observe que os neurônios em uma camada se conectam
apenas aos neurônios nas camadas imediatamente anteriores e seguintes.

Figura 2.5 – Arquitetura básica de uma Rede Neural Artificial. Da esquerda para a direita,
podemos observar as camadas de entrada, ocultas e de saída. Extraído da Wikipédia

1Rede Neural Artificial na Wikipédia

https://pt.wikipedia.org/wiki/Rede_neural_artificial
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A Feedforward Neural Network (FNN) foi a primeiro e mais simples tipo de RNA
[138]. Nesta rede em particular, as informações se movem em apenas uma direção: para
a frente dos nós de entrada, através dos nós ocultos (se houver) e para os nós de saída,
para que não haja ciclos ou loops na rede. Os FNNs podem ser divididos em dois grupos:
Single-Layer Perceptron (SLP) e Multi-Layer Perceptron (MLP). Por um lado, o SLP consiste
em uma única camada de nós de saída, em que as entradas são alimentadas diretamente
às saídas por meio de uma série de pesos. Por outro lado, o MLP consiste em várias cama-
das de unidades computacionais, geralmente interconectadas de forma feed-forward. Cada
neurônio em uma camada tem conexões diretas com os neurônios da camada subsequente
[53].

O processo de aprendizagem de uma rede neural pega as entradas e saídas dese-
jadas e atualiza o estado interno de acordo para que a saída calculada fique o mais próximo
possível da saída desejada [124]. O processo de previsão recebe uma entrada e, poste-
riormente, gera (usando o estado interno) o resultado mais provável de acordo com sua
experiência anterior. Para conseguir isso, discutiremos brevemente o processo de aprendi-
zagem em várias etapas:

1. Inicialização: a inicialização do modelo refere-se à primeira hipótese que o processo
pretende iniciar. Assim como os algoritmos genéticos e a teoria da evolução, as redes
neurais podem começar de qualquer lugar. Portanto, uma inicialização aleatória do
modelo é uma prática comum;

2. Propagação para frente: esta etapa se preocupa em propagar os cálculos de todos
os neurônios dentro de todas as camadas que se movem da esquerda para a direita.
Isso começa na camada de entrada e termina com a previsão final. Os cálculos di-
retos ocorrem durante o treinamento para avaliar o alvo e a função de perda sob as
configurações atuais dos parâmetros de rede em cada iteração, bem como durante a
previsão quando aplicados a dados novos e não vistos anteriormente;

3. Função de perda: neste passo, por um lado, temos a saída real da nossa rede neural
inicializada aleatoriamente. Por outro lado, temos a saída desejada que queremos
que a rede aprenda. A função de perda é uma métrica de desempenho de quão bem
a rede neural atinge seu objetivo de gerar resultados o mais próximo possível dos
valores desejados. Por esse motivo, os algoritmos de ML visam minimizar a função
de perda. Em modelos de classificação, as funções de perda mais comuns usadas
são entropia cruzada binária, entropia cruzada categórica e similaridade de cosseno,
entre outras. Para problemas baseados em regressão, também temos funções como
erro médio quadrático (MSE), erro percentual médio absoluto (MAPE) e erro médio
absoluto (MAE);

4. Diferenciação: em matemática, a diferenciação é a etapa que pode ajudar a rede a
otimizar os pesos. É a derivada parcial da função de perda. Portanto, ao encontrar a
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derivada parcial da função de perda, sabemos quanto (e em qual direção) devemos
ajustar nossos pesos e vieses para diminuir a perda;

5. Retropropagação: na rede neural, qualquer camada pode encaminhar seus resulta-
dos para muitas outras camadas, neste caso, para realizar a retropropagação. Essen-
cialmente, esta etapa avalia a expressão para a derivada da função de perda como
um produto das derivadas entre cada camada da esquerda para a direita usando o
gradiente dos pesos; e

6. Atualização de peso: as atualizações dos pesos dos neurônios refletirão a importân-
cia do erro propagado para trás após a conclusão de uma passagem para frente. Os
métodos de atualização de pesos são chamados de otimizadores.

7. Iterar até a convergência: como atualizamos os pesos com um pequeno passo, a
rede precisará de várias iterações para aprender a saída ideal.

Em uma RNA, as funções de ativação determinam a saída de um modelo de apren-
dizado profundo, sua precisão e também a eficiência computacional do treinamento de um
modelo. As funções Softmax e sigmoid são funções comuns usadas na camada final ou
de saída de uma rede neural para obter uma distribuição categórica e de Bernoulli respec-
tivamente (função para classificação binária) [59]. Para as camadas ocultas, as funções
de ativação mais populares são a Unidade Linear Retificada (ReLU) e uma tangente hi-
perbólica ou função tanh [129]. Adicionalmente, algumas funções aplicadas à rede neural
possuem parâmetros de configuração diferentes. Por exemplo, a taxa de aprendizado é um
parâmetro de ajuste na função de otimização que determina o tamanho do passo em cada
iteração enquanto se move em direção a uma função de perda mínima.

Como mencionado acima, as redes neurais costumam usar otimizadores para re-
duzir as perdas. São algoritmos ou métodos usados para alterar os atributos de uma deter-
minada rede neural, como pesos e taxa de aprendizado. Alguns exemplos dos otimizadores
mais usados são Adam, Stochastic Gradient Descent (SGD), Adadelta, RM-Sprop, Adamax
e Adagrad [70, 29, 177].

As RNAs têm limitações para lembrar sequências quando são grandes. Por exem-
plo, suponha uma frase de 90 palavras na qual a penúltima palavra se refere ao início da
frase. As RNAs tendem a esquecer informações sobre etapas de tempo que estão muito
atrasadas. Para resolver este problema, surgiu o mecanismo de atenção para lidar com
dados variáveis no tempo (sequências) [21]. A atenção é considerada uma das ideias mais
influentes na comunidade de aprendizagem profunda porque mantém informações relevan-
tes ao longo do tempo. Com este mecanismo, cada palavra da sentença contém um estado
oculto com valores passados que serão levados em consideração em cada iteração.

Em resumo, o aprendizado profundo representa um conjunto de técnicas basea-
das em RNAs. As duas principais arquiteturas projetadas para classificação são as Redes
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Neurais Recorrentes (RNRs) e as Redes Neurais Convolucionais (CNNs) [138]. Esses dois
modelos diferem no tipo de entrada que eles preveem: RNRs são projetados para classificar
sinais temporais e CNNs são projetados para classificar sinais espaciais. As particularida-
des desses tipos de RNAs são descritas a seguir.

• Redes Neurais Recorrentes (RNRs): as RNRs foram estudados pela primeira vez
em 1986 [54] e são uma classe de RNAs em que as conexões entre os nós formam
um grafo direcionado ao longo de uma sequência de tempo. RNRs são comumente
usados para problemas ordinais ou temporais, como Processamento de Linguagem
Natual (PLN), Reconhecimento de Fala e Rotulagem de Imagens; eles também são
incorporados em aplicativos populares como “Siri da Apple” e o “Google Voice Se-
arch”.

As RNRs usam uma célula de memória que recebe informações da entrada anterior
para influenciar a entrada e a saída atuais. Enquanto as redes neurais profundas tradi-
cionais assumem que as entradas e saídas são independentes umas das outras (sem
feedback), a saída dos RNRs depende dos elementos acima dentro da sequência. A
Figura 2.6 ilustra como RNR (à direita da figura) tem uma conexão recorrente no es-
tado oculto e FNN não contém realimentação (à esquerda da figura). Essa restrição
de loop garante que a informação sequencial seja capturada nos dados de entrada
[21].

Figura 2.6 – Comparação entre FNNs (esquerda) e RNRs (direita). Extraída de Kranker et
al. [76]

• Redes Neurais Convolucionais (CNNs): nos casos em que as entradas são gran-
des, os RNRs envolvem um grande número de parâmetros de treinamento. A ideia
principal para superar este problema é pegar a representação local que descreve toda
a entrada ao invés da representação global. A CNN usa camadas com filtros de con-
volução que são aplicados a recursos locais para representar informações locais [57].
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Nesse tipo de rede neural, as conexões entre os nós não formam um loop, mas usam
uma variação do MLP projetada para exigir o mínimo de pré-processamento.

Originalmente inventados para visão computacional, os modelos CNN demonstraram
ser eficazes para PLN e alcançaram excelentes resultados na classificação de texto
[58]. CNNs também podem ser aplicadas a tarefas PLN usando dados textuais porque
as entradas são a representação vetorial de cada palavra em uma frase.

Três tipos de camadas compõem a CNN: camadas convolucionais, camadas de pool e
camadas totalmente conectadas. Como mostramos na Figura 2.7, a convolucional é a
primeira camada que é usada para extrair as várias características da entrada. Nesta
camada, a operação matemática de convolução é realizada entre a entrada e um filtro
de um determinado tamanho MxM. Na maioria dos casos, a camada convolucional é
seguida pela camada pool. O objetivo principal desta camada é diminuir o tamanho do
mapa de feições convolucionais para reduzir os custos de computação. Finalmente,
a camada totalmente conectada consiste nos pesos e desvios juntamente com os
neurônios e é usada para conectar os neurônios entre duas camadas diferentes. Estas
camadas normalmente são colocadas antes da camada de saída e formam as últimas
camadas da arquitetura CNN.

Modelos baseados em Transformers

Transformers é um modelo de aprendizado profundo introduzido em 2017, usado
principalmente no campo da PLN [160]. Semelhante as RNRs, Transformers foi projetada
para lidar com dados sequenciais, como linguagem natural, para tarefas como REN e clas-
sificação de texto. Ao contrário das RNRs, a Transformer não exige que os dados sequen-
ciais sejam processados em ordem, portanto, não precisamos processar o início de uma
frase antes de processar o final. Devido a este aspecto, esta técnica permite muito mais
paralelização do que RNRs e, portanto, reduz os tempos de treinamento.

A parte mais importante da arquitetura Transformer é o mecanismo de atenção.
O mecanismo de atenção representa a importância que outros tokens de uma entrada têm
para a codificação de um determinado token. Em outras palavras, o mecanismo de atenção
permite que o Transformer se concentre em certas palavras à esquerda e à direita para
tratar a palavra atual de acordo com a tarefa de PLN que estamos abordando.

Outra vantagem desta arquitetura é que o aprendizado em um idioma pode ser
transferido para outros idiomas por meio do aprendizado por transferência, ou Transfer Le-
arning. Em termos gerais, a aprendizagem por transferência é a ideia de pegar o conhe-
cimento adquirido ao realizar uma tarefa e aplicá-lo a uma tarefa diferente. A Transformer
conta com essa técnica para obter resultados "estado da arte"[113].

Há uma grande diferença entre a abordagem tradicional de construção e treina-
mento de modelos de ML e o uso de uma metodologia que segue os princípios do aprendi-
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Figura 2.7 – Arquitetura básica de uma CNN. Adaptada de Kalchbrenner et al. [64]

zado por transferência. A Figura 2.8 ilustra a diferença entre o ML tradicional e a nova ideia
baseada no aprendizado por transferência. Nesta figura, podemos ver que o ML tradicional
(à esquerda da figura) é isolado e ocorre estritamente para tarefas específicas (tarefa 1 e
tarefa 2) e conjunto de dados (conjunto de dados 1 e conjunto de dados 2). Portanto, os
modelos de treinamento são independentes entre si e não retêm nenhum conhecimento
que possa ser transferido de um modelo para outro. Ao contrário, usando modelos de
aprendizagem por transferência (à direita da figura) é possível aproveitar o conhecimento
(características, pesos, etc.) dos modelos previamente treinados para treinar novos siste-
mas.

Como podemos observar na Figura 2.8, os modelos Transformers são primeiro
treinados em grandes quantidades de texto (conjunto de dados 1) em uma etapa chamada
pré-treinamento. Durante esta etapa, espera-se que os modelos aprendam as palavras,
estrutura, morfologia, gramática e outras características linguísticas da língua. Nesta etapa,
o texto é representado por tokens por meio de um processo de tokenização convertendo
o texto real em uma representação numérica que pode ser usada com modelos de redes
neurais.
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Figura 2.8 – Modelos tradicionais de aprendizado de máquina versus aprendizado por trans-
ferência

Depois que o texto é convertido para um formato compatível, podemos treinar o
modelo para entender o idioma. Masked Language Modeling (MLM) é uma técnica utilizada
para realizar esta tarefa [26]. Com essa técnica, uma certa porcentagem dos tokens em
uma sequência é substituída por um token de máscara e o modelo é solicitado a prever o
token que estava lá anteriormente. Quando treinado em uma tarefa usando essa técnica,
um modelo é capaz de aprender boas representações dos vários tokens de vocabulário.
Outras técnicas para aprender a representação de texto são a Modelagem de Linguagem
Causal (CLM), que prevê a probabilidade de uma palavra dadas as palavras anteriores em
uma frase, e a Modelagem de Linguagem de Tradução (TLM) projetada para dados entre
idiomas [83].

O resultado desse processo de treinamento prévio é um modelo capaz de modelar
uma língua com precisão, compreendendo as diferentes características e regras linguísticas
da língua [119].

O aprendizado de transferência é popular no aprendizado profundo, devido aos
enormes recursos necessários para treinar modelos de aprendizado profundo e os conjun-
tos de dados grandes e desafiadores nos quais os modelos de aprendizado profundo são
treinados. Felizmente, muitos modelos pré-treinados já estão disponíveis para reutilização
e servem como ponto de partida para diferentes tarefas. HuggingFace é a biblioteca Python
mais popular que contém esses modelos. Entre os modelos pré-treinados mais conhecidos,
podemos encontrar T5, GPT-3, GPT-2, BERT, XLNet e RoBERTa, que demonstram a capa-
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cidade dos Transformers de realizar uma ampla variedade de tarefas relacionadas à PLN e
têm o potencial para encontrar aplicativos do mundo real [82, 86, 11, 26, 91, 176, 20].

Em essência, a Transformers mudou a área de PLN oferecendo os seguintes be-
nefícios:

• Introduziu um mecanismo revolucionário de atenção que substitui as arquiteturas con-
volucionais ou recorrentes;

• Produziu uma mudança no aprendizado de transferência do pré-treinamento (veto-
res de palavras) para extração de características para o treinamento de modelos de
linguagem genéricos (modelos pré-treinados);

• Ele forneceu ajustes onde o modelo pode precisar ser adaptado para a tarefa de
interesse;

• Isso resultou em um crescimento exponencial no tamanho dos modelos de linguagem
pré-treinados, o que levou a um alto desempenho em uma série de tarefas de PLN
envolvendo compreensão da linguagem; e

• Ela forneceu modelos pré-treinados para tarefas em que não temos grandes conjuntos
de dados para treinar.

2.3 Representação de Palavras

No campo da PLN, os pesquisadores precisavam encontrar uma maneira de re-
presentar dados textuais como entrada em sistemas de ML. Esse processo consiste em
transformar um conjunto de características categóricas do texto bruto (palavras, letras, tags
de parte do discurso, posição das palavras, ordem das palavras, entre outros) em uma série
de vetores.

Primeiramente, além de converter palavras em uma representação numérica, fa-
zemos as seguintes perguntas: o que nos interessa saber sobre o texto ao realizar essa
codificação de dados? E mais especificamente, o que exatamente queremos codificar?
Nesta seção, discutimos as opções mais usadas pela comunidade de PLN para representar
palavras que os sistemas de ML podem entender.

A primeira abordagem surgiu como um método simples no qual cada palavra do
vocabulário recebia um identificador único. Um vocabulário em um corpus ou texto consiste
nas palavras únicas incluídas nele. Os métodos de pesquisa em dicionário são uma
maneira simples de representar texto verificando se uma string de entrada aparece em um
dicionário. Caso contrário, se a palavra não aparecer, a string será marcada como uma
palavra incorreta ou Out-Of-Vocabulary (OOV) [77].
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A abordagem baseada em dicionário armazena o maior número possível de enti-
dades nomeadas em uma lista chamada de dicionário geográfico, que oferece alta precisão
na identificação correta dessas entidades [61]. Atualmente, tais métodos estão desatualiza-
dos para representação de palavras simples porque têm limitações, mas ainda são usados
como recursos adicionais para representação de palavras em redes neurais [97, 149]. As
principais deficiências dessas técnicas podem ser resumidas da seguinte forma: i) um dici-
onário curto pode não ser suficiente para encontrar a palavra no contexto, ii) um dicionário
pode não conter todas as palavras que queremos representar e iii) um dicionário grande
pode aumenta o custo da pesquisa.

A segunda abordagem para realizar a representação de palavras que estudamos
é chamada de one-hot encoding. Essa técnica usa uma representação de variáveis cate-
góricas como vetores binários. A ideia principal é criar um vetor de tamanho de vocabulário
preenchido com todos os zeros, exceto uma posição. Então, para uma palavra, apenas a
coluna correspondente é preenchida com o valor 1 e o restante tem valor zero. Além disso,
este método usa uma posição vetorial para indicar que a palavra é OOV [37]. Para melhor
compreensão deste tipo de representação, a Tabela 2.1(Figura 3.1) mostra um exemplo
onde a frase "anomalias do sistema cardiovascular"é codificada através de zeros e uns.
Como podemos ver, as palavras codificadas consistem em um vetor de dimensão N + 1,
onde N é o tamanho do vocabulário e o 1 extra é adicionado para palavras OOV.

anomalias do sistema cardiovascular OOV
anomalias [ 1, 0, 0, 0, 0, 0, ..., 0]

do [ 0, 1, 0, 0, 0, 0, ..., 0]
sistema [ 0, 0, 1, 0, 0, 0, ..., 0]

cardiovascular [ 0, 0, 0, 1, 0, 0, ..., 0]

Tabela 2.1 – Exemplo de one-hot encoding

Os vetores one-hot são frequentemente usados como representações de palavras
para tarefas REN. Por exemplo, Kuru, Can e Yuret [79] desenvolveram um modelo baseado
em redes neurais que tinha como entrada uma representação de vetores one-hot para
codificar os caracteres de entrada.

O conceito de similaridade de palavras também é difícil de extrair, pois os veto-
res de palavras mencionados até agora são estatisticamente ortogonais. Por exemplo, os
pares de palavras "tumor"e "tumores", ou "fármaco"e "medicamento", são semelhantes,
mas são representados de maneiras diferentes. Portanto, precisamos de uma abordagem
mais robusta para lidar com a descoberta de semelhanças entre palavras. Para resolver os
problemas iniciais de similaridade de palavras, surgiram abordagens distribucionais para a
representação de palavras.

Um dos métodos mais utilizados na família de representações distribucionais é
denominado Tf-Idf (Term frequency – Inverse document frequency ). O Tf-Idf é um modelo
de ponderação Bag-Of-Words (BOW) [144] usado para dar pesos às palavras em uma co-
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leção de documentos, medindo a frequência com que uma palavra é encontrada em um
documento (Tf), compensada pela frequência com que a palavra é encontrado em toda a
coleção (Idf) [131]. Muitas vezes, os modelos de ML também usam o Tf ponderado para
atribuir o número de ocorrências de uma palavra em um documento. A ideia principal por
trás dessa abordagem é que as palavras que normalmente aparecem em um contexto e
documento semelhantes teriam um significado semelhante. Tf, Idf e Tf-Idf foram compara-
dos em estudos relacionados ao reconhecimento de entidades biomédicas como pesos de
palavras. Zhang e Elhadad [178] mostraram que os pesos Idf e Tf-Idf fornecem melhorias
em relação ao uso apenas de frequência de termo como peso.

Uma das principais desvantagens das codificações de palavras anteriores mostra-
das é a falta de representação de significado. Com abordagens como one-hot ou distribuci-
onal, representamos a presença e ausência de palavras em um determinado texto, porém,
não podemos determinar nenhum significado a partir da simples presença/ausência dessas
palavras. Parte desse problema é que perdemos as relações posicionais entre as palavras
e a ordem das palavras. Essa ordem na sequência das palavras acaba sendo fundamental
na representação do significado das palavras e é discutida a seguir.

Word embeddings são uma família de técnicas de PLN que se concentram no
mapeamento do significado semântico de uma palavra em um espaço geométrico. Para
isso, um vetor numérico é associado a cada palavra do vocabulário, de modo que a distância
entre quaisquer dois vetores captura parte da relação semântica entre as duas palavras
associadas. Além disso, os word embeddings desempenham um papel fundamental no
Transfer Learning, pois são treinados em grandes quantidades do corpus usando redes
neurais [35]. A Figura 2.9 traz uma representação visual das dez palavras mais similares a
“medication”.

Na Figura 2.9, as linhas indicam associações de similaridade com a palavra “me-
dication”. No grafo, a palavra mais similar a “medication” (medicamento) é “antidepressant”
(antidepressivo). Word embeddings foram popularizados pela Word2Vec em 2013 [103].
Posteriormente, Pennington, Socher e Manning [116] criaram o algoritmo GloVe que visa
realizar explicitamente o procedimento de incorporação de significados do Word2Vec. Em-
bora o vocabulário de um espaço de incorporação de palavras seja grande, podemos encon-
trar situações onde uma palavra é OOV. FastText foi projetado para resolver esta situação,
melhorando Word2Vec [14].

Recentemente, embeddings de palavras contextuais, como Embeddings from Lan-
guage Models (ELMo) e BERT, surgiram. Essas técnicas geram embeddings para uma
palavra de acordo com o contexto em que a palavra aparece, gerando assim embeddings
ligeiramente diferentes para cada ocorrência da palavra [157]. Por um lado, o ELMo é de-
rivado de um LSTM bidirecional que é treinado com um objetivo de modelo de linguagem
acoplado em um grande corpus de texto [136], dessa forma, o ELMo analisa a frase inteira
antes de atribuir um vetor a cada palavra. Por outro lado, as representações BERT são
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Figura 2.9 – Representação de similaridade da palavra “medication” obtida por um modelo
Word2Vec [103] no corpus Google News. A visualização foi gerada a partir do site WebVec-
tors: word embeddings online

condicionadas conjuntamente no contexto esquerdo e direito e usam o Transformer [160],
uma arquitetura de rede neural baseada em um mecanismo de atenção (Seção 2.4).

2.4 BERT

Bidirectional Encoder Representations from Transformers [26], abreviado como
BERT, é uma rede neural que gera representações bidirecionais de palavras, ou seja, ba-
seado no contexto à esquerda e à direita. O BERT é composto por múltiplas camadas de
codificadores Transformer [160]. O BERT apresenta duas versões, distintas pelo número
de camadas Transformer, número de núcleos de atenção e tamanho de camada oculta. O
BERT-base conta com 12 camadas, 12 núcleos de atenção e uma camada oculta com 768
neurônios totalizando 110M de parâmetros, o BERT-large conta 24 camadas, 12 núcleos de
atenção e uma camada oculta de tamanho 1024, totalizando 340M de parâmetros.

Representação da Entrada

O BERT pode receber como entrada uma sentença ou um par de sentenças con-
catenados em uma sequência. As palavras da entrada são tokenizadas em WordPieces
e convertidas em word embeddings. A tokenização WordPiece recebe esse nome porque

http://vectors.nlpl.eu/explore/embeddings/en/
http://vectors.nlpl.eu/explore/embeddings/en/
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quebra as palavras ausentes no vocabulário em tokens, inserindo o símbolo ## nas partes
não iniciais, por exemplo, “ga” e “##to”.

Além disso, no início da sequência é inserido um token especial [CLS], usado na
etapa de classificação para concatenar as representações individuais de palavras de uma
sentença. Para lidar com entradas compostas por um par de sentenças um outro token
especial ([SEP]) delimita a fronteira das sentenças. Em adição a isso, treina-se um vetor de
segmentos, indicando se a palavra pertence à sentença A ou à B. Por fim, assim como a
Transformer, o BERT não captura a ordem de palavras, portanto necessita de um vetor de
posições, nesse caso, computando a posição absoluta da palavra na sentença. A entrada
final do BERT é dada pela somatória dos vetores de word embedding, de posição e de
segmento, como pode ser observado na Figura 2.10.

Figura 2.10 – Representação da entrada do BERT

Treinamento do BERT

São necessárias duas etapas de treinamento no BERT: o pré-treinamento e o
refinamento (do inglês, fine-tuning). O pré-treinamento é feito em corpora não anotados em
duas tarefas distintas: Masked Language Model (MLM) e Next Sentence Prediction (NSP).
Por sua vez, o refinamento é treinado em corpora anotados para uma tarefa específica,
como REN, tradução automática, etc. A Figura 2.11 traz uma representação das etapas de
pré-treinamento e de refinamento do modelo.

Aplicações do BERT

Como já mencionado, o BERT pré-treinado pode ser refinado em uma tarefa espe-
cífica. Nessa abordagem, treina-se o modelo em um corpus anotado, otimizando os pesos
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Figura 2.11 – Representação da etapa de treinamento extraído de Devlin et al.[26]. À es-
querda, a etapa de pré-treinamento e à direita, o refinamento

aprendidos. As predições são obtidas por uma camada de saída para classificação na ta-
refa em questão, que recebem como entrada as saídas do BERT. O refinamento é menos
custoso em termos computacionais do que o pré-treinamento, já que os pesos do BERT já
passaram por treinamento, necessitando somente de ajustes para se adaptar na tarefa.

Além da opção acima, é possível usar o BERT como word embeddings em outros
modelos, extraindo as representações de palavras geradas na etapa de pré-treinamento.
Essa abordagem é conhecida como feature-based, uma técnica de Transfer Learning. Em
vez de refinar o BERT em uma tarefa específica, retreinando seus pesos, os traços do mo-
delo pré-treinado são extraídos e podem alimentar outro modelo de classificação, mantendo
os pesos congelados, sem refinamento.

2.5 Avaliação da tarefa de REN

A avaliação dos sistemas de REN é feitas através da comparação do resultado ob-
tido por um modelo e um corpus anotado com as respostas esperadas. Existem dois tipos
de corpus anotado: dourado e prateado. Um corpus dourado é aquele contendo anotação
manual, ou seja, feito e/ou revisado por humanos, em geral, especialistas na área de co-
nhecimento da tarefa a ser resolvida. Já um corpus prateado é anotado automaticamente
através de técnicas computacionais.

Para fazer a anotação de ENs em um texto, é preciso seguir diversos procedi-
mentos, entre os quais está o tipo de etiquetagem. Uma abordagem muito utilizada nos
primeiros trabalhos de REN foi a anotação por XML, sendo adotada em inúmeras compe-
tições como o MUC e o Harem. O XML é uma linguagem de marcação que estrutura a
informação através de etiquetas. Tradicionalmente, somente a palavra ou palavras referen-
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tes a uma entidade eram etiquetadas no texto, delimitadas por < e >, como apresentado
no exemplo abaixo. A etiqueta “EN” indica as fronteiras da entidade nomeada e “TIPO” se
refere a etiqueta atribuída a ela.

A <EN TIPO“LOCAL”>Fundação Iberê</EN> é uma entidade cultural que tem
como objetivos a preservação, o estudo e a divulgação da obra do pintor gaúcho
<EN TIPO=“PESSOA”>Iberê Camargo</EN>.

Atualmente, é mais comum que os corpora de REN sejam anotados no formato
BIO (Begin-Inside-Outside). Nele, todas as palavras do corpus recebem uma etiqueta indi-
cando sua categoria, sendo que as letras B e I são usadas para marcar, respectivamente,
o início de uma entidade e uma ou mais palavras dentro de uma entidade. Essas letras
são adicionadas antes da categoria da EN, como “B-PESSOA”. Por sua vez, O é reservado
para as palavras que não são ENs.

Giovani B-PESSOA
é O

natural O
de O

Bento B-LOCAL
Gonçalves I-LOCAL

. O

Tabela 2.2 – Exemplo de anotação no estilo BIO

Na Tabela 2.2, podemos ver um exemplo de anotação no esquema BIO. Observe
como “Bento” tem o prefixo “B-” porque segue imediatamente outra entidade LOCAL. Se-
melhante, mas mais detalhado que BIO, o esquema BILOU codifica o início, o interior e
o última entidade de pedaços de várias entidades enquanto os diferencia dos pedaços de
comprimento de unidade. Isso consiste nos prefixos B, I, L, U ou O, onde U é usado para
representar um pedaço contendo uma única entidade. Os pedaços de comprimento maior
ou igual a dois sempre começam com o prefixo “B-” e terminam com o prefixo “L-”. Observe
na Tabela, como a mesma frase é anotada de forma diferente em BILOU.

Giovani U-PESSOA
é O

natural O
de O

Bento B-LOCAL
Gonçalves L-LOCAL

. O

Tabela 2.3 – Exemplo de anotação no estilo BILOU

Os corpora mais recentes tendem a aplicar o esquema BIO de anotação, uma
vez que ele é baseado em unidades de palavra (token) em vez de sequências de palavras
(chunk ), como no exemplo do XML.
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Ao longo dos anos, foram propostas diferentes métricas de avaliação para o REN.
A avaliação por entidade é feita com base na correspondência por chunk, que pode ser
composta por uma ou mais palavras. Como medida de desempenho da tarefa, adotamos o
protocolo de avaliação do CoNLL [133], em virtude de que outros trabalhos para REN em
Português também se utilizam deste, o que torna possível a comparação das abordagens.
As métricas de avaliação propostas nessa conferência são baseadas nas medidas de pre-
cisão, recall e medida-F. No CoNLL, a classificação de uma entidade é considerada correta
somente se é uma correspondência idêntica daquela anotada no corpus. Assim, a pre-
cisão (p) é dada pela porcentagem de entidades classificadas corretamente pelo sistema
(Equação 2.5) e o recall (r ) é a porcentagem de entidades presentes no corpus dourado
encontradas pelo sistema (Equação 2.6). O cálculo de medida-F (F ) é apresentado nas
Equações 2.3 e 2.4, em que β = 1.

Fβ =
(β2 + 1) ∗ p ∗ r
β2 ∗ (p + r )

(2.3)

F1 =
2 ∗ p ∗ r

p + r
(2.4)

A Tabela 2.4 traz um exemplo de como é feita a avaliação de REN com uma ano-
tação BIO.

p =
Número de EN encontradas corretamente pelo sistema

Número de EN encontradas pelo sistema
(2.5)

r =
Número de EN encontradas corretamente pelo sistema

Número de EN no corpus dourado
(2.6)

Texto Anotação Dourada Predição

Medx O O
em O O
uso O O

: O O
AAS B-FAR B-FAR

, O O
Paracetamol B-FAR B-FAR

e O O
Omeprazol B-FAR B-FAR

. O O

Tabela 2.4 – Exemplo de avaliação por entidade usando BIO
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2.6 Recursos de Conhecimento Biomédico

Atualmente, o uso de recursos de conhecimento apropriados é essencial para o
desenvolvimento de sistemas de PLN. Nesta seção, revisamos os recursos de terminologia
mais populares no campo do BioNLP e ferramentas de detecção automática de entidades.
Por um lado, os recursos terminológicos incluem ontologias, vocabulários controlados e léxi-
cos que estão disponíveis aos pesquisadores para melhor representar o conhecimento por
meio de conceitos, estruturas e relações entre eles. Por outro lado, frameworks computaci-
onais foram desenvolvidos para construir rapidamente ferramentas para tarefas de extração
de entidades biomédicas.

Recursos terminológicos

A identificação de entidades na literatura biomédica é um dos tópicos de pesquisa
mais desafiadores dos últimos anos, tanto no PLN quanto nas comunidades biomédicas.
Felizmente, existem vários recursos terminológicos corrigidos manualmente e com cura-
doria disponíveis para a comunidade científica, onde os pesquisadores podem encontrar
entidades biomédicas relevantes.

Recursos de terminologia com curadoria fornecem a linguagem médica comum
necessária para interoperabilidade e troca eficiente de dados clínicos. Para maximizar o va-
lor da informação em saúde, esses recursos devem ser usados adequadamente de acordo
com sua finalidade, domínio e design. Eles são projetados para atender a uma variedade
de propósitos com os seguintes benefícios: (i) o conhecimento em saúde é incluído em
um recurso facilmente acessível, (ii) os conceitos são frequentemente categorizados para
pesquisa, (iii) facilitam a normalização de dados e (iv ) permitem a interoperabilidade entre
sistemas por meio de identificadores de conceito únicos.

Entre as dificuldades para identificar com sucesso os termos estão as amplas vari-
ações lexicais, que impedem que alguns termos sejam reconhecidos no texto biomédico, a
sinonímia de termos e a homonímia de termos (quando um termo tem vários significados),
que criam incerteza quanto à exata identidade do termo [75]. Para resolver este problema,
diferentes ontologias, vocabulários controlados, terminologias e dicionários contendo uma
variedade de termos foram projetados. Mostrando as questões e desafios em aberto, Rector
et al. [123] fornecem um levantamento sobre a origem da palavra “ontologia” em sistemas
de informação e discutem as lições e as implicações de projetar sistemas de raciocínio de
mundo aberto baseados em lógicas de descrição para representação do conhecimento bi-
omédico. Uma ontologia é uma especificação explícita de conceituações [43]. O termo é
emprestado da filosofia, onde a ontologia é uma descrição sistemática da existência. No
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entanto, no campo da ciência da computação, a visão de ontologia é um pouco mais res-
trita. Uma definição de ontologia foi dada por Uschold et al. [159] descrevendo a ontologia
assim:

"Uma ontologia pode assumir uma variedade de formas, mas necessariamente
incluirá um vocabulário de termos e alguma especificação de seu significado.
Isso inclui definições e uma indicação de como os conceitos estão inter-relacionados
que coletivamente impõem uma estrutura no domínio e restringem as possíveis
interpretações dos termos."

Em ontologias, as características associadas aos nomes das entidades (por exem-
plo, descrições, relações com outros objetos, funções, entre outros) descrevem mais especi-
ficamente o significado de cada uma delas. Além disso, os relacionamentos entre entidades
tornam as ontologias bem estruturadas [81, 154].

Atualmente, nenhuma ontologia captura toda a gama de conceitos no domínio Bi-
omédico. No entanto, apesar das preocupações mencionadas, existem várias ontologias
biomédicas bem projetadas, como a UMLS (Unified Medical Language System) [13], a On-
tologia TAMBIS (TaO) [10] e a Gene Ontology (GO) [7]. UMLS e GO são as ontologias
biomédicas mais populares na comunidade BioNLP, uma vez que atualmente envolvem o
maior número de conceitos.

Ferramentas de mapeamento

Conforme descrito acima, o alcance e a diversidade de ontologias, terminologias
e léxico aumentaram dramaticamente ao longo dos anos. A demanda por mapeamento de
dados textuais com esses recursos terminológicos levou à criação de sistemas e ferramen-
tas automáticas. Cada um desses sistemas tem características comuns, todos os quais
empregam um ou mais dos seguintes recursos: análise lexical, muitas vezes usando um
léxico especializado; análise sintática, procedimento de mapeamento que leva em conta a
correspondência parcial; e o uso de fontes de conhecimento para fazer a correspondência.

No domínio Biomédico, podemos encontrar algumas ferramentas interessantes
para o inglês como MicroMeSH [96], CHARTLINE [104] e EDGAR [126]. A maioria de-
les usa a ontologia UMLS para combinar entidades reconhecidas nos dados textuais com
o maior Metathesaurus conhecido até agora. Entre as ferramentas mais utilizadas pela
comunidade BioNLP, podemos incluir o cTAKES e o MetaMap.

• cTAKES: é um sistema popular que visa construir e avaliar um sistema PLN de có-
digo aberto para a extração de informações do RES textual escrito em inglês. Este
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sistema fornece mapeamentos para o UMLS usando diferentes componentes: toke-
nizer cTAKES, normalizador, tagger Part-Of-Speech (POS) e anotador REN. Estudos
relevantes avaliaram o cTAKES como um sistema REN para descoberta de casos de
doença arterial periférica [137], identificação de distúrbios [115, 172] e extração de
conhecimento diagnóstico [122].

• MetaMap: é um aplicativo altamente configurável desenvolvido pela National Library
of Medicine (NLM) para mapear texto biomédico para o Metathesaurus UMLS ou,
equivalentemente, para identificar conceitos do Metathesaurus referidos em um texto
em inglês. Essa ferramenta emprega uma abordagem de conhecimento intensivo, mé-
todos PLN e técnicas linguísticas computacionais para identificar conceitos com mais
precisão. O MetaMap é usado em muitos estudos como referência. Por exemplo, Ji-
meno et al. [61] compararam três soluções. Por um lado, usaram um modelo baseado
em dicionário, por outro, um modelo estatístico e, finalmente, a ferramenta de mape-
amento MetaMap. O estudo mostrou que as buscas em dicionários já proporcionam
resultados competitivos em relação aos demais métodos.

Como o MetaMap e o cTAKES são as ferramentas mais utilizadas, há pesquisas
comparando os dois sistemas [115, 122, 128], enquanto outros os combinam para obter
melhor precisão [172].
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3. TRABALHOS RELACIONADOS

Este capítulo resume o trabalho anterior cobrindo tarefas de PLN no domínio bi-
omédico. Especificamente, as tentativas atuais de abordar a tarefa de REN serão apre-
sentadas levando em consideração as arquiteturas e metodologias seguidas pelos autores.
Para uma revisão abrangente, dividimos este capítulo em várias seções, incluindo aspectos
importantes da literatura atual, como o domínio biomédico e abordagens aplicadas à tarefa
REN.

3.1 Domínio Biomédico

BioNLP refere-se aos métodos e estudos de como a mineração de texto pode ser
aplicada a textos e literatura da área biomédica e outros subdomínios mais específicos,
como radiologia, oncologia e farmacologia [84]. Além disso, o BioNLP é frequentemente
usado pelos serviços de saúde, pois traz benefícios como reduzir a incerteza, apoiar a
tomada de decisões baseada em evidências e oferecer interoperabilidade com os sistemas
de saúde. Todos esses potenciais benefícios são brevemente descritos abaixo para mostrar
alguns métodos e possíveis aplicações em o campo biomédico.

Muitos estudos envolvidos com o desenvolvimento de abordagens BioNLP foram
dedicados à detecção de incertezas. Por exemplo, em tarefas de Recuperação de Informa-
ções (RI), a detecção de incertezas melhora os resultados da extração de informações de
relatórios de radiologia [171].

Seguindo essa ideia, Vincze et al. [162] criaram o corpus BioScope, que é um
recurso de acesso aberto para pesquisas sobre gerenciamento de incertezas em textos
biomédicos. O corpus é composto por três partes, a saber, textos livres médicos, artigos
biológicos completos e resumos científicos biológicos. Devido à sua prevalência e alto nível
de incerteza biomédica, o câncer de mama [155] ou a pneumonia [62] são casos importan-
tes para analisar o impacto da biomedicina na identidade da doença. No que diz respeito
ao suporte à tomada de decisão baseada em evidências, refere-se a um sistema de tecno-
logia da informação em saúde projetado para fornecer aos médicos e outros profissionais
de saúde o Suporte à Decisão Clínica (CDS), ou seja, assistência nas tarefas de tomada de
decisão clínica. Os pesquisadores de ML e PLN podem desempenhar um papel fundamen-
tal em tornar as evidências mais transparentes, por exemplo, facilitando a busca e extração
de descobertas relatadas [165].

Peiffer-Smadja et al. [114] focaram-se na avaliação do uso de sistemas de apoio
à decisão em várias técnicas de ML, na avaliação dos resultados e nas implicações desses
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sistemas de apoio à decisão em nível clínico em tempo real para o diagnóstico de problemas
cardíacos.

Atualmente, o SARS-CoV-2 (COVID-19) está criando uma ameaça importante e
urgente à saúde global. Dessa forma, muitos esforços estão sendo focados no desenvolvi-
mento de soluções automatizadas para apoiar médicos especialistas na detecção precoce
da doença com base em imagens e textos médicos [112, 4]. Modelos de previsão que
combinam variáveis ou recursos para estimar o risco de pessoas serem infectadas estão
ajudando os médicos a lidar com o surto de COVID-19 [5].

O último benefício mencionado é a interoperabilidade. Nesse caso, os modelos
BioNLP podem contribuir para a solução dos problemas de interoperabilidade semântica e
reutilização de conhecimento em sistemas de informação clínica. Seguindo a definição de
Miranda et al. [105]:

"Interoperabilidade é a capacidade de sistemas independentes trocarem infor-
mações significativas e iniciarem ações uns dos outros, a fim de operarem juntos
para benefício mútuo."

A interoperabilidade é atualmente uma questão importante dentro da comunidade
científica porque os S-RES usados nas organizações de saúde se desenvolveram de forma
independente com ferramentas, métodos, processos e procedimentos que resultam em um
grande número de modelos exclusivos e proprietários que representam e registram as in-
formações do paciente [57]. Para garantir a interoperabilidade semântica entre os sistemas
de saúde, é necessário o uso de padrões que permitam a troca de dados, bem como o uso
de vocabulários normalizados e curados, que unifiquem os dados utilizados em diferentes
instituições resultando na correta troca de informações. Alguns dos vocabulários padroni-
zados são detalhados na Seção 2.6 anterior. Nesse contexto, a tarefa REN é uma das mais
utilizadas, pois permite a extração de conhecimento que pode ser compartilhado de forma
padronizada e compreensível [110].

Esta dissertação se concentra na extração de entidades nomeadas usando textos
biomédicos como fonte de informação. O REN se adapta a qualquer situação em que uma
visão geral de alto nível de uma grande quantidade de texto seja útil. Além disso, a tarefa
de REN pode ser aplicada a uma variedade de sistemas de saúde para realizar a extração
automática de conhecimento.

3.2 Reconhecimento de Entidades Biomédicas

Métodos sofisticados de processamento de informações são necessários para a
aquisição e integração eficientes de dados de um corpus de literatura biomédica. A identi-
ficação efetiva dos termos é fundamental para acessar as informações armazenadas, pois
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são os termos que representam o conhecimento nos textos. Devido à complexidade da
terminologia biomédica que muda dinamicamente, a identificação de termos tem sido re-
conhecida como um desafio na mineração de texto e, como consequência, tornou-se um
importante tópico de pesquisa tanto no PLN quanto nas comunidades biomédicas.

Como atualmente há um grande crescimento na demanda por compreensão e ex-
tração de informações de textos médicos, a comunidade de PLN organizou uma série de
desafios abertos focados na extração de entidades biomédicas. Esses desafios costumam
ter várias vantagens: fornecem um corpus disponível em diferentes idiomas; propõem um
sistema básico de experimentação; eles fornecem aos participantes um método de avalia-
ção e oferecem o estado da arte em uma tarefa e conjunto de dados específicos. Alguns
dos desafios mais populares focados em tarefas do REN são descritos brevemente abaixo.

Por um lado e com foco em inglês, o DDIExtraction [140] foi apresentado no Se-
mEval 2013. A tarefa dizia respeito ao reconhecimento de medicamentos e à extração de
Interações Medicamentosas (DDI) incluídas na literatura biomédica. Este desafio foi divi-
dido em duas subtarefas: o reconhecimento e classificação de substâncias farmacológicas
e a extração de DDI onde os participantes poderiam submeter seus sistemas. O N2C2 -
National NLP Clinical Challenges Shared Task [46] foi focado na extração de Eventos
Adversos Relacionados a Medicamentos (EAMs) de prontuários clínicos e três subtarefas
foram avaliadas: extração de conceito, classificação de relação e sistemas de ponta a ponta.
Outras oficinas também foram propostas no passado para abordar a tarefa de EAMs em ou-
tros textos que não relacionados a biomedicina, mais especificamente usando tweets [169].
Em 2015, o desafio CHEMDNER [74] foi organizado pela BioCreative e promoveu o desen-
volvimento de novos, competitivos e acessíveis sistemas de mineração de texto químico. A
trilha PharmaCoNER (Pharmacological Substances, Compounds and proteins Named En-
tity Recognition) também foi proposta como uma tarefa de reconhecimento de entidades no
domínio farmacológico. O objetivo principal foi encontrar menções de produtos químicos e
medicamentos em casos clínicos. O desafio foi composto por duas subtarefas: i) compensa-
ção de REN e classificação de entidades, e ii) indexação de conceitos usando SNOMED-CT
como vocabulário [39]. O Cantemist (CANcer TExt Mining Shared Task) foi a primeira tarefa
focada no reconhecimento de entidades no domínio da oncologia [106]. Os participantes
desta tarefa poderiam submeter sistemas às três subtarefas propostas pelos organizadores
denominadas cantemist-NER, cantemist-NORM e cantemist-CODING. Outros desafios re-
lacionados ao domínio Biomédico, como o eHeatlh-KD [94] (eHealth Knowledge Discovery),
ao invés de utilizar entidades específicas da área médica, utilizam entidades de propósito
geral.

Pesquisadores interessados em tarefas de extração de entidades exploraram uma
variedade de abordagens de ML. Como descrevemos no Capítulo 2, as abordagens de ML
formulam a tarefa clínica de REN como um problema de rotulagem de sequência que visa
encontrar a melhor sequência de rotulagem a partir do texto clínico. Muitos estudos ante-
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riores aplicaram o método CRF [80] com o objetivo de realizar a identificação e posterior
classificação das entidades. O CRF é a solução mais popular entre os algoritmos de ML
convencionais. Um modelo CRF típico geralmente usa recursos de diferentes níveis linguís-
ticos, incluindo ontologias, léxicos, informações sintáticas ou embeddings de palavras [158].
SVM é outro algoritmo útil usado em ML tradicional para identificar entidades biomédicas
[63, 150, 173]. Por exemplo, Takeuchi e Collier [156] focaram na identificação de entidades
do domínio da biologia molecular. Eles usaram uma coleção de textos de resumos ME-
DLINE 1 para realizar o experimento. Além disso, eles adicionam ao sistema um conjunto
de recursos linguísticos em nível de palavra, incluindo formas de superfície de palavras,
tags de parte da fala e recursos ortográficos. O estudo mostrou que a combinação de al-
gumas características atinge resultados elevados (cerca de 74% F1-score) neste domínio
específico.

Os primeiros estudos da tarefa REN visavam principalmente as RNRs para produ-
zir resultados promissores. Esses estudos demonstraram a grande eficácia da RNR apli-
cada à extração de entidades biomédicas usando arquiteturas de rede complexas [88, 158,
89]. Em comparação com os métodos tradicionais de ML, as RNRs geralmente usam uma
camada de incorporação como entrada para aprender a representação vetorial das palavras
[35, 116, 60, 69].

Em 2015, Huang, Xu e Yu [55] propuseram uma variedade de modelos LSTM para
rotulagem de sequências, incluindo redes LSTM, redes BiLSTM, LSTM com uma camada
CRF (LSTM-CRF) e BiLSTM com uma camada CRF (BiLSTM-CRF ). Sua pesquisa desco-
briu que o modelo BiLSTM-CRF fez uso eficaz de recursos de entrada passados e futuros.
Os modelos apresentados produzem precisão de última geração em rotulagem Part-Of-
Speech, chunking e conjuntos de dados REN. Mais recentemente, Hong e Lee [50] intro-
duziram o DTranNER, um novo framework baseado em CRF que incorpora um modelo de
transição rótulo-rótulo baseado em aprendizado profundo em tarefas biomédicas de REN.
Eles realizaram experimentos em cinco corpos de referência para comparar os métodos de
ponta em cada um deles. O modelo DTraNER atinge o melhor F1-score em quatro con-
juntos de dados, incluindo BC2GM [147], BC4CHEMD [74], BC5CDR [87] em conjuntos
de dados químicos e de doenças, superando o popular modelo BioBERT [86] baseado em
Transformers. No entanto, o BioBERT supera o DTraNER no corpus NCBI-Disease [87].

Embora as RNRs tenham obtido altos resultados e uma vasta literatura relacionada
à tarefa REN nos últimos anos, o pré-treinamento de modelos de linguagem baseados em
Transformers como o BERT [26] também levou a ganhos impressionantes em sistemas REN
[67]. Alguns modelos pré-treinados baseados em BERT são até específicos para o domínio
Biomédico como o BioBERT [86], que é pré-treinado em corpora biomédicos de larga escala
e o ClinicalBERT, especializado em textos clínicos e apresentando melhora em algumas
tarefas de PLN no domínio clínico [54, 2]. O SciBERT é um modelo de linguagem pré-

1MEDLINE

https://www.nlm.nih.gov/medline/index.html
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treinado em texto científico que demonstrou resultados semelhantes no campo Biomédico,
mas melhora no domínio da ciência da computação em comparação com o BioBERT [11].

Dado o crescente número de modelos pré-treinados disponíveis, a literatura rela-
cionada, assim como os resultados do estado da arte, está em constante mudança. As-
sim, todos os modelos descritos acima são frequentemente comparados, ajustando-os a
diferentes domínios e corpora [42, 71, 11]. Os primeiros estudos da tarefa REN visavam
principalmente RNRs para produzir resultados promissores. Esses estudos demonstraram
a grande eficácia da RNR aplicado à extração de entidades biomédicas usando arquitetu-
ras de rede complexas [88, 89, 158]. Em comparação com os métodos tradicionais de ML,
as RNRs geralmente usam uma camada de incorporação como entrada para aprender a
representação vetorial das palavras [35, 116, 60, 69].

No que se refere ao português, existem alguns modelos de pré-treinados para esta
língua. Em 2020, o grupo de pesquisa Health Artificial Intelligence Lab (HAILab) da Ponti-
fícia Universidade Católica do Paraná (PUCPR) desenvolveu o BioBERTPt, um modelo de
linguagem, adaptando a metodologia do BioBERT [86], capaz de realizar REN em textos
biomédicos no Português [139]. O modelo REN Farmacológico faz parte do projeto Bio-
BERTpt, onde 13 modelos de entidades clínicas (compatíveis com UMLS) foram treinados.
Todos os modelos REN da PUCPR foram treinados a partir do corpus clínico brasileiro Sem-
ClinBr [111], com 10 épocas e formato BILOU/IOBES, a partir do modelo BioBERTpt(all).
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4. METODOLOGIA

A seguir, são descritos os métodos aplicados na presente abordagem. O presente
trabalho foi desenvolvido em parceria com o grupo de pesquisa do Instituto de Avaliação
de Tecnologia em Saúde (IATS), através do projeto aprovado pelo Comitê de Ética em
Pesquisa do Hospital Moinhos de Vento e, intitulado, Proposição de modelo de gestão de
saúde baseada em valor para os sistemas de saúde pública e suplementar do Brasil.

4.1 Descrição do Problema

O Reconhecimento de Entidades Nomeadas de medicamentos e produtos quími-
cos é um passo fundamental para uma futura mineração de texto médico e tem recebido
muita atenção recentemente. Esta tarefa visa detectar automaticamente menções a subs-
tâncias químicas e medicamentos na literatura biomédica e é um grande desafio para a co-
munidade científica por vários motivos: existem várias maneiras de se referir a uma mesma
substância química ou medicamento, abreviaturas e siglas são comumente usadas, símbo-
los são frequentemente incluídos em evoluções clínicas e publicações científicas, além de
que novos fármacos e produtos químicos são constantemente relatados [90]. Logo, para
interoperar esses dados, é necessário identificar quais terminologias e padrões de comuni-
cação em saúde são empregados para viabilizarmos um mecanismo para a integração com
dados Farmacogenômicos. O PLN pode ser uma solução que proporciona uma detecção
de conceito rápida, precisa e automatizada, que pode proporcionar avanços importantes
para a comunidade científica de REN. De forma resumida, apresentamos na Figura 4.1,
uma arquitetura cuja proposta está alinhada com a resolução do problema descrito acima.

Nesta arquitetura, cobrimos todo o processo para se produzir modelos de domínio
específico na saúde. Iniciamos com a etapa de construção de um corpus específico para
o domínio da saúde, e com o auxílio de especialistas no domínio, realizamos a anotação
manual para então, com os dados anotados, realizar o refinamento do modelo de linguagem
pré-treinado para resolver a tarefa de REN.

4.2 Corpus

Em parceria com o grupo de pesquisadoras do Instituto de Avaliação de Tecnologia
em Saúde (IATS), recebemos uma amostra de um conjunto de dados contendo evoluções
clínicas de pacientes, com histórico de doenças Cardiovasculares. A Tabela 4.1 apresenta
um pequeno resumo de cada um dos conjuntos. Os valores únicos apresentam o total de
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Figura 4.1 – Visão geral da arquitetura proposta

pacientes em cada um dos conjuntos, mas não reflete o número de evoluções clínicas de
cada paciente.

Total de
Evoluções Sentenças Número

de pacientes
Número

de colunas
Colunas

selecionadas
Possui
Data?

Data
de Recebimento

Conjunto 1 12083 251664 100 5 2 Não 30/10/2020
Conjunto 2 37773 748767 241 5 2 Não 13/11/2020
Conjunto 3 1558 47474 168 45 3 Sim 21/06/2021

Tabela 4.1 – Resumo numérico dos conjuntos recebidos apresentando número de evolu-
ções clínicas por conjunto e número total de pacientes únicos.

Os dados disponíveis para esse estudo são os textos de evoluções clínicas de 341
pacientes hospitalizados no hospital-base para tratamento de AVC. Estes dados datam da
primeira internação no dia 01/01/18 até a última alta no dia 02/04/2020.

4.2.1 Pré-processamento do Corpus

O pré-processamento de texto geralmente consiste em várias etapas que depen-
dem de uma tarefa específica e do tipo de texto a ser tratado. Em tarefas textuais de PLN,
isso significa que qualquer texto bruto precisa ser cuidadosamente pré-processado antes
que o algoritmo possa processá-lo. Em nosso caso particular, trabalhamos com textos
escritos em português, sem regras gramaticais e relacionados a diferentes subdomínios
médicos. O pré-processamento realizado em todos os textos é o seguinte:
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• Seleção de features: remoção de características que não são de interesse para o
estudo;

• Separação de frases: esse processo consiste em dividir o texto em frases individuais.
Para este procedimento, um algoritmo realizou a separação em sentenças através da
detecção de caracteres de quebra de linha. A Figura 4.2 traz uma ilustração desta
etapa;

• Alterar codificação: verificar se o texto estava codificado em UTF-8;

Figura 4.2 – Exemplo da obtenção de sentenças a partir do texto da evolução

4.3 Processo de Anotação Manual

Surpreendentemente, existem muitos corpora de texto anotados manualmente que
são distribuídos juntamente sem as diretrizes que descrevem como as anotações foram ge-
radas. Esses corpora de caixa preta têm a desvantagem de não poderem ser estendidos,
afinal, é impossível compará-los de forma significativa com outros corpora pois não sabe-
ríamos lidar com possíveis inconsistências e erros de anotação. As diretrizes de anotação
devem especificar as instruções necessárias para identificar os elementos de texto que de-
vem ser marcados (e aqueles que não devem ser marcados) e como atribuí-los à classe de
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entidade correspondente. Em um nível geral, eles representam as instruções sobre como o
esquema de anotação deve ser aplicado aos dados de texto reais que serão rotulados.

Três etapas importantes precisam ser abordadas nas diretrizes de anotação: (i) o
que rotular, (ii) os limites de menção desses rótulos e (iii) como classificar essas menções
em categorias de medicamentos. A criação de diretrizes de alta qualidade que se encaixam
na tarefa de anotação exigiu um processo iterativo de várias etapas: começando de um ras-
cunho de diretriz inicial até que diretrizes claras e refinadas fossem obtidas. As definições
aqui fornecidas (Apêndice A) são uma tentativa de exemplificar o que está sendo anotado
e como cenários ambíguos devem ser tratados. Seguindo uma metodologia padrão para
anotação de dados, construímos anotações médicas de alta qualidade.

Figura 4.3 – Utilização do esquema BIO para anotação dos Fármacos

Escolher o esquema de anotação ideal é um problema complexo [73] e o impacto
do uso de diferentes esquemas de anotação no desempenho do REN [3] precisa ser con-
siderado. Nesta solução, inicialmente, optamos pela anotação somente de Fármacos no
esquema BIO (Figura 4.3). Esse esquema também é referido na literatura como IOB e
foi adotado pela Conferência sobre Aprendizagem de Linguagem Natural Computacional
(CoNLL) [132]. Como discutimos anteriormente na Seção 2.5, atribuímos uma tag a cada
palavra no texto, determinando se é o início (B) de uma entidade nomeada conhecida, o
interior (I) dela ou se estamos nos referindo a uma palavra fora de qualquer entidade nome-
ada conhecida (O). Por último, é importante destacar que o rótulo FAR pode ser mapeado
para o conceito de Pharmacologic Substance da UMLS [13].

4.4 Modelos implementados

Nesta pesquisa, foram testados dois modelos para o REN relacionadas a medi-
camentos: uma CNN e o BERT na abordagem fine-tuning. A CNN foi implementada em
Python usando a biblioteca de código aberto spaCy [51]. Para o modelo BERT utilizou-se a
arquitetura BERTBASE , com o modelo pré-treinado BERT-Português [152], disponíveis na bi-
blioteca Transformers, desenvolvida pelo HuggingFace, também, para a linguagem Python.
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A spaCy fornece uma variedade de ferramentas práticas para processamento de
texto em vários idiomas. Seus modelos surgiram como o padrão de fato para PLN prático
devido à otimização da sua velocidade em CPUs, robustez e desempenho próximo ao es-
tado da arte [52]. Como os modelos spaCy são populares e a API spaCy é amplamente
conhecida por muitos usuários em potencial, optamos por construir sobre a biblioteca spaCy
para criar um pipeline de processamento de texto Biomédico.

A arquitetura da SpaCy é baseada em CNNs com tokens representados como
embeddings Bloom em hash [142] de prefixo, sufixo e lematização de palavras individuais
aumentadas com um modelo de agrupamento baseado em transição [82]. Especificamente
para REN é usada uma estrutura de quatro etapas: vetorização, codificação, atenção e
predição. Primeiro as palavras são alteradas para representações vetoriais, e, dada uma
sequência de vetores dessas palavras, a etapa de codificação calcula uma matriz de frase,
levando em consideração o contexto, utilizando uma CNN para codificação. A camada de
atenção da CNN reduz a representação da matriz produzida pela etapa de codificação para
um único vetor, que é passado para uma rede MLP+Softmax para predição.

O BERT-Português foi pré-treinado no brWac [164], um corpus de português bra-
sileiro contendo 2.68 bilhões de tokens extraídos de documentos da internet. O seu voca-
bulário WordPiece contém 230 mil unidades.

Com a popularização do BERT, várias bibliotecas Python forneceram implementa-
ções prontas o treinamento desses modelos em tarefas específicas. Na abordagem fine-
tuning, adotamos a implementação do BERT para classificação de palavras da Hugging-
Face na versão baseada em Pytorch. Essa arquitetura é composta de um modelo pré-
treinado BERT seguido de uma camada linear com ativação Softmax. Para cada token, a
predição final é dada pela etiqueta cujo modelo atribui maior probabilidade, chamada de
função argmax. O BERT foi testado com o modelo BERT-PT. A Figura 4.4 traz uma ilustra-
ção do modelo para a tarefa REN.

Figura 4.4 – Representação BERT para REN.
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4.5 Preparação das entradas para as RNs

Seguindo a metodologia de Souza, Nogueira e Lotufo [152], está sendo conside-
rada como uma sequência de entrada das redes neurais uma evolução clínica do corpus.
Ao utilizar uma evolução, as redes neurais tem um contexto extenso para extrair informa-
ções para a representação da palavra.

Entrada da CNN

O modelo CNN da spaCy recebe como entrada uma lista contendo tuplas que
possuem o texto e outra lista de tuplas com as informações sobre as classificações deste
texto. Essas classificações indicam as posições inicial e final da parte classificada no texto,
bem como qual a classe foi atribuída. O tipo de entrada de dados no modelo pode ser
visualizado da seguinte forma: array(texto, ’entities’: [(posição inicial, posição final, nome
da entidade)]). Na Tabela 4.2 encontramos um exemplo do formato descrito acima.

id text tokens

0 Evolução emergência/ CN 3\\Paracetamol\\(...)

[{’text’: ’Evolução’, ’start’: 0, ’end’: 8, ’id’: 0, ’ws’: True},
{’text’: ’emergência/’, ’start’: 9, ’end’: 20, ’id’: 1, ’ws’: True},
{’text’: ’CN’, ’start’: 21, ’end’: 23, ’id’: 2, ’ws’: True},
{’text’: ’3’, ’start’: 24, ’end’: 25, ’id’: 3, ’ws’: False},
{’text’: ’Paracetamol’, ’start’: 27, ’end’: 38, ’id’: 5, ’label’: ’FAR’}, (...)]

Tabela 4.2 – Exemplo dos dados exportados do anotador

Entrada do BERT

Cada evolução do corpus pré-processado é composta de tuplas de um token e o
rótulo correspondente (Tabela 4.3).

id tokens ner_tags

0 [Evolução, emergência/, CN, 3, Enfermage... [O, O, O, O, O, O, O, O, O, O, O, O, O, O, O, ...

Tabela 4.3 – Corpus tokens e respectiva ner_tag.

Antes de alimentar os tokens como entrada do BERT, é preciso pré-processá-los.
O primeiro passo foi converter os tokens em WordPieces com o tokenizador da biblioteca
Transformers. Além disso, no início e no final de cada sequência foram inseridos, nessa
ordem, os tokens especiais [CLS] e [SEP], discutidos no Capítulo 2.
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Isso gera um desalinhamento entre os tokens e as etiquetas, assim um pré-processamento
semelhante foi aplicado à sequência de etiquetas para realinhá-los. Para isso, utilizou-se
uma copia do rótulo do primeiro WordPiece de cada palavra para mapear os tokens inicia-
dos por ##, ausentes antes da tokenização .Também foram inseridas três etiquetas “CLS”,
“SEP” e “PAD” para mapear os tokens especiais [CLS], [SEP] e [PAD]. O token [PAD] é
usado para preencher posições na normalização do tamanho da entrada.

Tamanho da Entrada

Em redes neurais como o BERT, é esperado que as sequências de entrada sejam
normalizadas para o mesmo tamanho. Desse modo, foi definido um hiperparâmetro para o
modelo: o tamanho máximo S da sequência de entrada. Após o pré-processamento, todas
as entradas foram limitadas ao tamanho máximo estabelecido. Sequências menores que
S foram estendidas até o tamanho máximo pela inserção do token especial [PAD]. Já os
maiores que S, foram quebrados em períodos de tamanho S contando um passo P para
indicar o início da sequência seguinte.

4.6 Hiperparâmetros dos modelos

Na CNN, utilizamos como hiperparâmetros otimização Adam com β1 = 0, 9 e
β2 = 0, 999 e taxa de aprendizado inicial de 1e-5. No BERT, adotamos alguns hiperpa-
râmetros indicados por Souza, Nogueira e Lotufo [152]: 15 épocas de treinamento com
batch tamanho 3, otimização AdamW [95] com β1 = 0, 9 e β2 = 0, 999, weigth decay de 0,01
e taxa de aprendizado inicial de 1e-5. O tamanho máximo de S = 512 com passo P = 128.

4.7 Treinamento e Avaliação

Durante o treinamento, dividiu-se o corpus em duas partes: treino (75%) e teste(25%).
Somente o modelo BERT-PT no esquema BILOU foi testado em três diferentes cenário: o
cenário total (980 evoluções), considerando todo o conjunto de dados anotados, o cenário
meio (490 evoluções), contendo metade do conjunto de dados anotados e o cenário inter-
mediário, onde usamos 75% do conjunto de dados anotados (735 evoluções). Na Tabela
4.4 podemos observar o cenário total separado pela quantidade de anotações por tag, e o
conjunto que será utilizado para validação, com um total de 196 evoluções.

Para a validação, utilizamos 5-fold-validation, uma técnica usada para evitar um
resultado enviesado pelo treinamento. Esse método consiste em treinar o mesmo modelo
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Label Treino Teste Total Validação

O 99432 33151 132583 34354
B-FAR 742 244 986 200
I-FAR 84 25 109 14

Tabela 4.4 – Cenário completo do conjunto de treino e teste separados por tag anotada

por 5 rodadas diferentes, embaralhando aleatoriamente o corpus de treinamento a cada ro-
dada. Assim, cada uma das rodadas receberá um conjunto de treino distinto, evitando o viés
dos dados e fornecendo um resultado mais confiável. O desempenho é obtido pela média
das 5 rodadas testadas. As métricas de avaliação de desempenho são aquelas propostas
por COnLL: precisão, recall e medida-F, como descritas no Capítulo 2. A plataforma Google
Colaboratory (Colab) serviu como ambiente de desenvolvimento para a implementação das
redes neurais usando uma GPU Tesla T4. O Colab é uma ferramenta que permite escrever
e rodar código Python.

4.8 Amarrando o Conhecimento

Uma dos grandes desafios desta dissertação estava no fato de unir a informação
contida nas evoluções clínicas com o conhecimento de bases farmacogenômicas. Vários
aspectos da farmacogenômica devem ser padronizados para fornecer semântica comum
entre sistemas distintos [78]. Os elementos-chave de dados incluem quais variantes ge-
néticas devem ser coletadas, termos de fenótipo e medicamentos envolvidos na interação
gene-medicamento.

Também são necessários padrões para representar o conhecimento farmacogenô-
mico, incluindo tabelas de tradução, recomendações clínicas e níveis de evidência, bem
como a evolução desse conhecimento ao longo do tempo. Portanto, para manter a relevân-
cia e acompanhar a rápida geração de evidências, os recursos de conhecimento atualmente
armazenados, mantidos e acessados localmente, precisarão migrar para arquiteturas mais
orientadas a serviços [153, 120, 98].

Observando o andar científico, Hoffman et al. teorizaram um fluxo que agrupa
dados do paciente através de um mecanismo de busca. Após a coleta, esses dados são
combinados com as bases de conhecimento para fornecer uma interface para os S-RES
(Figura 4.5).

Observando a imagem, poderíamos afirmar que uma possibilidade de Query En-
gine (à esquerda) para extrair listas de medicamentos através de uma detecção de conceito
rápida e precisa, estaria no mecanismo de REN. Após estabelecido que a lista de medi-
camentos será extraída através de REN, passamos para a etapa de combinar recursos
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Figura 4.5 – Fluxo de informações idealizado para consulta de recursos de conhecimento
farmacogenômico e retorno a um S-RES com suporte à decisão clínica. Adaptado de Hoff-
man et al. [49]

de conhecimento atualmente disponíveis com dados do paciente (bloco central). Ao ana-
lisarmos as principais bases de dados farmacogenômicas, encontramos que para realizar
consultas, precisamos que os nomes dos medicamentos estejam no nome oficial genérico
e não comercial de uma substância farmacológica, também conhecido como Denominação
Comum Internacional (DCI).

Como forma de viabilizar a interoperabilidade semântica, uma abordagem bastante
utilizada é o desenvolvimento e a aplicação de mapeamentos entre terminologias e vocabu-
lários. A utilização de mapeamentos entre terminologias, por exemplo, em um S-RES, pode
auxiliar tanto na identificação de termos novos, quanto como meio de proposição de termos
de fontes diferentes. Portanto, é necessário uma etapa intermediária para a construção
de uma ferramenta que permita o mapeamento (Figura 4.6) entre a Denominação Comum
Internacional (DCI) e a Denominação Comum Brasileira (DCB).

Figura 4.6 – Exemplo de nomeações do Paracetamol em diferentes contextos. Fonte: [33]
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Dessa forma, é possível verificar as complementaridades entre estas terminologias
e indicar novos códigos para um ou mais vocabulários.
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5. EXPERIMENTOS

Neste capítulo, serão apresentados os resultados obtidos durante os experimentos
de acordo com a metodologia detalhada no Capítulo 4. Durante a Seção 5.1 são apresen-
tados os resultados separados do modelo CNN, na Seção 5.2 contém os resultados do
obtidos pelo modelo BERT. Ao final, fornecemos um quadro comparativo de trabalhos no
REN do Português na área Farmacológica.

5.1 Resultados da CNN

Nesta seção, será discutido o resultado da CNN. Como podemos ser visto na Ta-
bela 5.1, em geral, o modelo obteve bons resultados nesta etapa de avaliação, alcançando
uma precisão geral e medida-F acima de 80%. Uma observação a se fazer é que os re-
sultados também são bons quando tratamos da classe alvo, ou seja, quando queremos
encontrar o rótulo B-FAR.

Métrica B-FAR I-FAR Geral

Precisão 0.9313 0.8461 0.9565
Recall 0.9313 0.6875 0.7586

Medida-F 0.9313 0.7586 0.8461

Tabela 5.1 – Precisão, Recall e Medida-F calculadas para cada classe e também para o
modelo

Apesar destes resultados, vemos que o modelo desenvolvido foi capaz de reco-
nhecer padrões e indicar quando existiam fármacos em uma frase do domínio Biomédico.
À respeito do Recall, o experimento indicou que o modelo proposto obteve um desempe-
nho satisfatório quando tratamos da classe positiva (B-FAR). Ou seja, quando realmente
pertence à classe positiva, o modelo é capaz de identificar corretamente em, aproximada-
mente, 70% dos casos.

5.2 Resultados do BERT

Nesta seção, serão discutidos os resultados do BERT na abordagem fine-tuning.
Todos os resultados foram avaliado em relação ao cenário total (980 evoluções). O desem-
penho é calculado pela média dos resultados obtidos na etapa de validação em 5 rodadas.
Na Tabela 5.2, seguem os resultados do BERT-PT.
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Esquema
de Anotação Cenário Precisão Recall Medida-F

BIO total (100%) 0.9221 0.9787 0.9496
BILOU total (100%) 0.8785 0.8913 0.8848
BILOU intermediário (75%) 0.9527 0.9029 0.9272
BILOU meio (50%) 0.7619 0.8421 0.8

Tabela 5.2 – Medidas de desempenho do BERT

Dispersão dos dados de Teste

Quando uma amostra de dados não é muito grande, como neste caso, a média
torna-se uma medida de baixa segurança, pois é facilmente enviesada por valores extre-
mos. Para fornecer confiabilidade nos resultados obtidos, avaliamos as medidas de dis-
persão para as 5 rodadas de validação em cada cenário. Os gráficos boxplot na Figura
5.1 representam a precisão, recall e a medida-F obtidas na validação do BERT-PT para o
cenário total. A linha cortando o retângulo é a mediana, o triângulo preto demarca a média
e os pontos mínimo e máximo são indicados pelas hastes.

precisão recall medida-f

0.82

0.84

0.86

0.88

0.90

0.92

0.94

Figura 5.1 – Dispersão das medidas de desempenho do BERT-PT no esquema BILOU e no
cenário total
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5.3 Avaliação dos Modelos Implementados

Após apresentar os resultados de cada um dos modelos testados, dedicamos esta
seção à comparação com pesquisas em redes neurais já discutidas no Capítulo 3. Para
calcular as métricas utilizamos a biblioteca de avaliação proposta por Nakayama [121, 107].

Sistema Cenário Precisão Recall Medida-F

Clinicalnerpt-Pharmacologic
BILOU (BioBERTpt) [139] - 0.6938 0.6785 0.6938

CNN 100% 0.6744 0.5771 0.6219
BERT-PT BIO 100% 0.7142 0.6989 0.7142

BERT-PT BILOU 100% 0.7066 0.7066 0.7066
BERT-PT BILOU 75% 0.7091 0.7091 0.7091
BERT-PT BILOU 50% 0.7091 0.7091 0.7091

Tabela 5.3 – Comparação de desempenhos no cenário total

A partir desses resultados, é possível dizer que o BERT-PT BIO, atualmente, é o
melhor modelo para o REN testado em um corpus manual anotado no domínio Farmaco-
lógico a partir de notas clínicas. Mesmo com a arquitetura BASE e uma camada de saída
Softmax, o modelo chega a resultados promissores. Finalmente trouxemos um quadro geral
de trabalhos recentes no REN do Português, comparando as arquiteturas mais adotadas e
os resultados considerados o estado-da-arte com aqueles reportados em outras pesquisas,
incluindo esta.

Um ponto de interesse desta pesquisa era tentar mensurar quanto dado deveria
ser anotado para que as predições fossem robustas. Ao olhar na Tabela 5.3, observamos
que ao reduzir o conjunto de treino, temos poucas oscilações nos valores enquanto que
na etapa de avaliação, essa oscilação ocorreu de maneira abrupta. Um outro ponto é
que o esquema utilizado, impactou levemente, onde os melhores resultados foram obtidos
no BERT-PT BIO. Isso ocorreu em função da redução de labels do BIO para BILOU, e
dado o estilo destes dados, é uma variável importante a ser considerada. Um outro ponto
destacado por Schneider et al. [139] é que ao avaliar o BioBERTpt, eles descobriram que o
domínio pode influenciar o desempenho de modelos baseados em BERT, particularmente
para domínios com características únicas, como o médico. Entretanto, ao observarmos a
Tabela acima, não encontramos diferenças significativas no treinamento quando partimos
de um domínio mais genérico, como é o caso do BERT-PT.
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5.4 Integração Farmacogenômica

Conforme apresentado na Tabela 5.4, a Agência Nacional de Vigilância Sanitá-
ria (Anvisa) oferece uma conjunto de dados que relaciona a DCB com a DCI através do
identificador Chemical Abstracts Service (CAS). Durante o decorrer desta pesquisa, solici-
tamos acesso à CAS Common Chemistry API, uma interface que fornece a capacidade de
consultar o conjunto de dados Common Chemistry via HTTP.

id_dcb dcb id_cas
1 abacavir 136470-78-5
2 sulfato de abacavir 188062-50-2
3 abamectina 65195-55-3
4 abanoquila 90402-40-7
6 abaperidona 183849-43-6

(...) (...)

Tabela 5.4 – Conjunto de dados disponibilizados pela Anvisa

O retorno no formato JavaScript Object Notation (JSON), contém um dicionário,
onde a chave ’name’ é capaz de entregar o nome do medicamento. Em conjunto com os
dados da Tabela 5.4, podemos agregar a coluna dci, e assim termos um mecanismo de
mapeamento da DCB para DCI, como apresentado na Tabela 5.5.

id_dcb dcb id_cas dci
4766 ibuprofeno 15687-27-1 ibuprofen

Tabela 5.5 – Agrupamento realizado após retorno da chamada GET

Uma vez que tenhamos a DCI correspondente da DCB, podemos mesclar esse
dado com as informações locais de bases farmacogenômicas. Como exemplo, solicitamos o
conjunto de dados da base PharmGKB contendo informações de medicamentos. Essa base
possui 24 chaves, sendo uma delas a correspondente do nome advindo da DCI. Portanto,
como está apresentado na Figura 5.2 através da execução do nosso script, o Ibuprofeno é
mapeado para o id_cas que solicita ao serviço do CAS a dci que ao ser buscada em bases
farmacogenômicas, podemos encontrar conhecimento para construir relatórios que sirvam
como base para auxiliar na decisão clínica.

Na Figura 5.3, podemos observar uma visão geral da arquitetura produzida.

5.5 Discussão

O reconhecimento de nomes de medicamentos e produtos químicos visa reconhe-
cer tipos de menções em textos médicos não estruturados e classificá-los em categorias
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Figura 5.2 – Exemplo de mapeamento

Figura 5.3 – Arquitetura resultante da estratégia de mapeamento

pré-definidas. Esses tipos de tarefas são fundamentais para a extração de informações
médicas e sistemas de extração de relações médicas [168, 109, 135].

Dado o grande crescimento da comunidade científica pesquisando o subdomínio
Farmacológico, a comunidade clínica de PLN organizou uma série de desafios abertos com
foco na identificação de entidades químicas e medicamentosas a partir de notas clínicas
narrativas. Estas oficinas são muito úteis porque os participantes utilizam sistemas inova-
dores e atualizados, oferecendo uma abordagem de última geração para as tarefas. Nosso
modelo mostra diferentes modelos fazendo a mesma tarefa: encontrar medicamentos em
anotações clínicas. Os resultados são promissores, pois obtemos 95.27% de precisão,
90.20% de recall e 92.29% de Medida-F. Ressalta-se que os resultados obtidos no corpus
já foram elevados, portanto, alcançar melhorias permite novas pesquisas neste campo. No
reconhecimento de medicamentos e produtos químicos em português, alcançamos resulta-
dos de ponta. Especificamente, mostramos uma melhoria de 2,04% no Medida-F e 2,04%
de precisão em comparação com a melhor pesquisa até agora [139].
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A análise dos resultados é um passo importante em nosso estudo. Com esta
análise, podemos considerar as futuras melhorias do nosso sistema. Observamos vários
casos de erro em que nosso sistema não foi rotulado corretamente. Nossa análise sugeriu
que poderíamos melhorar a tokenização de nossos textos, pois às vezes não separava
os tokens de forma mais eficaz. Também poderíamos tratar entidades marcadas como
consecutivas, mas identificadas independentemente pelo nosso sistema ou o contrário, por
exemplo, nosso sistema reconhece "levolisinato"e "ibuprofeno", porém a entidade correta
seria "levolisinato de ibuprofeno".
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6. CONCLUSÕES

O enorme crescimento de dados Biomédicos armazenados eletronicamente tor-
nou a extração de conhecimento uma tarefa importante neste domínio. Os documentos
de saúde podem incluir evidências relevantes, como descobertas, doenças e tratamentos,
que podem ajudar os profissionais de saúde na tomada de decisões. No entanto, essas
informações são difíceis de processar manualmente pelos profissionais devido ao tempo
e custo envolvidos, sendo necessária a geração de recursos automáticos. Um dos obje-
tivos do PLN é facilitar essas tarefas ao possibilitar o uso de métodos automatizados que
extraem conhecimento de um texto com alta validade e confiabilidade. Especificamente, a
tarefa REN aplicada ao domínio Biomédico visa extrair e identificar entidades de interesse
que possam ser utilizadas pelos profissionais de saúde.

O Reconhecimento de Entidades Biomédicas é uma tarefa importante que ainda
não foi resolvida, mas pode ajudar em outros sistemas relacionados à medicina. Por exem-
plo, o REN pode identificar achados importantes que são essenciais para cuidados de
saúde seguros e eficazes. Além disso, essa tarefa pode ser aplicada a outras tarefas PLN,
como classificação de texto, servindo como ponto de suporte. Por fim, o REN pode ser
aplicado a vários subdomínios da saúde,como farmacologia, identificando medicamentos,
ou eventos adversos e oncologia, reconhecendo achados relacionados ao câncer.

Os avanços na aprendizagem profunda nos motivaram a aplicá-los na tarefa REN
para o domínio Biomédico em Português. A maior parte da pesquisa sobre a tarefa REN
é realizada em Inglês. Portanto, esta dissertação visa avançar no estudo do reconheci-
mento de entidades em Português, a 5.ª língua mais falada no mundo, a 3.ª mais falada no
hemisfério ocidental e a mais falada no hemisfério sul do planeta1.

6.1 Contribuições

Esta pesquisa realizou uma série de estudos, análises e desenvolvimento de abor-
dagens de PLN destinadas a abordar a tarefa de REN em textos Biomédicos no Português.
Isso resultou em algumas contribuições:

1. Criação de corpora para REN no domínio da Farmacológico;

2. Disponibilização de diretrizes em Português para anotação manual de textos em Saúde;

3. Geração de novos Modelos de Linguagem para o Português:

• CNN;
1Língua Portuguesa na Wikipédia

https://pt.wikipedia.org/wiki/L%C3%ADngua_portuguesa
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• FarBrBERTBASE no esquema BIO;

• FarBrBERTBASE no esquema BILOU;

4. Disponibilização de scripts para treino e avaliação para reprodução dos experimentos;

5. Disponibilização dos modelo FarBrBERTBASE no HuggingFace Hub;

6. Construção de ferramenta de mapeamento entre DCB e DCI permitindo a integração
de dados Farmacogenômicos;

7. Artigo publicado:

• Marques, F. B.; Leal, G. F.; Bettoni, G. N.; Souza, O. N. D. (2021). Integration
of Bioinformatics and Clinical Data to Personalized Precision Medicine. In ITNG
2021 18th International Conference on Information Technology-New Generations
(pp. 179-184). Springer, Cham.

6.2 Limitações

Uma possível limitação deste estudo é que ele foi elaborado sob a análise de
apenas um conjunto de dados proveniente de um hospital parceiro. Uma vez que a escrita
das evoluções podem variar entre profissionais e instituições, seria interessante validar a
abrangência do modelo desenvolvido.

6.3 Trabalhos Futuros

Apesar dos resultados alcançados, ainda há potenciais trabalhos a serem desen-
volvidos. Listaremos os principais trabalhos a serem realizados:

1. Como apresentamos na Figura 4.1 e na Tabela 4.4, a anotação dos fármacos ficou
restrita a categoria Fármaco, faltando os modificadores de força, unidades e dose.
Existem algumas outras abordagens que merecem ser investigadas e estudas, por
exemplo:

• Medical Entity Linking (MEL): é a tarefa de identificar e padronizar menções em
um texto médico não estruturado e vincular as menções às identidades únicas
em uma determinada base de conhecimento médico [175];

• Named Entity Disambiguation (NED): é a tarefa de eliminar a ambiguidade no
texto e vinculá-la ao conceito correto nas Bases de Conhecimentos [163];
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2. Conforme apresentado pro Qin et al. [118], é difícil integrar os resultados farmaco-
genômicos aos S-RES porque os atuais S-RES comerciais não são projetados para
armazenar informações genômicas em um formato adequado para uso a longo prazo,
e os resultados farmacogenômicos geralmente são fornecidos como textos não es-
truturados em um arquivo PDF pelo laboratório de testes genômicos [16]. Na Visão
Computacional, podemos escanear o documento, identificar a localização do texto e,
finalmente, extrair o texto da imagem. Então, com técnicas de PLN, podemos extrair
as entidades do texto e fazer a limpeza de texto necessária e analisar as entidades do
texto para construir novos corpora [32].

3. Alguns estudos recentes mostram que usar metodologias também chamadas de work-
flows ou pipelines para criar corpus anotados adequadamente, através da utilização
de estratégias como Data Version Control (DVC) tem melhorado os resultados para
tarefas de REN em domínios específicos [27].
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APÊNDICE A – DIRETRIZES DE ANOTAÇÕES PARA TEXTO DE SAÚDE

A seguir, estão disponibilizados integralmente as diretrizes derivados da imple-
mentação deste trabalho.

Categoria: Fármaco

Definição Uma droga ou outra preparação para o tratamento ou prevenção de
doenças. Quaisquer produtos sanguíneos usados em transfusão também devem ser con-
siderados na categoria “Fármaco”. Medicamentos genéricos como medicamentos para hi-
pertensão e medicamentos para colesterol também devem ser anotados. Classes de me-
dicamentos como antibióticos, anti-histamínicos, antidepressivos e assim por diante devem
ser consideradas Fármacos.

Exemplos e regras de anotação

1. “A paciente havia consultado seus cuidados primários há alguns dias, foi retirada de
seu lisinopril e digoxina.” a. “lisinopril” e “digoxina” são medicamentos.

2. Outros exemplos de medicamentos são “Omeprazol”, “Hidralazina”, “Prilosec” e assim
por diante.

3. Considere “FFP”, “RBC Embalado” e outros hemoderivados transfusionais como me-
dicação. “O2” administrado para tratamento também deve ser considerado como me-
dicação. Produtos sanguíneos como “plasma fresco congelado” e “glóbulos vermelhos
embalados” devem ser considerados sob medicação.

4. Via dos medicamentos não deve ser anotada em conjunto. a. Por exemplo: No caso
de “Aspirina IV”, apenas aspirina será anotada como Fármaco.

5. Medicamentos genéricos como medicamentos para hipertensão e medicamentos para
colesterol também devem ser anotados em Medicação.

6. Classes de medicamentos como antibióticos, anti-histamínicos, antidepressivos e as-
sim por diante também devem ser consideradas sob Fármaco.

7. Medicamentos combinados devem ser anotados como uma única entidade. a. Por
exemplo: em “Fluticasona/vilanterol” é uma droga combinada e seu nome comercial é
Breo Ellipta. Anote “Fluticasona/vilanterol” como uma única entidade.

8. Medicamentos listados em seções de alergia. a. Por exemplo, “Alergias: Penicilinas
/ Sulfonamidas”. Neste caso, a medicação não é solicitada para o paciente nem faz
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parte da lista de medicamentos contínuos do paciente. Apenas é mencionado que
o paciente tem alergia a esses medicamentos. Devemos anotar: * medicação: "pe-
nicilinas", assunto: "paciente", status: "outro - alergia"* medicação: "Sulfonamidas",
assunto: "paciente", status: "outro - alergia"

9. No exemplo: “Ele continuará a tomar aspirina e é aconselhado a interromper seus
antibióticos”, devemos anotar: a. medicação: “aspirina”, status: “atual”, avaliação
de certeza: “provável” b. medicação: “antibióticos”, avaliação temporal: “próxima”,
avaliação de certeza: “um pouco improvável”

Modificador: Força

Definição A dosagem da droga indica a quantidade de ingrediente ativo em cada
dosagem.

Exemplos e regras de anotação

1. "O paciente toma Aspirina 50 mg 2 comprimidos por via oral todos os dias". a. "50"é
a dosagem do medicamento "Aspirina".

Modificador: Unidades

Definição

As forças geralmente são quantificadas em unidades de medidas.

Exemplos e regras de anotação

1. "O paciente toma Aspirina 50 mg 2 comprimidos por via oral todos os dias". a. "mg"é
a unidade de medida da dosagem da medicação.

Modificador: Dose

Definição

Uma dose de um medicamento ou medicamento é uma quantidade medida dele
que se destina a ser tomada de uma só vez. É a quantidade do medicamento prescrito para
ser tomado de uma só vez.

Exemplos e regras de anotação
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1. "O paciente toma Aspirina 50 mg 2 comprimidos por via oral todos os dias"a. "2"é a
dose do medicamento.

Modificador: Formulário

Definição

A forma de medicação indica características físicas do medicamento específico.

Exemplos e regras de anotação

1. "O paciente toma Aspirina 50 mg 2 comprimidos por via oral todos os dias". a. "com-
primidos"é a forma do medicamento.

Modificador: Formulário

Definição

A frequência de um medicamento refere-se à frequência com que é tomado.

Exemplos e regras de anotação

1. "O paciente toma Aspirina 50 mg 2 comprimidos por via oral todos os dias". a. "todos
os dias"é a frequência da administração da medicação.

Modificador: Rota

Definição

Uma via de administração é a via pela qual a droga é levada para o corpo. A via
geralmente é classificada pelo local em que o medicamento é administrado.

Exemplos e regras de anotação

1. "O paciente toma Aspirina 50 mg 2 comprimidos por via oral todos os dias". a. "por
via oral"é a via do medicamento.
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Modificador: Duração

Definição

O tempo até o qual o paciente deve tomar a medicação é conhecido como duração
do medicamento.

Exemplos e regras de anotação

1. "O paciente deve tomar Aspirina 50 mg 2 comprimidos por via oral todos os dias
durante 2 meses". a. "por 2 meses"é a duração durante a qual o paciente deve tomar
a medicação.

Modificador: Status

Definição

O medicamento tem status diferente, como “aumento”, “diminuição”, “início”, “pa-
rada”, “continuação”, “descontinuação” e assim por diante, e tais informações devem ser
capturadas sob o rótulo Status.

Exemplos e regras de anotação

1. “A aspirina foi interrompida.” a. “interrompida” representa o status do medicamento.

Regras adicionais para anotar atributos de fármacos

1. O limite do relacionamento é de uma frase. Não vincule entidades que estão relacio-
nadas além de uma frase.

2. Se houver várias menções a uma droga em uma frase, todas as menções devem estar
relacionadas aos seus atributos. * Por exemplo, “abrandador de fezes (colace) 2mg”.
Neste caso, “2” como força e “mg” como unidade devem estar relacionados tanto ao
“abrandador de fezes” quanto ao “colace”.

3. Os atributos não são independentes e devem estar relacionados à medicação.

4. Se o status de um medicamento for “alterado”, “trocado”, “parado”, “aumentar”, “dimi-
nuir”, ele deve ser anotado sob o atributo Status.



94

5. Se o status de um medicamento for “alterado”, “trocado”, “parado”, “aumentar”, “dimi-
nuir”, ele deve ser anotado sob o atributo Status.

6. Se o status de um medicamento for “alterado”, “trocado”, “parado”, “aumentar”, “dimi-
nuir”, ele deve ser anotado sob o atributo Status.

7. Para duração, anote a preposição para em “por 2 semanas” juntos, em vez de anotar
apenas “2 semanas”.

8. Se a hora estiver escrita como “na hora de dormir”, anote também a preposição.
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